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RESUMO 

Conhecer a extensão e as taxas de degradação da terra para proteger os 
ecossistemas terrestres de um maior esgotamento, tem sido uma das questões 
mais importantes do nosso tempo. Entretanto, o Nordeste brasileiro tem sido 
negligenciado e pobremente estudado tanto em termos de programas de 
conservação quanto de investigação científica. Os produtos de Sensoriamento 
Remoto tornaram-se uma importante fonte de informações para monitorar as 
mudanças de cobertura da terra, no entanto, ainda é escasso o número de estudos 
para detectar e monitorar a vegetação de clima semiárido. Nesse contexto, o estado 
da Bahia foi selecionado para a realização desta pesquisa por possuir diversas 
formações vegetais e apresentar significativa mudança no uso e cobertura da terra. 
Devido à alta incidência de nuvens no estado, os produtos provenientes do sensor 
MODIS foram utilizados por apresentarem alta resolução temporal. Assim, esta 
pesquisa teve por objetivo propor uma abordagem de mapeamento e 
monitoramento do uso e cobertura da terra para o estado da Bahia utilizando dados 
multitemporais provenientes do sensor MODIS, abrangendo o período entre 2000 e 
2017. Os objetivos específicos foram: a) estimar endmembers (pixels puros) a partir 
de imagens de melhor resolução espacial (30 m) do sensor OLI/Landsat 8 para 
posterior aplicação do Modelo Linear de Mistura Espectral (MLME) nos produtos 
provenientes do sensor MODIS (250 m) ; b) gerar uma série temporal de imagens 
fração derivadas do MLME entre 2000 e 2017 utilizando os endmembers estimados 
na fase anterior; c) gerar mosaicos das imagens fração calculando o valor máximo 
anual das proporções para os anos de 2000 e 2017; d) gerar dois mapas temáticos 
base de uso e cobertura da terra (LULC – Land Use and Land Cover) no estado da 
Bahia para os anos 2000 e 2017 utilizando os mosaicos gerados na fase anterior, 
aplicando o classificador Random Forest; e) avaliar as acurácias dos mapas de 
LULC obtidos; e f) analisar qualitativamente as séries temporais das imagens fração 
obtidas para todo o período analisado. Os resultados obtidos foram: 1) os 
endmembers estimados permitiram a melhoria dos resultados no que se refere ao 
erro, a variabilidade e a identificação das proporções dos componentes existentes 
nas imagens, visto a dificuldade na determinação dos endmembers e que a escolha 
indevida de pixels considerados como puros em produtos de baixa e moderada 
resolução espacial pode afetar a qualidade das imagens fração para uso 
operacional; 2) a abordagem utilizando as imagens fração contendo a proporção 
máxima anual dos componentes reduziu o volume de dados, ao mesmo tempo em 
que permitiu a separação das classes de LULC em função da associação entre as 
proporções de vegetação, solo e sombra, extraindo as características relacionadas 
aos padrões anuais das classes de LULC; 3) Os mapas de LULC para os anos de 
2000 e 2017 obtiveram acurácias totais de 0,77 e 0,67, respectivamente, gerando a 
hipótese de que a seca severa que atingiu o Nordeste entre 2012 e 2017 influenciou 
o pior desempenho do classificador utilizado; 4) o uso de séries temporais das 
imagens fração permitiu o monitoramento das mudanças ocorridas na vegetação e 
também os impactos que podem estar associados aos eventos de seca. Assim, a 
abordagem aqui apresentada demonstra a potencialidade das imagens fração para 
a classificação e monitoramento semiautomático da cobertura vegetal a nível global 
e regional.  



x 
 

Palavras-chave: Modelo Linear de Mistura Espectral. Moderate Resolution Imaging 
Spectroradiometer. Random Forest. Nordeste. Bahia.  
  



xi 
 

MAPPING AND MONITORING OF VEGETATION COVER IN THE BAHIA 
STATE USING MULTITEMPORAL DATA FROM OPTICAL ORBITAL 

SENSORS 

ABSTRACT 

Knowing the extent and rates of land degradation to protect terrestrial 
ecosystems from further depletion has been one of the most important issues of 
our time. However, the Brazilian Northeast has been neglected and poorly 
studied both in terms of conservation programs and scientific research. Remote 
Sensing products have become an important source of information for 
monitoring changes in land cover, however, there are still few studies to detect 
and monitor semi-arid vegetation. In this context, the state of Bahia was 
selected to carry out this research because it has diverse vegetation formations 
and presents a significant change in land use and land cover (LULC). Due to 
the high incidence of clouds in the Bahia state, the products from MODIS 
sensor were used because it presents a high temporal resolution. The purpose 
of this research was to propose a mapping and monitoring approach to land use 
and land cover for the state of Bahia using multitemporal data from MODIS 
sensor, covering the period between 2000 and 2017. The specific objectives 
were: a) to estimate endmembers (pure pixels) from images of higher spatial 
resolution (30 m) of OLI / Landsat 8 sensor for later application of the Linear 
Spectral Mixture Model (LSMM) in products from MODIS sensor (250 m spatial 
resolution) ; b) to generate a time series of fraction images derived from the 
MLME between 2000 and 2017 using the estimated endmembers in the 
previous phase; c) to generate mosaics of the fraction images by calculating the 
maximum annual value of the proportions for the years 2000 and 2017; d) to 
generate two LULC thematic maps in the state of Bahia for the years 2000 and 
2017 using the mosaics generated in the previous phase, applying the Random 
Forest classifier; e) to evaluate the accuracy of the LULC maps obtained; and f) 
qualitatively analyse the time series of the fraction images obtained for the 
entire analysed period. The results obtained were: 1) the estimated 
endmembers allowed the improvement of the results regarding error, variability 
and identification of the components proportions in the images, due to the 
difficulty in determining the endmembers and that the undue choice of 
considered pixels as pure in low and moderate spatial resolution products can 
affect the quality of the fraction images for operational use; 2) the approach 
using the fraction images containing the maximum annual proportion of the 
components reduced the data volume, while allowing the separation of LULC 
classes due to the association between vegetation, soil and shade proportions, 
extracting the characteristics related to the annual LULC class patterns; 3) The 
LULC maps for the years 2000 and 2017 obtained a global accuracy of 0.77 
and 0.67, respectively, generating the hypothesis that the severe drought that 
reached the Northeast between 2012 and 2017 influenced the worse 
performance of the classifier; 4) the use of time series of the fraction images 
allowed to monitoring the changes occurred in the vegetation and also the 
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impacts that may be associated to the drought events. Thus, the approach 
presented here demonstrates the potentiality of the fraction images for the 
semiautomatic classification and monitoring of vegetation cover at global and 
regional level. 

Keywords: Linear Spectral Mixture Model. Moderate Resolution Imaging 
Spectroradiometer. Random Forest. Northeast. Bahia state. 
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1 INTRODUÇÃO 

Os processos de mudança da cobertura vegetal do planeta têm se intensificado 

nas últimas décadas, especialmente nos trópicos (FEARNSIDE,1996). A 

degradação das áreas naturais se inicia, em grande parte, devido ao 

desmatamento e à substituição da vegetação nativa por pastagens ou culturas 

de ciclo curto (SAMPAIO, 2005).  

Assim, conhecer a extensão e as taxas de degradação da terra para proteger 

os ecossistemas terrestres de um maior esgotamento tem sido uma das 

questões mais importantes do nosso tempo (ONU, 2017; REYNOLDS et al., 

2007). O Brasil tem um papel protagonista neste contexto, pois abriga não 

apenas a maior extensão de floresta tropical no mundo, mas também áreas de 

alto valor de conservação como as savanas e florestas sazonalmente secas 

(PENNINGTON et al., 2006; CÂMARA et al., 2015). 

Neste sentido, o Nordeste brasileiro é a região que apresenta a maior floresta 

tropical seca da América do Sul (SILVA et al., 2018), possuindo um tipo de 

vegetação adaptada às condições de semiaridez, conhecida como Caatinga 

(savana-estépica), e com características de importância global únicas. O bioma 

ocupa aproximadamente 11% de todo o território nacional, no qual habitam 

cerca de 27 milhões de habitantes (MMA, 2017), sendo uma das regiões 

semiáridas mais povoadas do mundo (REDO et al., 2013), o que tem 

promovido grande pressão no uso da terra sobre a vegetação nativa.  

Além disso, essa região tem sido negligenciada e pobremente estudada tanto 

em termos de programas de conservação quanto de investigação científica, 

apesar da riqueza biológica e endemismo (PENNINGTON et al., 2006) e muitas 

áreas susceptíveis à desertificação (SANTOS et al., 2011). Assim, a região 

Nordeste é considerada ameaçada devido às altas taxas de desmatamento, 

degradação generalizada, alta fragmentação e o baixo status de proteção da 

vegetação nativa (MMA, 2017).  

Neste cenário, o estado da Bahia, localizado na região Nordeste e ocupando a 

sexta posição entre os estados brasileiros com maior extensão territorial, tem 

apresentado grande redução da vegetação nativa durante os últimos anos e 
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indicação de contínua degradação. No estado, predominam-se três dos 

principais biomas brasileiros: Caatinga, Cerrado e Mata Atlântica. Neste 

contexto, o estado ocupa a primeira posição no ranking em área desmatada no 

bioma Mata Atlântica (FUNDAÇÃO SOS MATA ATLÂNTICA / INPE, 2017), 

sofreu a maior supressão da vegetação nativa da Caatinga (2008-2009) dentre 

todos os estados, permanecendo apenas 53,38% de sua cobertura (MMA / 

IBAMA, 2011), e, além disso, do total de 7.247 km² da vegetação do Cerrado 

suprimida no Brasil (2010-2011), aproximadamente 1.002 km² foram 

desmatados apenas na Bahia (MMA, 2015). 

Tais mudanças são induzidas principalmente para a expansão da agricultura, e 

para o consumo de forma ilegal de lenha nativa pela demanda por carvão nos 

centros urbanos e industriais (MORAIS et al., 2018; MEDEIROS et al., 2014). 

Somado a estes fatores, existe a escassez e limitação de políticas públicas 

para conscientização da população sobre o manejo adequado das florestas e 

esforços para pesquisa e conservação, especialmente para os biomas 

Caatinga e Cerrado (FPI, 2014).  

As espécies lenhosas são especialmente importantes nas regiões semiáridas 

para a proteção contra desertificação e resiliência às mudanças climáticas 

(FAO, 2016), além de contribuírem para a biodiversidade global e no ciclo 

global do carbono (ROTENBERG; YAKIR, 2015; POULTER et al., 2014). Em 

particular, elas exercem papel determinante de muitos processos-chave do 

ecossistema, como, por exemplo, evapotranspiração e distúrbios de incêndio, 

além dos padrões abióticos associados (BRESHEARS, 2006). Dessa forma, à 

medida que a vegetação é cada vez mais afetada por rápidas mudanças 

climáticas e de uso do solo, surge uma grande necessidade de entender os 

padrões da dinâmica da cobertura florestal (YANG et al., 2012).  

Mudanças na cobertura vegetal, estoques de carbono e produtividade da 

vegetação são informações que podem contribuir na implementação de 

políticas públicas de conservação das florestas, mantendo a função ecológica 

do ecossistema no sistema global (ARAGÃO et al., 2014). Assim, informações 

acuradas e atualizadas sobre as mudanças de cobertura da terra são 
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essenciais para o planejamento e suporte às tomadas de decisão (USGS, 

2011; GÓMEZ et al., 2016), além de subsidiarem recursos para a comunidade 

científica. 

Nas últimas décadas os produtos de Sensoriamento Remoto tornaram-se uma 

importante fonte de informações para monitorar as mudanças da cobertura da 

terra. Devido à possibilidade de aquisição de dados sobre grandes extensões 

geográficas, tais produtos permitiram assim, melhor compreensão dos 

processos que ocorrem nestas áreas (ANDERSON, 2003).  

No entanto, os estudos atuais baseados em dados de observação da Terra são 

desenvolvidos principalmente a partir de metodologias elaboradas para regiões 

que apresentam florestas com elevada biomassa e dossel fechado, não sendo 

adequados para detectar e monitorar a vegetação de clima semiárido, que 

apresenta variabilidade temporal e espacial (BRANDT et al., 2016; YANG et al., 

2012). Em especial, na América do Sul, historicamente a maioria dos esforços 

para estimar as mudanças da cobertura florestal tem sido focado em florestas 

tropicais, enquanto poucos estudos têm dedicado atenção para regiões 

sazonais e com menores taxas de precipitação (BEUCHLE et al., 2015).  

Além disso, tendo em vista a necessidade de um estudo em grande escala 

sobre as tendências e mudanças na cobertura vegetal da região Nordeste, 

existem limitações de dados orbitais de alta resolução espacial devido à 

disponibilidade de dados espaço-temporais em uma região altamente dinâmica, 

reduzindo o seu uso em análises de mudanças à curto prazo. Dessa forma, as 

abordagens derivadas de séries temporais com sensores de baixa e moderada 

resolução espacial, mas que apresentam alta resolução temporal, mostram-se 

como uma alternativa viável para a quantificação destas mudanças (BRANDT 

et al., 2016). 

Uma das abordagens para estimar a cobertura da vegetação que apresenta 

grande variabilidade temporal e espacial é a utilização do Modelo Linear de 

Mistura Espectral (MLME). Proposto por Shimabukuro e Smith (1991), o MLME 

gera imagens fração, a partir da definição de um conjunto de endmembers 
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(pixels puros), que reduzem o volume de informações das imagens originais, 

além de realçar as informações de interesse para análises posteriores. 

 

1.1 Objetivos 

 Objetivo geral 

O objetivo geral deste trabalho é propor uma abordagem de mapeamento e 

monitoramento do uso e cobertura da terra para o estado da Bahia utilizando 

dados multitemporais provenientes do sensor MODIS, abrangendo o período 

entre 2000 e 2017. 

 

 Objetivos específicos 

Para atingir o objetivo geral desta pesquisa, foram definidos os seguintes 

objetivos específicos: 

a) estimar os endmembers (pixels puros) a partir das imagens de melhor 

resolução espacial do OLI/Landsat 8 para aplicação do Modelo Linear de 

Mistura Espectral (MLME) nos produtos provenientes do sensor MODIS; 

b) gerar uma série temporal de imagens fração derivadas do MLME nos 

produtos provenientes do sensor MODIS para o período entre 2000 e 2017, 

utilizando os endmembers estimados na fase anterior; 

c) gerar mosaicos das imagens fração calculando o valor máximo anual das 

proporções dos componentes para os anos de 2000 e 2017;  

d) gerar dois mapas temáticos de uso e cobertura da terra no estado da Bahia 

em 2000 e 2017 utilizando os mosaicos gerados na fase anterior, aplicando o 

classificador Random Forest; 

e) avaliar as acurácias dos mapas temáticos de uso e cobertura da terra 

obtidos; 

f) analisar qualitativamente os perfis temporais das imagens fração obtidas 

para o período entre 2000 a 2017. 
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2 FUNDAMENTAÇÃO TEÓRICA 

2.1 Histórico de mapeamento no Nordeste do Brasil 

Considerando a diversificada cobertura vegetal no Nordeste, dentre os seis 

principais biomas que estão inseridos no território brasileiro, quatro destes são 

identificados na região: Amazônia, Caatinga, Cerrado e Mata Atlântica. Além 

disso, existem áreas de transição entre o Cerrado e a Caatinga, formadas por 

Florestas estacionais decíduas e semidecíduas cujo domínio são 

característicos da Mata Atlântica (IBGE, 2004). As principais iniciativas de 

estimativa e monitoramento das mudanças de cobertura da terra em projetos 

que abrangem o Nordeste se encontram sumarizados neste tópico. 

Analisando os mapeamentos em escala nacional dos biomas identificados na 

região, exceto pelo bioma Amazônia, apenas a Mata Atlântica tem sido alvo de 

iniciativas de monitoramento. Desde 1990, quando o primeiro “Atlas dos 

Remanescentes Florestais e Ecossistemas Associados do Bioma Mata 

Atlântica” foi publicado, o mapeamento e monitoramento deste bioma tornou-se 

referência para pesquisa científica (FUNDAÇÃO SOS MATA ATLÂNTICA, 

2017).  

Entretanto, devido à dificuldade de obtenção de imagens orbitais sem cobertura 

de nuvens para os estados do Nordeste, somente no período entre 1995-2000 

foram acrescentadas áreas parciais da Bahia neste Atlas, utilizando os 

sensores Thematic Mapper (TM/Landsat 5) e Enhanced Thematic Mapper Plus 

(ETM+/Landsat 7), cuja resolução espacial e temporal são de 30 metros e 16 

dias, respectivamente. Nos mapeamentos a partir de 2014, os dados foram 

produzidos em escala de 1:50.000, utilizando imagens orbitais do sensor 

Operational Land Imager (OLI/Landsat-8) (FUNDAÇÃO SOS MATA 

ATLÂNTICA, 2017) para mapeamento dos alvos por interpretação visual. 

Em contrapartida, para os biomas Cerrado e Caatinga o mapeamento e o 

entendimento acerca das mudanças da cobertura vegetal ainda permanece 

limitado, tendo poucas iniciativas públicas para o mapeamento a nível dos 

biomas e esforços para pesquisa e conservação (BEUCHLE et al., 2015).  
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Inicialmente, o programa PROBIO (Projeto de Conservação e Utilização 

Sustentável da Diversidade Biológica) implementado por meio do decreto 1.354 

de 29 de dezembro de 1994, teve por objetivo realizar o levantamento dos 

remanescentes da cobertura vegetal dos biomas brasileiros, na escala de 

1:250.000, utilizando dados orbitais provenientes do sensor TM/Landsat-5 

referentes ao ano de 2002 (MMA, 2014).  

Como atualização do PROBIO, subsequentemente foi criado o PMDBBS 

(Projeto de Monitoramento do Desmatamento dos Biomas Brasileiros por 

Satélite) pela Secretaria de Biodiversidade e Florestas do Ministério do Meio 

Ambiente (SBF/MMA), que incluíram o mapeamento da Caatinga e Cerrado 

para os anos de 2008 e 2009, e posteriormente entre 2009 e 2011 apenas para 

o Cerrado (MMA, 2015; MMA, 2011). Todos os dados são provenientes dos 

sensores Landsat e incluem também dados do CBERS (China–Brazil Earth 

Resources Satellite) para o bioma Caatinga, também para o mapeamento por 

interpretação visual dos alvos em escala 1:50.000. 

Além desses, o Laboratório de Processamento de Imagens e 

Geoprocessamento (LAPIG) da Universidade Federal de Goiás (UFG) iniciou 

em 2008 a geração de alertas de desmatamentos para o bioma Cerrado assim 

como a análise de padrões e tendências espaciais e temporais. Atualmente o 

LAPIG disponibiliza dados de pontos coletados em campo entre 2010 e 2017 

para todos os biomas, entretanto para o estado da Bahia não existem dados 

para os biomas Caatinga e Mata Atlântica (LAPIG, 2018). 

Juntamente com a união de instituições brasileiras, a primeira versão do projeto 

intitulado TerraClass (Mapeamento do Uso e Cobertura Vegetal do Cerrado) foi 

lançado em 2013. Para este projeto, foram utilizadas como base de 

mapeamento 118 cenas do sensor Operational Land Imager (OLI/ Landsat 8), 

referentes ao ano de 2013. O mapeamento abrange todo o bioma também por 

interpretação visual, fornecendo dados compatíveis com a escala cartográfica 

de 1:250.000 (BRASIL, 2015). 

Em 2015 foi iniciado o MAPBIOMAS (Projeto de Mapeamento Anual da 

Cobertura e Uso do Solo no Brasil) que utiliza processamento em nuvem a 
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partir da plataforma Google Earth Engine para gerar uma série histórica de 

mapas anuais de uso e cobertura da terra entre 2000 e 2017 para todos os 

biomas brasileiros. 

O MAPBIOMAS se tornou o único projeto de mapeamento frequente e 

atualizado para todo o território brasileiro utilizando resolução espacial de 30 

metros (SOUZA JR; AZEVEDO, 2017). Entretanto, embora o MAPBIOMAS 

represente um grande avanço na avaliação das mudanças na cobertura da 

terra, especificamente para a Caatinga os resultados da classificação ainda são 

impactados pela fenologia da vegetação e pela qualidade das imagens de 

satélite disponíveis (FRANCA ROCHA; CHAVES, 2017), apresentando a 

acurácia total de 66,8% no bioma quando comparado aos demais, tornando-se 

o resultado mais inferior do projeto. 

Na Bahia, como exemplo de mapeamento da vegetação em nível estadual, o 

INEMA (Instituto do Meio Ambiente e Recursos Hídricos) disponibiliza o mapa 

da vegetação do estado referente ao ano de 1998, utilizando imagens 

impressas do sensor TM/Landsat 5, numa escala de 1:250.000 (INEMA, 2014). 

Espera-se, em 2019, que seja divulgado pelo INEMA o atual mapeamento da 

cobertura vegetal do estado em escala de 1:50.000 utilizando imagens 

RapidEye referentes ao ano de 2015. Tais informações serão de grande 

relevância para o controle da supressão vegetal, fiscalização e monitoramento, 

além do planejamento da conservação da vegetação no estado da Bahia 

(SEMA, 2017).  

Além dessas iniciativas, outros estudos em escala global (GlobeLand30 - 

CHEN et al., 2015; Hansen et al., 2013, BELLOT et al., 2014; BRANNSTROM 

et al., 2008;) e por bioma (BEUCHLE et al., 2015; SILVA; SANO, 2016; 

BORGES; SANO, 2014; CASTELLETI et al., 2003) foram gerados para este fim 

(Tabela 2.1). 

Dessa forma, observa-se que existe um número, mesmo que limitado, de 

mapeamentos que fornecem informações sobre a vegetação do Nordeste no 

que se refere ao uso e cobertura da terra. Entretanto, esses conjuntos de 
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dados fornecem informações apenas em um único período no tempo ou por 

bioma, não compreendendo o mapeamento para toda a região. 

Além disso, todos estes mapeamentos adotaram diferentes legendas e 

utilizaram dados orbitais dos satélites Landsat, que pode  ser limitado pela 

menor frequência de revisita (LI et al., 2017; HILKER et al., 2009; WULDER et 

al., 2008), e ainda mais afetado pela incidência de nuvens (ZHU; WOODCOCK, 

2014; ASNER, 2001). Também foram observados que estudos de caso não 

são abundantes, assim como há carência de validação dos resultados e 

publicações em periódicos revisados por pares. Portanto, é necessário rever 

estudos anteriores sobre a cobertura vegetal do Nordeste, especialmente o 

bioma Caatinga. 
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Tabela 2.1 – Exemplos de mapeamentos em escala de bioma ou global para 
estimativa de mudanças da cobertura da terra que encobrem o estado 
da Bahia. 

Autor Escala / Status 
Objetivo / 

Escala 
Temporal 

Sensor / 
Resolução Legenda 

GFC¹ 
(Hansen et 
al., 2013) 

Global / 
Todos os Biomas 

Brasileiros 

Cobertura 
Florestal ano 

2000 
Perda e Ganho 
da Cobertura 

entre 2001-2015 

Landsat 
(30 m) 

% de Cobertura 
Florestal e Ganhos e 

Perdas. 

MapBiomas² Todos os Biomas 
Brasileiros 

Uso e Cobertura 
da Terra/Anual 

2000-2017 
Landsat 

Floresta Densa, Aberta, 
Pasto, Agricultura, 
Campos Naturais, 

Urbano, Água, entre 
outros. 

PROBIO³ 
Todos os Biomas 

Brasileiros 
(diferentes 

metodologias) 

Uso e Cobertura 
da Terra (2002) Landsat Classificação do IBGE. 

PMDBBS4 Continuação do 
PROBIO 

Desmatamento 
2002-2008, 
2008-2009 

Landsat 

Atualização dos dados 
do PROBIO com novos 

polígonos de 
desmatamento. 

Beuchle et 
al. (2015) 

 

Biomas Cerrado e 
Caatinga (Baseado 

em Amostras) 

Cobertura da 
Terra 

1990-2000-2010 
Landsat 

Cobertura Florestal. 
Mosaico e Outras Tipos 

de Cobertura, Água. 

Borges; 
Sano (2014) Bioma Cerrado 

Mapeamento do 
uso e cobertura 

na Bahia 
(2012) 

MODIS 
(250 m) 

Vegetação Campestre, 
Floresta Estacional, 
Culturas agrícolas, 

Vegetação secundária. 

Silva; Sano 
(2016) Bioma Cerrado 

Mapeamento do 
uso e cobertura 

(2012) 

Rapideye 
(5 m) 

Vegetação Campestre, 
Savânica e Florestal, 
Culturas agrícolas e 

pastagens. 

SOS Mata 
Atlântica 

Bioma Mata 
Atlântica 

Mapeamento, 
desmatamento, 

regeneração 
(1990-2017) 

Landsat Vegetação Nativa 

¹ GFC: Produto Global de Mudanças da Cobertura Florestal 

² MapBiomas: Projeto de Mapeamento Brasileiro do Uso e Cobertura da Terra Anual 

³ PROBIO: Projeto de Conservação e Utilização Sustentável da Diversidade Biológica Brasileira 
4 PMDBBS: Projeto de Monitoramento do Desmatamento dos Biomas Brasileiros por Satélite 

Fonte: Produção do autor. 
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2.2 Fenologia das espécies  

As características fisiográficas, os fatores abióticos e as atividades humanas 

estão relacionadas diretamente com a distribuição da vegetação e a sua 

fenologia (CHUINE et al., 2000).  Uma melhor compreensão sobre as 

mudanças fenológicas das espécies em resposta às variáveis do ambiente 

como, por exemplo, mudanças na precipitação e temperatura, pode fornecer 

evidências de como as espécies estão sendo influenciadas por mudanças 

globais (LEE et al., 2002). Entretanto, a magnitude e a direção dos impactos 

causados por esses eventos nos ecossistemas ainda permanecem incertas 

(WANG et al., 2016). 

A fim de prever o funcionamento e a resposta a longo prazo da dinâmica e 

estabilidade de um ecossistema, estudos fenológicos tanto a nível de 

organismos quanto em modelos de escalas regionais e globais têm sido 

realizados (CHUINE et al., 2000). Assim, o conhecimento sobre a distribuição, 

tipos e variações fenológicas da cobertura vegetal é indispensável para o 

planejamento eficiente de políticas públicas (CANAVESI et al., 2005). 

Em regiões onde os períodos secos e úmidos são distintos e bem definidos, os 

eventos fenológicos das plantas são diretamente afetados pela periodicidade 

das chuvas e consequentemente pela disponibilidade de água no solo (SINGH; 

KUSHWAHA, 2005; JOLLY; RUNNING, 2004; PAVÓN; BRIONES, 2001). 

Assim, os padrões fenológicos das espécies que ocorrem em florestas secas 

são mais pronunciados quando comparados com florestas menos sazonais 

(JUSTINIANO; FREDERICKSEN, 2000). 

De acordo com Reich e Borchert (1984), em geral a intensidade da seca 

sazonal, o potencial de aproveitamento hídrico e controle da perda de água 

relacionam-se com a abscisão foliar – queda foliar – em espécies florestais. O 

crescimento da maioria das espécies do Cerrado e Caatinga está relacionado 

com a sazonalidade, sendo frequente a renovação foliar e floração no período 

da seca (OLIVEIRA, 2008; FIGUEIREDO, 2008). Entretanto, o padrão 

fenológico pode variar ao longo do tempo e espaço. Como por exemplo, 

determinadas espécies lenhosas da Caatinga perdem suas folhas no início da 
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estação seca, enquanto outras espécies permanecem com suas folhas ao 

longo de todo o período de estiagem (MACHADO et al., 1997; BORCHERT et 

al., 2002).  

Em relação às espécies de Mata Atlântica, Borchert (1999) observou que à 

medida em que as espécies lenhosas crescem em ambientes com maior 

suprimento de água no solo, as mudanças foliares são mais independentes da 

sazonalidade climática, visto que a disponibilidade de água protegeria as 

plantas do estresse hídrico sazonal. Pereira et al. (2008) apontam que nas 

espécies arbóreas de Floresta Atlântica estudadas, a abscisão foliar esteve 

principalmente relacionada aos períodos de menores índices pluviométricos e 

entre a transição para a estação úmida. Dessa forma, em espécies de Mata 

Atlântica, a queda foliar também pode ocorrer para minimizar ou evitar o 

estresse hídrico (SANTOS, 2011).  

A Bahia apresenta 54% da sua área inserida no bioma Caatinga, cuja 

vegetação é adaptada às condições de clima semiárido (LEAL et al., 2003). 

Dessa forma, quando se trata de estudos relacionados a vegetação deste 

bioma, é importante considerar algumas particularidades da resposta espectral 

da vegetação dada a elevada variabilidade sazonal, pois a grande variação da 

biomassa foliar ao longo do tempo é um dos problemas relacionados aos 

estudos nestas áreas (MALDONADO, 1999). 

 

2.3 Características espectrais da vegetação  

Referente ao comportamento espectral da vegetação, as alterações 

fenológicas e morfológicas impactam diretamente na resposta espectral do 

alvo. Estes impactos podem variar de acordo com a fisionomia vegetal e 

também, a faixa espectral e o ângulo de visada do sensor utilizado (NOVO, 

2010).  

Se tratando de propriedades de reflectância, as diferenças na porcentagem de 

fechamento do dossel, umidade do solo e biomassa podem fazer com que uma 

determinada fisionomia vegetal apresente diferenças significativas em relação 

à outra devido às influências de fundo (background), permitindo, assim, a 
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discriminação entre os alvos. Portanto, para diferenciar a vegetação utilizando 

dados de sensores remotos, é essencial o conhecimento sobre o ciclo 

fenológico da vegetação em estudo (JENSEN, 2009).  

Segundo Maldonado (1999), devido à baixa atividade fotossintética observada 

em estratos de aspecto seco que compõem a vegetação, existe um importante 

componente na resposta espectral em função do sombreamento da porção 

lenhosa (troncos e galhos). Dessa forma, observa-se a importância do 

sombreamento sobre o solo ocasionado pela densidade de galhos, uma vez 

que a ausência do material foliar verde diminui a influência da componente 

folha na resposta espectral. Assim, quanto menor a cobertura vegetal, maior 

será a influência do solo na resposta espectral, devendo-se considerar uma 

seleção apropriada de faixas espectrais sensíveis à cobertura dos solos. 

 

2.4 Características temporais da vegetação 

O desenvolvimento de dosséis florestais segue ciclos relativamente previsíveis 

a cada ano, exceto quando estejam sob estresse, forte ocorrência não sazonal 

e mudanças abióticas que podem alterar o ciclo fenológico (Figura 2.1). Dessa 

forma, é necessário estar atento às épocas mais propícias para a identificação 

de diferentes tipos de vegetação ou extração de informações biofísicas, assim 

como observar os períodos de precipitação mais intensos e de maior incidência 

de nuvens. Estes motivos levam a necessidade da utilização de dados 

provenientes de sensores com alta resolução temporal (JENSEN, 2009). 
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Figura 2.1 – Característica sazonal da vegetação e suas variações na reflectância 
espectral. 

 

 
Fonte: Produção do autor. 

 

Afim de prever a cobertura lenhosa em uma região da África, Brandt et al. 

(2016) pressupõem que durante o período de seca as árvores e arbustos têm 

fotossíntese ativa, enquanto ocorre a redução de plantas herbáceas no final da 

estação chuvosa. Do mesmo modo, no Brasil estudos demonstram que a 

época seca é mais apropriada para discriminar os tipos de vegetação natural 

existentes no semiárido, uma vez que durante a época úmida ocorre a 

homogeneização da vegetação dificultando a diferenciação entre classes 

(FRANCISCO et al., 2012; MALDONADO, 1999). 

 

2.5 Ferramentas de monitoramento da dinâmica da vegetação por 
sensoriamento remoto 

A coleção de imagens orbitais de uma mesma região do planeta e em 

diferentes períodos de aquisição é denominado de série temporal de imagens 

de Sensoriamento Remoto. Séries temporais podem ser utilizadas para 

compreender a dinâmica temporal (BROCKWELL; DAVIS, 2002), sazonal e 
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espacial, assim como os fatores que controlam tais dinâmicas e variações, 

sejam relacionadas à fenômenos naturais ou com eventos de causa antrópica.  

Devido à capacidade consistente e a frequência temporal regular, as 

ferramentas de Sensoriamento Remoto apresentam potencial significativo para 

monitorar as dinâmicas da vegetação em escala global e regional 

(VERBESSELT et al., 2012). De acordo com Verbesselt et al. (2010), as 

mudanças nos ecossistemas terrestres podem ser divididas em três classes: 

(1) mudanças relacionadas à sazonalidade ou fenologia das espécies, que são 

afetadas por flutuações climáticas como temperatura e precipitação; (2) 

mudanças abruptas causadas por distúrbios tais como inundações, fogo, 

desmatamento e outros fatores de causa antropogênica; e (3) mudanças 

graduais que seguem uma tendência linear devido à mudanças na tendência 

de precipitação e degradação da terra a longo prazo. 

Diversas técnicas são utilizadas para extrair informações de séries temporais, 

incluindo técnicas de detecção de mudanças que minimizam a variação 

sazonal, separando os efeitos de tendência das mudanças ocorridas em 

períodos específicos, como também na filtragem de ruídos nos sinais dos 

dados observados (VERBESSELT et al., 2012; BROCKWELL, 2002). 

Devido à necessidade do monitoramento da vegetação através do tempo 

quando se pretende analisar a dinâmica do ecossistema e quais sucessões de 

mudanças estão acontecendo, Jensen (2009) afirma que dados de alta 

resolução temporal obtidos por satélites são de grande importância para 

estudos sucessionais. Dessa forma, dados provenientes do sensor MODIS 

(Moderate Resolution Imaging Spectroradiometer) são amplamente utilizados 

para este fim devido à sua revisita diária, permitindo a comparação temporal e 

espacial das condições da vegetação (PETUS et al., 2013). Entretanto, 

pequenas alterações ambientais podem não ser detectadas devido à resolução 

espacial de 250 metros (WALKER et al., 2012). 

Desta maneira, dados orbitais dos satélites Landsat têm sido amplamente 

utilizados em Sensoriamento Remoto devido a resolução espacial média de 30 

metros dos sensores, embora, a incidência de nuvens é um dos principais 
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problemas encontrados (ZHU; WOODCOK, 2014) o que pode influenciar as 

análises de séries temporais no monitoramento da dinâmica da vegetação 

(JENSEN, 2009) em escala regional.  

Adicionalmente, muitos estudos de monitoramento da vegetação em regiões 

áridas e semiáridas têm utilizado índices de vegetação como o NDVI (Índice de 

Vegetação da Diferença Normalizada) para estimar a dinâmica da vegetação e 

a diferenciação entre classes, como empregado por Paudel e Andersen (2010). 

Como também têm sido utilizadas análises com modelos de mistura espectral 

(MME) para melhor explicar a heterogeneidade da vegetação e solo em 

paisagens áridas (THORP et al., 2013; YANG et al., 2012). 

Comparando a performance de ambas as metodologias utilizando o NDVI e 

MME (SONNENSCHEIN et al., 2011; YANG et al., 2012) ressalta-se o uso do 

MME como o método de escolha para quantificar a cobertura vegetal em 

análises temporais de regiões áridas e semiáridas, especialmente devido à 

técnica demonstrar precisão em estimar a cobertura lenhosa. Além disso, o 

NDVI pode superestimar a dinâmica da vegetação e apresentar 

susceptibilidade aos efeitos de background e sombra (HUETE; JACKSON, 

1988), podendo não ser a melhor opção para estudos de fenologia e de 

mudanças da cobertura vegetal. 

Por outro lado, mudanças da resposta da vegetação ocorrem em múltiplas 

escalas de tempo e se torna complexo distinguir tais mudanças em séries 

temporais. Além disso, as características das resoluções temporais, espaciais e 

espectrais de dados orbitais influenciarão na detecção de mudanças abruptas, 

que ocorrem a curto prazo (VERBESSELT et al., 2012). Assim, alguns métodos 

de detecção de mudanças que consideram as variações em escala sazonal 

para detectar mudanças em tendências a longo prazo, desconsiderando as 

flutuações sazonais (WATTS; LAFFAN, 2014) são comumente utilizados. 

 

2.6 Processamento digital de imagens 

Esta seção apresenta breve descrição das técnicas de processamento digital 

de imagens a serem utilizadas para o desenvolvimento deste trabalho. 
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 Modelo linear de mistura espectral 

A radiância registrada pelo sensor é uma soma integrada das radiâncias de 

todos os objetos ou materiais contidos dentro do campo de visada instantâneo 

(instantaneous field of view – IFOV), como, por exemplo, sombra, solo e a copa 

das árvores. Deste modo, cada pixel fornece o resultado das interações da 

radiação eletromagnética com múltiplos componentes, não representando a 

composição físico-química de um único objeto exclusivamente 

(SHIMABUKURO et al., 2014). Assim, a complexidade da composição de um 

pixel tem sido comumente referida pelo termo mistura espectral 

(SHIMABUKURO; PONZONI, 2017; SHIMABUKURO; SMITH, 1995) (Figura 

2.2). 

Diversos modelos matemáticos já foram propostos para a identificação da 

proporção de mistura no pixel (KESHAVA; MUSTARD, 2002; GARCÍA-HARO 

et al., 2005; de ALCÂNTARA et al., 2008), sendo o Modelo Linear de Mistura 

Espectral (MLME) proposto por Shimabukuro e Smith (1991) uma das técnicas 

mais comumente utilizadas. Uma grande quantidade de trabalhos apresenta a 

utilização do MLME ao redor do mundo e atualmente é considerado uma 

ferramenta importante para operacionalizar projetos de larga escala 

(SHIMABUKURO; PONZONI, 2017). 
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Figura 2.2 – Exemplificação de diferentes resoluções espaciais e a mistura espectral 
contida em imagens orbitais.  

 
Fonte: Piromal (2006). 

 

Como resultado do MLME, imagens fração são geradas contendo informações 

sobre a proporção dos componentes contidos em cada pixel. Tais informações 

geradas são amplamente utilizadas no estudo das mudanças sazonais da 

cobertura da terra e distúrbios da vegetação (ADAMI et al., 2018), mapeamento 

da exploração seletiva (ASNER et al., 2005; ANWAR; STEIN, 2012), áreas 

queimadas (QUINTANO et al., 2006; ANDERSON et al., 2005; 

SHIMABUKURO et al., 2009; SHIMABUKURO et al., 2017), degradação 

florestal (SOUZA et al., 2003; SOUZA et al., 2005), mudanças associadas ao 

desmatamento e degradação florestal (SHIMABUKURO et al., 2019; SOUZA et 

al., 2013) e outras abordagens (PITHON et al., 2013). 

A aplicação do MLME é possível com o conhecimento a priori da resposta 

espectral dos componentes de referência, como, por exemplo, a partir da sua 

curva espectral (Figura 2.3). Uma das abordagens mais comumente 

empregadas para a aplicação do MLME é a aquisição de pixels puros 
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(endmembers) a partir da reflectância espectral dos componentes disponíveis 

na própria imagem de estudo (SHIMABUKURO; PONZONI, 2017).  

 

  Figura 2.3 – Curvas espectrais de alvos. 

 
Exemplo do comportamento espectral de três endmembers selecionados. Onde: PV 

fração fotossinteticamente ativa, NPV: fração não-fotossinteticamente ativa e Soil: 

Solo.   

Fonte: Adaptado de YANG et al. (2012). 

 

Em imagens de alta ou média resolução espacial, assume-se que há maior 

probabilidade de encontrar pixels puros, ou seja, pixels que incluem um único 

componente de referência, disponíveis na imagem. Entretanto, em sensores de 

baixa e moderada resolução espacial, a natureza mista dos pixels limita essa 

abordagem devido à dificuldade ou mesmo à impossibilidade de obtenção de 

pixels puros (DE FREITAS et al., 2008). Principalmente em estudos de escala 

global ou regional, a determinação desses endmembers permanece um desafio 

(MEYER; OKIN, 2015).  

Nas últimas décadas uma grande quantidade de dados com diferentes 

resoluções espectral, temporal e espacial vem sendo disponibilizada à 

comunidade de usuários de Sensoriamento Remoto. Assim, com a crescente 

quantidade de produtos disponibilizados, estudos anteriores têm demonstrado 
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a capacidade de fundir observações de diferentes resoluções e sensores como 

uma maneira promissora de aumentar a potencialidade nos estudos de 

observação da Terra (LI et al., 2017; DE FREITAS et al., 2008). 

 

2.7 Mineração de dados 

Com o crescente aumento da quantidade de dados nas últimas décadas, a 

extração de informações de forma manual tornou-se inviável. Dessa forma, 

devido à necessidade de obter informação útil a partir de um grande volume de 

dados, diversas técnicas computacionais foram desenvolvidas afim de 

automatizar o processo de reconhecimento de padrões e tendências, surgindo 

o campo da descoberta de conhecimento em banco de dados (Knowledge 

Discovery in Databases) (FAYYAD et al., 1996) (Figura 2.4). 

 

Figura 2.4 – Processo de reconhecimento de padrões e tendências em grande volume 
de dados (Knowledge Discovery in Databases – KDD).  

 

Fonte: Adaptado de Fayyad et al. (1996). 

 
Diante deste contexto, a mineração de dados é um conjunto de métodos que 

consiste na aplicação de algoritmos, de reconhecimento de padrões e de 

aprendizado de máquina para extrair padrões, correlações e tendências dos 

dados (FAYYAD et al., 1996). No campo do Sensoriamento Remoto, a 
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mineração de dados tem sido amplamente utilizada e a extração de 

informações espaciais e espectrais de séries temporais para a classificação de 

imagens (KÖRTING, 2012) por pixel ou por objeto, consiste em uma das 

etapas deste processo. 

Para gerar a classificação de imagens a partir do reconhecimento de padrões, 

métodos supervisionados são utilizados a partir do pré-estabelecimento de 

classes. Assim, por meio da coleta de amostras, os algoritmos são treinados 

para entender os padrões das classes (LAROSE, 2014). 

Dentre os classificadores supervisionados de mineração de dados, existem as 

árvores de decisão que dividem hierarquicamente um conjunto de dados com 

base em uma geração de regras. A partir disso, subconjuntos mais 

homogêneos serão divididos até que as condições predefinidas das classes 

sejam atendidas (BREIMAN et al., 1984). Uma das vantagens para esse tipo de 

classificador, está na possibilidade de representação de dados de treinamento 

dentro do espaço multitemporal. Assim, classificações de uso e cobertura da 

terra baseadas em árvores de decisão têm sido realizadas em estudos de larga 

escala. (HANSEN et al., 2008, 2014). 

 

 Random Forest  

Random Forest é definido por Breiman (2001) como um classificador composto 

por uma coleção de Árvores de Decisão. Por ser um classificador que tem 

apresentado elevadas acurácias nos resultados, rápida velocidade de 

processamento e menos sensível à ruídos (BREIMAN, 2001; RODRIGUEZ-

GALIANO et al., 2012; DU et al., 2015), nas últimas décadas o RF tem sido 

utilizado com grande frequência.  

Baseado em um subconjunto de amostras de treinamento, cada árvore de 

decisão é gerada, independente, a partir de um subconjunto de atributos 

selecionado aleatoriamente. A cada nó da árvore, um número aleatório de 

atributos é selecionado, até que haja um ganho de informações para dividir o 

nó (Figura 2.5). 
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O crescimento da árvore ocorre a partir do nó raiz, que contém a variável de 

maior contribuição para discriminar as classes de amostra. A partir disso, as 

partições resultam em ramificações e nós descendentes até que uma resposta 

seja atingida, cujo ponto é o nó de decisão (folha) da árvore (SHANG et al., 

2007; BASHIR et al., 2014). Todo esse processo de construção de uma única 

árvore é repetido até que uma quantidade predefinida de árvores seja 

concluída no modelo (BREIMAN, 2001; BELGIU; DRAGUT, 2016).  

 

Figura 2.5 – Fases de treinamento e classificação do Random Forest. 

 

Fonte: Adaptado de Hanselmann (2009). 

O classificador RF pode lidar com conjuntos de um grande 

número de atributos. O uso dos dados de entrada baseados em amostragem 

torna o algoritmo mais poderoso do que uma simples árvore, apresentando 

elevada taxa de acerto quando testado em diferentes conjuntos de dados 

(BELLE, 2008). A combinação de diversas árvores de decisão tende a uma 

melhor taxa de acerto, visto que o erro em uma única classificação é 

sobreposto pela combinação de múltiplas classificações (SESNIE et al., 2010; 

COSTA, 2014, GIROLAMO NETO, 2018). 
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3 ÁREA DE ESTUDO 

A área de estudo compreende o estado da Bahia, localizado na região 

Nordeste do Brasil, entre as coordenadas geográficas 08º29’14” e 18º24’34” de 

latitude sul e 37º18’11” e 46º59’58” de latitude oeste, possuindo extensão 

territorial de 565.453 km² (Figura 3.1). O estado apresenta os biomas Caatinga, 

Cerrado e Mata Atlântica, cobrindo 53%, 27% e 19% de todo o estado, 

respectivamente.  

 

Figura 3.1 – (a) Localização da área de estudo e tipos de vegetação dos biomas 
Cerrado (b), Caatinga (c), Mata Atlântica (d) e a precipitação média 
anual em cada bioma. 

 
 

Fonte: Produção do autor. 
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3.1 Vegetação 

O estado da Bahia detém um imenso potencial ambiental representado pelos 

biomas existentes, além dos ecossistemas de restingas, lagunas e 

manguezais. O Cerrado destaca-se por sua rica biodiversidade e seu potencial 

aquífero, com destaque para a Bacia do Rio São Francisco. Nestes espaços 

concentram-se atualmente as mais importantes atividades agrícolas do estado 

(DOURADO, 2017). 

A Caatinga predomina na maior porção do território, apresentando diversidade 

de paisagens e riqueza biológica ímpar. Enquanto a Mata Atlântica abriga 

remanescentes da segunda maior floresta tropical úmida do Brasil, que 

originalmente estendia-se do Rio Grande do Norte ao Rio Grande do Sul, 

partindo do litoral e adentrando o território (DOURADO, 2017). 

Referente ao setor agrícola, no Brasil foram criadas novas regras sustentáveis 

para o cultivo e a comercialização da soja, sendo firmado em 2006 o acordo 

conhecido como a Moratória da soja e que teve por objetivo inibir a 

comercialização ou financiamento desta cultura oriunda de áreas desmatadas 

no bioma Amazônia após julho de 2008 (HIRAKURI et al., 2014; NEPSTAD et 

al., 2014; ABIOVE, 2017). Neste cenário, a expansão de áreas para a produção 

de soja foi prevista, principalmente, sobre áreas de pastagens degradadas do 

bioma Cerrado (HIRAKURI et al., 2014; ALMAGRO et al., 2017).   

Além disso, nos últimos anos a região entre os estados do Maranhão, 

Tocantins, Piauí e Bahia (acrônimo MATOPIBA) se tornou o maior exemplo 

referente ao movimento de migração das fronteiras agrícolas (SANTOS, 2007; 

ESQUERDO et al., 2015), e, por isto continua atraindo a atenção da mídia 

nacional (NOLTE et al., 2017), como ocorre na região oeste do estado da 

Bahia.  

Neste cenário, municípios como Barreiras e Luís Eduardo Magalhães 

destacam-se pela intensa transformação impulsionada pela produção agrícola, 

considerados como regiões bem-sucedidas no cenário agrícola nacional. 

Entretanto, a escassez de políticas contra o desmatamento no Cerrado tem 
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favorecido altas taxas de conversão das áreas nativas em lavouras (PIRES et 

al., 2016). 

 

3.2 Desmatamento 

Como já apresentado, o estado da Bahia possui significativa importância 

ecológica em virtude da sua extensão e biodiversidade. Entretanto, não existe 

um modelo efetivo de uso sustentável da vegetação e diversas atividades, com 

ênfase para a agricultura e agronegócio, têm ocasionado o indiscriminado 

desmatamento da cobertura vegetal e consequente destruição e desequilíbrio 

ambiental (FPI, 2014). 

Gradativamente novas áreas são abertas, de forma lenta ou acelerada, 

ocasionando o desaparecimento das diversas formas de vegetação natural, e 

dando lugar, por exemplo, a empreendimentos agropecuários, atividades de 

mineração, estradas e infraestrutura. Além disso, cresce também a demanda 

por produtos da flora para suprimento energético no processo industrial, como 

também por subprodutos da madeira (FPI, 2014).  

Portanto, apesar da importância da Caatinga, Cerrado e Mata Atlântica para a 

manutenção da biodiversidade e do equilíbrio ecológico, os mesmos têm 

sofrido intensa supressão de sua vegetação. Na Bahia, essa problemática se 

deve principalmente ao consumo de lenha nativa, explorada de forma ilegal e 

para fins domésticos e industriais na produção de carvão, utilizado como matriz 

energética, além da especulação imobiliária, da pecuária extensiva e da 

agricultura irrigada em massa (SILVA et al., 2013). Salienta-se que, na região 

do Cerrado e Caatinga, a condição de clima quente e seco favorece ainda a 

propagação do fogo que, quando descontrolado, se transforma em incêndio 

florestal (FPI, 2014). Este fato torna ambos os biomas entre os mais afetados 

pela recorrência de incêndios florestais no Brasil (ARAGÃO et al., 2019). 

Em termos históricos, o bioma Cerrado teve a sua área suprimida em 43,6% 

(2002) e em 48,89% (2011) por toda a sua abrangência no Brasil. Entre 2010-

2011 foram suprimidos cerca de 7.247 km² da sua cobertura vegetal, sendo 

1.003 km² apenas no estado da Bahia. Neste mesmo período, destaca-se que 
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dentre os dez municípios brasileiros que apresentaram as maiores taxas de 

supressão, quatro deles são baianos, sendo: Formosa do Rio Preto, São 

Desidério, Correntina e Jaborandi, o que coloca a Bahia na segunda posição 

no ranking de maior número de municípios da lista (MMA, 2015). 

No que se refere ao bioma Caatinga, destaca-se, como dado preocupante, a 

área dos remanescentes desta vegetação. Em números absolutos, a Caatinga 

teve sua cobertura vegetal original em 2008 reduzida de 443.039 km² para 

441.117 km² em 2009 no Brasil. Analisando os resultados divulgados pelo 

MMA e IBAMA (2011), foi identificado, em termos de área, que a Bahia também 

foi o estado que mais sofreu supressão da Caatinga entre 2008-2009. Da sua 

área original, restam apenas 300.927 km² no estado e que cerca de 638 km² se 

encontra como área antropizada. Entre os quarenta primeiros municípios 

elencados no ranking de maior taxa de desmatamento, quinze deles também 

pertencem ao estado da Bahia (MMA/IBAMA, 2011). 

Em relação ao bioma Mata Atlântica, o total de área desmatada foi de 

aproximadamente 290.750 km² em todo o território nacional (2015-2016), com 

aumento de 57,7% na taxa de desmatamento em relação ao período anterior 

(2014-2015). No ranking dentre os 17 estados mapeados neste período, a 

Bahia ocupa a primeira posição em maior área desmatada, obtendo 122.880 

km² em relação aos 39.970 km² (2014-2015) (Fundação SOS Mata 

Atlântica/INPE, 2017).  

O histórico do desmatamento na Bahia apresentados neste tópico para os três 

biomas presentes no estado indica uma significativa supressão da vegetação 

nativa e um forte indício de que as políticas governamentais adotadas para a 

redução do desmatamento estão favorecendo o avanço e a pressão sobre tais 

áreas.  Tais políticas, no entanto, precisam ser repensadas e direcionadas para 

potencializar a mitigação de consequências danosas e o desencadeamento de 

grandes impactos, muitas vezes irreversíveis. 
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3.3 Caracterização climática 

A tipologia climática do estado é caracterizada por uma diversidade de 

domínios, com alta variabilidade pluviométrica devido aos diferentes sistemas 

meteorológicos atuantes nesta região, como a Zona de Convergência 

Intertropical (ZCIT), Vórtices Ciclônicos (VCAN), Zona de Convergência do 

Atlântico Sul (ZCAS), brisas e ventos, além de um relevo constituído por 

planícies, vales, serras e montanhas (MOLION; BERNARDO, 2002). 

De acordo com a classificação de Köppen (1936), dos doze tipos climáticos 

encontrados no território brasileiro, a Bahia é o estado que apresenta a maior 

variabilidade de tipologias. Ressalta-se que, das seis classes climáticas 

observadas no estado, grande parte está inserida em clima semiárido seco e 

tropical com inverno seco (Figura 3.2). 
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Figura 3.2 – Classificação climática para o estado da Bahia, de acordo com os critérios 
Koppen (1936). 

 

Onde: Af – Clima tropical sem estação seca, Am – Clima Tropical com alternância 

entre estações, As – Tropical com verão seco, Aw - Tropical com inverno seco, Bsh – 

Clima semiárido seco; Cfa – Clima Oceânico subtropical úmido sem estação seca e 

com verão quente; Cfb - Clima Oceânico subtropical úmido sem estação seca com 

verão temperado, Cwa - Clima subtropical úmido com inverno seco e verão quente e 

Cwb - Clima subtropical úmido com verão seco temperado.  

Fonte: Adaptado de Alvares et al. (2013). 

 

Os períodos chuvosos podem variar de acordo com a região, sendo 

observados que totais médios de precipitação variam de 300 mm a 2.000 mm 

por ano, ou até mesmo ultrapassando valores de 2.000 em determinadas áreas 

(KOUSKY, 1979) e temperaturas médias anuais variando de 18ºC a 36ºC 

(ALVARES et al., 2013). 

De acordo com Palharini e Vila (2017), ao analisarem a classificação de nuvens 

no Nordeste do Brasil, foi observado um forte sinal de nuvens sobre as áreas 
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costeiras. Isso pode ser explicado pelo fato de que os ventos são geralmente 

perpendiculares à costa e transportam muita umidade do oceano para o 

continente, contribuindo para a formação de nuvens rasas. 

Do mesmo modo, Sano et al. (2007) verificaram a influência da cobertura de 

nuvens em um conjunto de dados Landsat TM e ETM + no Cerrado brasileiro e, 

como resultado, foi verificado a menor influência da cobertura de nuvens 

quando comparado à Amazônia brasileira. Entretanto, a aquisição de dados do 

tipo Landsat livre de nuvens (no mínimo 10% de cobertura de nuvens) é 

severamente afetada durante a estação chuvosa, o que pode restringir estudos 

relacionados às mudanças sazonais na vegetação natural do Cerrado ou no 

monitoramento da cobertura da terra utilizando uma base mensal. 

Observando as imagens de qualidade (Quality Assurance) dos produtos 

MODIS (MOD13Q1), que fornecem dados diários de cobertura da Terra, nota-

se, no estado da Bahia, a grande variabilidade espacial e temporal de pixels 

que apresentam qualidade duvidosa e/ou provável incidência de nuvens 

(Figura 3.3). Especialmente no leste do estado, inserido o bioma Mata 

Atlântica, não é observado um único mês que apresente pixels com boa 

qualidade para toda a região.  Apenas no mês de setembro é observado o 

aumento na disponibilidade de dados com melhor qualidade em grande parte 

do estado. Porém, fica evidente a restrição na utilização dos produtos de 

Sensoriamento Remoto com baixa resolução temporal.  
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Figura 3.3 – Qualidade de pixel do sensor MODIS para cada mês abrangendo o 
estado da Bahia. 

 

Fonte: Produção do autor. 

 

3.4  Desertificação 

O conceito de desertificação pela UNCCD (Convenção das Nações Unidas 

para o Combate à Desertificação) foi estabelecido como a “degradação da terra 

em regiões áridas, semiáridas e subúmidas secas, como resultado de diversos 
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fatores, incluindo a variação climática e as atividades humanas” 

(ORGANIZAÇÃO DAS NAÇÕES UNIDAS, 1997; BRASIL, 2004). 

No contexto climático, o aumento da temperatura e evapotranspiração, redução 

da precipitação e a escassez pluviométrica acarreta vários desequilíbrios 

hidrológicos, degradação dos solos e deficiência do crescimento vegetativo. 

Além disso, solos suscetíveis à erosão e embasamento contendo rochas que 

dificultam o acúmulo de água subterrânea são fatores que contribuem para o 

avanço da desertificação (DOURADO, 2017).  

Tomasella et al. (2018), classificaram áreas prioritárias no Nordeste brasileiro 

em diferentes estágios de degradação do solo, sendo que, na Bahia, os 

municípios de Guanambi, Irecê, Juazeiro e Jeremoabo apresentaram altas 

taxas de degradação. Os autores evidenciaram que a degradação do solo está 

altamente relacionada ao manejo intenso utilizado, explorando os recursos 

além da capacidade de resiliência do ecossistema, como também há 

evidências que comprovam os efeitos negativos da seca severa que afeta o 

Nordeste desde 2012. 
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4 MATERIAIS E MÉTODOS 

4.1 Sensor MODIS / Terra 

Uma alternativa para a limitação de dados para o monitoramento da cobertura 

vegetal por meio de séries temporais na Bahia, é a obtenção de dados do 

sensor MODIS (Moderate Resolution Imaging Spectroradiometer) que se 

encontra a bordo das plataformas Terra e Aqua. Este sensor adquire imagens 

da superfície da Terra a cada 1 ou 2 dias (JUSTICE et al., 2002; SOARES et 

al., 2007), permitindo uma melhor análise da dinâmica do uso e da cobertura 

vegetal da área de estudo (ANDERSON et al., 2005; WARDLOW et al., 2007; 

ANJOS et al., 2013) quando comparado à sensores que apresentam restrição 

na frequência de produtos disponibilizados. O sensor MODIS disponibiliza 

vários produtos denominados ready-to-use (prontos para uso), tais como 

reflectância de superfície, temperatura de superfície, produtividade primária 

líquida e índices de vegetação (BORGES; SANO, 2014). 

Para a realização desta dissertação foi utilizado o produto MOD13Q1 que 

disponibiliza as imagens índices de vegetação (NDVI e EVI), incluindo às 

bandas espectrais utilizadas para a geração destes índices: azul, vermelho, 

infravermelho próximo e uma banda localizada na faixa do infravermelho médio 

(Tabela 4.1). Este produto apresenta estas imagens geradas automaticamente 

e disponibilizadas na forma de mosaicos quinzenais, mensais e anuais. 

As resoluções espaciais disponíveis para este produto são de 250 m, 500 m e 

1 km, sendo selecionadas temporalmente para fornecer dados livres de 

nuvens, através da seleção de pixels com o máximo valor de NDVI. Estes 

dados apresentam-se também atmosfericamente corrigidos e o produto é 

gerado considerando o ajuste ao nadir para evitar distorções devido à 

compressão de dados nos pixels localizados nas bordas das imagens (DIDAN 

et al., 2015). 
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Tabela 4.1 – Informações do produto MOD13Q1 do sensor MODIS, satélite Terra. 
Sensor MODIS – TERRA Comprimento de Onda (µm) 

Banda 1 – Red  0,620 – 0,670 

Banda 2 – NIR¹ 0,841 – 0,876 

Banda 3 – Blue  0,459 – 0,479 

Banda 7 – MIR² 2,105 – 2,155 

¹NIR = Infravermelho próximo; ²MIR = Infravermelho médio. 

Fonte: Adaptado de USGS (2000). 

Dessa forma, foram adquiridas todas as composições de 16 dias na resolução 

espacial de 250 m, para o período de 2000 a 2017, referentes aos tiles (grade) 

H13V10, H13V09, H14V10, H14V09 que recobrem todo o estado da Bahia 

(Figura 4.1). Todos os dados foram obtidos no website do EarthData – NASA 

(https://ladsweb.modaps.eosdis.nasa.gov). Assim, foram obtidas 8.220 imagens 

para todo o período de estudo, representando aproximadamente 76 GB de 

arquivos.  

Figura 4.1 – Representação dos tiles para os produtos MODIS na América do Sul. 

 

Onde: Os tiles representados em vermelho abrangem o estado da Bahia. 

Fonte: Adaptado de Clark; Aide (2011). 
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4.2 Sensores TM e OLI - Landsat   

Considerando a melhor resolução espacial dos sensores a bordo dos satélites 

Landsat quando comparada às imagens orbitais obtidas do sensor MODIS, neste 

trabalho foram, então, adquiridas imagens orbitais dos sensores TM (Thematic 

Mapper) e OLI (Operational Land Imager) (United States Geological Survey - USGS) 

convertidas para reflectância de superfície, disponibilizadas para download no 

website (http://earthexplorer.usgs.gov/) de modo a compatibilizar com os dados 

MODIS de 2000 e 2017. Para isto, foram utilizadas as bandas espectrais 2 a 7 

(Tabelas 4.2 e 4.3) em cada imagem obtida dos sensores (Figura 4.2).  

 
 Figura 4.2 – 37 cenas dos satélites Landsat com Órbita/Ponto que abrangem o estado 

da Bahia.  

 

Fonte: Produção do autor. 
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Tabela 4.2 – Informações sobre o sensor TM a bordo do satélite Landsat 5. 

Sensor TM Landsat 5  

 (Bandas) 

Comprimento de Onda 

(µm) 

Resolução espacial 

(m) 

Banda 1 - Blue 0,45-0,52 30 

Banda 2 - Green 0,52-0,60 30 

Banda 3 - Red 0,63-0,69 30 

Banda 4 – NIR¹ 0,76-0,90 30 

Banda 5 – SWIR² 1 1,55-1,75 30 

Banda 7 – SWIR² 2 2,08-2,35 30 

¹ NIR = Infravermelho próximo; ² SWIR = Infravermelho de ondas curtas. 

Fonte: Adaptado de USGS (2019). 

 

Tabela 4.3 – Informações sobre o sensor OLI a bordo do satélite Landsat 8. 

Sensor OLI Landsat 8  

(Bandas) 

Comprimento de Onda 

(µm) 

Resolução espacial 

(m) 

Banda 1 – Coastal aerosol  

Banda 2 – Blue  

Banda 3 – Green  

Banda 4 – Red  

Banda 5 – NIR¹  

Banda 6 – SWIR² 1  

Banda 7 – SWIR² 2  

0,43 – 0,45  

0,45 – 0,51  

0,53 – 0,59  

0,64 – 0,67  

0,85 – 0,88  

1,57 – 1,65  

2,11 – 2,29  

30 

30 

30 

30 

30 

30 

30 

Banda 8 - Panchromatic 0,50 – 0,68 15 

Banda 9 - Cirrus 1,36-1,38 30 

¹ NIR = Infravermelho próximo; ² SWIR = Infravermelho de ondas curtas. 

Fonte: Adaptado de USGS (2019). 
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Os satélites Landsat 5 e 8 possuem resolução temporal de 16 dias, e, desta 

forma, apresentam maior probabilidade de apresentarem cenas com grande 

interferência de nuvens. Este fato restringe o uso de dados destes satélites no 

estado da Bahia pois dificulta a construção de séries temporais livre de nuvens. 

Dessa forma, com os dados provenientes dos sensores Landsat, foram 

gerados mosaicos compreendendo todo o ano de 2000 e 2017 (Figura 4.3), um 

único período seco (agosto a dezembro) (Figura 4.4) e um único período úmido 

(janeiro a março) (Figura 4.5) apresentando a menor incidência de nuvens e 

maior variação na sazonalidade da vegetação.  

Para este fim, a seleção e composição dos mosaicos foram gerados na 

plataforma Google Earth Engine, por permitir a rápida exploração e 

visualização de dados orbitais globais provenientes de satélites. Os mosaicos 

foram, então, gerados a partir da seleção de todas as imagens existentes na 

plataforma para cada ano pré-estabelecido, que compreendeu cerca de 848 

cenas por ano para o estado, e, em seguida, realizado a filtragem de nuvens 

utilizando algoritmos de detecção e remoção de nuvens já implementados na 

própria plataforma. Por fim, uma redução das cenas consideradas no intervalo 

temporal para cada ano foi aplicada utilizando o valor da mediada dos pixels 

para gerar os mosaicos finais. 

Assim, todos os mosaicos gerados foram utilizados como dados auxiliares na 

coleta de amostras dos processos realizados nesta dissertação. Entretanto, 

ressalta-se que, devido à resolução temporal dos sensores Landsat e à 

dificuldade na filtragem de nuvens, mesmo após os processamentos para a 

geração dos mosaicos muitas áreas apresentaram pixels sem valor e/ou ainda 

incidência de nuvens.   
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Figura 4.3 – Mosaico anual utilizando dados provenientes do sensor OLI/Landsat 8 
para 2017. 

 
Onde: (a) mosaico anual utilizando dados provenientes do sensor OLI/Landsat 8 com 

menor incidência de nuvens em composição R(6)G(5)B(4), (b) detalhe de áreas com 

nuvens (latitude -10°59’36” e longitude -39°03’57”), (c) vegetação florestada da 

Caatinga (latitude -09°58’15” e longitude -41°49’10”) e (d) áreas agrícolas (latitude -

13°11’25” e longitude -45°57’48”).  

Fonte: Produção do autor. 

 
 
 
 
 
 
 
 
 
 



37 
 

 
 
 
 
 
 
Figura 4.4 – Mosaico do período seco utilizando dados provenientes do sensor 

OLI/Landsat 8 para 2017. 

 
Onde: (a) mosaico do período seco (estabelecido para esta dissertação entre os 

meses de agosto a dezembro) utilizando dados provenientes do sensor OLI/Landsat 8 

com menor incidência de nuvens em composição R(6)G(5)B(4), (b) detalhe de áreas 

com nuvens (latitude -10°59’36” e longitude -39°03’57”), (c) vegetação florestada da 

Caatinga (latitude -09°58’15” e longitude -41°49’10”) e (d) áreas agrícolas (latitude -

13°11’25” e longitude -45°57’48”).  

Fonte: Produção do autor. 
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Figura 4.5 – Mosaico do período úmido utilizando dados provenientes do sensor 

OLI/Landsat 8 para 2017. 

 
Onde: (a) mosaico do período úmido (estabelecido para esta dissertação entre os 

meses de janeiro a março) utilizando dados provenientes do sensor OLI/Landsat 8 

com menor incidência de nuvens em composição R(6)G(5)B(4), (b) detalhe de áreas 

com nuvens (latitude -10°59’36” e longitude -39°03’57”), (c) vegetação florestada da 

Caatinga (latitude -09°58’15” e longitude -41°49’10”) e (d) áreas agrícolas (latitude -

13°11’25” e longitude -45°57’48”).  

Fonte: Produção do autor. 

 

4.3 Dados auxiliares 

Para auxiliar na coleta de amostras de treinamento para os passos de 

classificação, foram obtidos dados oficiais de mapeamento realizados para os 

três biomas (Tabela 4.4). Tendo em vista a dificuldade na coleta de amostras 

representativas, em especial em zonas de transição entre Caatinga, Cerrado e 
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Mata Atlântica, estes dados foram utilizados como referência, sendo: 

Mapeamento de vegetação remanescente da Caatinga referente ao período 

2009-2010 e Mapeamento de vegetação remanescente do Cerrado referente 

ao período 2010-2011, ambos realizado pelo PMDBBS, bem como o Atlas de 

Remanescentes Florestais da Mata Atlântica de 2016. Devido à variação na 

escala temporal dos mapeamentos, uma filtragem foi realizada excluindo 

polígonos cujas classes foram alteradas ao longo do período analisado, de 

modo a obter assim, feições existentes das três classes para os anos 2000 e 

2017. 

 

Tabela 4.4 – Classes dos mapeamentos para treinamento do classificador e avaliação 
da acurácia. 

Bioma/Projeto Classe Período/Ano de 
mapeamento 

Caatinga (PMDBSS) Vegetação 
remanescente 2009-2010 

Cerrado (PMDBSS) Vegetação 
remanescente 2010-2011 

Mata Atlântica 
(Fundação SOS Mata 

Atlântica / INPE) 

Vegetação 
remanescente 2016 

Fonte: Produção do autor. 

 

4.4 Métodos 

O fluxograma apresentado na Figura 4.6 representa simplificadamente as 

etapas gerais de execução deste trabalho para atingir os objetivos propostos. 

Todas as etapas serão descritas detalhadamente nos próximos tópicos. 

De modo geral, foram realizados os pré-processamentos dos dados MODIS e o 

processamento das imagens para atingir os objetivos específicos: 1.1) Adquirir 

todas as imagens provenientes do sensor MODIS, do produto MOD13Q1 para 

o período entre 2000 e 2017; 1.2) Realizar o pré-processamento das imagens 

adquiridas; 1.3) utilizar o dado de qualidade do produto MOD13Q1 para 
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produção de um filtro de nuvens; 2) estimar os endmembers (pixels puros) a 

partir das imagens de melhor resolução espacial do OLI/Landsat 8 para 

aplicação do Modelo Linear de Mistura Espectral (MLME) nos produtos 

provenientes do sensor MODIS; 3) gerar uma série temporal de imagens fração 

derivadas do MLME nos produtos provenientes do sensor MODIS para o 

período entre 2000 e 2017, utilizando os endmembers estimados na fase 

anterior; 4.1) gerar mosaicos das imagens fração calculando o valor máximo 

anual das proporções dos componentes para os anos de 2000 e 2017; 4.2) 

gerar dois mapas temáticos de uso e cobertura da terra no estado da Bahia em 

2000 e 2017 utilizando os mosaicos gerados na fase anterior, aplicando o 

classificador Random Forest; 4.3) avaliar as acurácias dos mapas temáticos de 

uso e cobertura da terra obtidos; 5) analisar qualitativamente os perfis 

temporais das imagens fração obtidas para o período entre 2000 a 2017. 
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Figura 4.6 – Fluxograma simplificado descrevendo a metodologia proposta. 

 

Fonte: Produção do autor. 

 

4.5 Processamento de imagens 

 Pré-processamento de imagens MODIS 

Os dados MODIS são disponibilizados no formato HDF (“Hierarchy Data 

Format”), com um nível de quantização de 16 bits, nas projeções Integerized 

Sinusoidal. Por este não ser um formato muito usual nos SIGs geralmente 

utilizados para o processamento de imagens, um programa denominado MRT 
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(MODIS Reprojection Tool) é disponibilizado gratuitamente no endereço 

eletrônico (https://lpdaac.usgs.gov/tools/modis_reprojection_tool). Com este 

programa é possível realizar o processamento de imagens MODIS alterando a 

projeção, conversão para formatos mais comumente utilizados e geração de 

mosaicos dos tiles obtidos (ARAGÃO; ARAI; SHIMABUKURO, 2009). 

Nesta dissertação, devido à grande quantidade de imagens obtidas, o pré-

processamento foi realizado por meio de uma seleção automática dos 

parâmetros de entrada utilizados no MRT. Desta forma, foram selecionadas a 

projeção Geográfica, devido à rapidez nos processamentos subsequentes, o 

formato GeoTIFF e a opção de mosaico dos tiles. Com estes parâmetros de 

entrada, um arquivo lista foi gerado utilizando o MRT, que foi, então, executado 

em prompt de comando (no sistema operacional Windows) e aplicado à todas 

as imagens obtidas.  

 

4.6 Filtro de nuvem 

A ausência de nuvens em imagens de Sensoriamento Remoto é fundamental 

para o mapeamento e monitoramento da cobertura da terra (RUDORFF et al., 

2010). Isso ocorre devido à presença de ruídos que podem causar alterações 

nos valores de reflectância, impedindo análises e resultados com maior 

exatidão (LU et al., 2007). 

Para as imagens MODIS do produto MOD13Q1, além das correções 

atmosféricas e geométricas já presentes dos dados disponibilizados, a garantia 

de qualidade dos pixels é disponibilizada em imagens que fornecem 

informações significativas pixel a pixel sobre as condições do dado produzido, 

denominada Quality Assurance (QA). A utilização do QA permite, assim, a 

análise, seleção ou triagem dos dados (DIDAN et al., 2015). 

O QA é apresentado em valores numéricos (bit) que resumem a qualidade do 

pixel. Um bit só pode assumir valores binários, ou seja, 0 e 1 e, assim, as 

combinações de 8 bits formam 1 Byte. Considerando apenas os dois primeiros 

bits contidos no QA (Figura 4.7), juntos, eles fornecem quatro diferentes 

combinações (00, 01, 10 e 11) que correspondem a um determinado tipo de 
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condição do pixel. Essas quatro diferentes combinações podem ser descritas 

em: pixel produzido com boa qualidade, pixel produzido com qualidade 

duvidosa, pixel com provável incidência de nuvens e pixel não produzido 

(Tabela 4.5).   

 

Figura 4.7 – Exemplo de seleção dos bits utilizados na imagem QA do produto 

MOD13Q1.  

 

Fonte: Produção do autor. 

 

 
Tabela 4.5 – Descrição da imagem VI Quality do produto MOD13Q1. 

Bit Parâmetro Valor Descrição 

0–1 
Qualidade 

do IV 

00 IV produzido com boa qualidade 

01 IV produzido com qualidade duvidosa 

10 
Pixel produzido, porém, provavelmente com 

nuvens 

11 Pixel não produzido 

Fonte: Adaptado de Didan et al. (2015). 
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De forma a obter dados com maior qualidade e confiabilidade, para esta 

dissertação foi implementada a filtragem de pixels utilizando o QA a partir da 

identificação de pixels falhos (presença de nuvens) para todo o período de 

aquisição das imagens. Assim, de modo a assegurar estimativas válidas nos 

valores de reflectância em toda a série temporal, testes foram realizados em 

dois cenários: (1) utilizando apenas pixels produzidos com boa qualidade (00); 

(2) adicionando pixels com qualidade duvidosa (01).  

Parte da metodologia proposta nesta dissertação foi realizada com os dois 

cenários de modo a conhecer qual apresentaria os melhores resultados. Deste 

modo, mesmo utilizando uma abordagem multitemporal, observou-se que o 

cenário (1) apresentou muitas áreas filtradas na classificação final, ou seja, 

sem valores de reflectância, demonstrando que nessas áreas não foram 

detectados pixels com boa qualidade ao menos uma vez ao ano. Dessa forma, 

prosseguiu-se com a utilização do cenário (2), pelo qual foi possível obter 

valores para todos os pixels ao menos uma vez ao ano e, ao mesmo tempo, 

assegurar a menor incidência de nuvens possíveis aos dados utilizados. 

 

4.7 Seleção de endmembers e aplicação do MLME 

Uma relação linear é utilizada para representar a mistura espectral dos 

componentes contidos dentro do pixel, ou seja, o MLME assume que a 

reflectância espectral de um pixel pode ser obtida como uma combinação linear 

das respostas de cada componente assumido como referência. Dessa forma, 

cada pixel contém informações sobre a proporção e a resposta espectral de 

cada componente (SHIMABUKURO; SMITH, 1995).  

Admitindo esta abordagem, entende-se então que conhecendo as respostas 

espectrais de cada componente de referência, as suas proporções no pixel 

podem ser obtidas. Assim, o modelo linear de mistura espectral proposto por 

Shimabukuro e Smith (1991) pode ser representado genericamente como: 

𝑅𝑖 = Σ (𝑎𝑖𝑗𝑥𝑗1) +  𝜀𝑖 
  (2.1) 
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Onde: 

𝑟𝑖= reflectância média espectral na banda espectral 𝑖; 

𝑎𝑖𝑗 = resposta espectral da componente 𝑗 da mistura na banda espectral 𝑖; 

𝑥𝑗  = proporção componente 𝑗 em um pixel; 

𝜀𝑖 = erro na banda espectral 𝑖; 

𝑖 = 1, n (número de bandas espectrais utilizadas); 

𝑗 = 1, m (número de componentes considerados). 

O resultado da equação (2.1) está sujeito a duas restrições, que devem ser 

atendidas com o somatório das proporções igual a um e valores não negativos: 

Σ𝑥𝑗
= 1 

  0 ≤  𝑥𝑗 ≤ 1 
(2.2) 

Entretanto, para esta dissertação diversos limiares de restrição foram testados 

e, por fim, optou-se por não restringir os dados visto que este procedimento 

exige maior processamento computacional. Além disso, os resultados finais 

não apresentaram diferenças nas acurácias das classificações finais. 

Diante deste contexto, foi aplicada uma abordagem multisensor utilizando o 

MLME para explorar a combinação de imagens de diferentes resoluções 

espaciais e, então, estender as informações contidas nas imagens fração em 

escala local para áreas mais extensas. Assim, foi visado estimar as respostas 

espectrais dos endmembers em imagens de baixa resolução espacial (MODIS), 

a partir das proporções estimadas nas imagens de maior resolução espacial 

(OLI/Landsat 8) (Figura 4.8), como avaliado por Dutra et al. (2018; 2019a). 

Detalhadamente como etapa (2.1) (Figura 4.8) do fluxograma geral (Figura 

4.6), uma cena OLI/Landsat com data de imageamento próxima a uma cena 

MODIS foi utilizada e aplicado o MLME para estimar as proporções de cada 

componente a partir da reflectância espectral disponível na própria imagem em 
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estudo. Empregando a abordagem de pixels puros selecionados em função da 

resposta espectral, foram considerados três componentes de referência no 

pixel correspondentes à vegetação, solo e sombra (Figura 4.9). Como resultado 

do MLME para essa primeira etapa, foram obtidas as imagens fração para cada 

componente considerado no pixel apenas para uma única cena OLI/Landsat. 

 

Figura 4.8 – Fluxograma metodológico descrevendo a etapa de estimativa dos 
endmembers. 

 
 

Fonte: Produção do autor. 
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Figura 4.9 – Resposta espectral dos componentes de referência obtidos na imagem 
em estudo. Sendo, IVP¹ - Infravermelho Próximo; IVM² - Infravermelho 
Médio. 

 

Fonte: Produção do autor. 

 

Posteriormente, admitindo que as proporções (𝑥𝑗) dos componentes extraídos 

das imagens fração derivadas do MLME aplicado à cena OLI/Landsat são 

conhecidas, neste trabalho adotou-se o modelo matemático proposto por 

Richardson et al. (1975) para estimar a resposta espectral dos componentes 

que serão aplicadas na cena MODIS. O modelo foi desenvolvido para 

particionar a reflectância espectral (𝑟𝑖) em reflectâncias espectrais dos 

componentes (𝑎𝑖𝑗), em que 𝑗 =  1 representa a componente sombra,  𝑗 =  2 

representa a componente vegetação e 𝑗 = 3 representa o componente solo. O 

modelo pode ser escrito como: 

𝑟𝑖 =  𝑎𝑖1𝑥1 +  𝑎𝑖2𝑥2 + 𝑎𝑖3(1 −  𝑥1 − 𝑥2) (4.1) 

Onde: 

𝑟𝑖 = reflectância espectral média em todas as bandas espectrais; 

𝑎𝑖𝑗 = reflectância espectral dos componentes a serem estimados; 

𝑖 = faixas espectrais do sensor utilizado; 
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𝑗 = componentes estabelecidos, sendo vegetação (1), solo (2) e sombra (3); 

𝑥𝑗 = proporções conhecidas dos componentes de referência; 

Rescrevendo a equação acima, temos: 

𝑟𝑖 =  𝑎𝑖3 + (𝑎𝑖1 − 𝑎𝑖3) 𝑥1 + (𝑎𝑖2 −  𝑎𝑖3) 𝑥2, (4.2) 

Similar a equação de regressão linear múltipla: 

𝑟𝑖 =  𝐴0 +  𝐴1𝑥1 + 𝐴2𝑥2 (4.3) 

Assim, uma vez que foram obtidas as proporções na cena OLI/Landsat, elas se 

tornam as variáveis de entrada na equação (4.3) juntamente com a reflectância 

espectral média em todas as faixas espectrais da cena MODIS. Assim, a 

combinação entre os produtos com diferentes resoluções espaciais foi possível 

determinar a resposta espectral dos componentes com o resultados obtidos da 

regressão, onde: sombra (𝐴0), vegetação (𝐴0 + 𝐴1) e solo (𝐴0 + 𝐴2). 

Assumindo que somatório do MLME deve ser igual a um, neste caso não se 

torna necessária a adição da proporção sombra como parâmetro de entrada do 

modelo. 

Das faixas espectrais utilizadas para este fim, foram adotadas o infravermelho 

médio, infravermelho próximo e vermelho para a composição RGB. Como 

observado nas Tabelas 4.1 a 4.3, pequenas diferenças são observadas na 

abrangência das faixas espectrais do sensor MODIS quando comparado aos 

sensores Landsat, tendo este último maior largura nas faixas utilizadas. Assim, 

a partir de cada faixa espectral das imagens MODIS e suas respectivas 

proporções nas imagens fração OLI/Landsat 8, foi calculado o coeficiente de 

determinação (r²) por regressão linear múltipla (Equação 4.3). O r² é calculado 

como uma das formas de avaliar a qualidade de ajuste modelo obtido, 

representado por:  
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𝑟² =  
∑ (𝑋𝑖̂ −  𝑋̅𝑖)

𝑁

𝑖=1

∑ (𝑋𝑖̂ −  𝑋̅𝑖)2𝑁

𝑖=1

 

onde 𝑋𝑖̂ é a proporção estimada a partir das imagens fração OLI/Landsat, 𝑋̅𝑖 é 

o valor correspondente ao fator de reflectância espectral no sensor MODIS em 

cada unidade amostral. 

Assim, para esta etapa, foram coletadas 25 amostras para um único período na 

área de estudo, com as mesmas coordenadas geográficas em ambos os 

produtos e sem a incidência de nuvens (FAN; DENG, 2014). Para isto, foi 

considerado que um pixel do produto de 250 m corresponde a 81 pixels no 

produto de 30 m (Figura 4.10).  

 

Figura 4.10 - Representação da composição de um pixel em diferentes resoluções 
espaciais, exibindo a visão geral em imagem de 30 m (a) e em detalhe 
um pixel em 250 m (MODIS) (b) e em 30 m (Landsat 8). 

 

Fonte: Produção do autor. 

 

Na etapa (2.2), utilizando a resposta espectral estimada dos componentes 

vegetação, solo e sombra obtidos da etapa anterior, o MLME foi aplicado às 

imagens MODIS. Para fins comparativos, o MLME também foi aplicado ao 

mesmo produto utilizando a resposta espectral dos componentes de referência 

adquiridos na própria imagem – abordagem convencional.  
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O desempenho do método utilizando as imagens fração foi avaliado de duas 

maneiras (Etapa 2.3): (1) comparando quantitativamente as imagens fração da 

vegetação, solo, sombra e erro obtidos pelo MLME nas duas abordagens e (2) 

comparando espacialmente e qualitativamente as imagens fração. As imagens 

erro também são geradas com a aplicação do MLME e informam sobre a 

acurácia dos modelos empregados em valores de 0 a 1. Assim, as imagens 

erro apresentarão valores inferiores quanto menor a confusão entre os 

parâmetros de entrada.  

Além disso o RMSE, que representa o erro quadrático médio, e o BIAS, que 

indica a tendência positiva ou negativa do erro, foram utilizados para avaliar a 

precisão dos resultados obtidos, sendo expressos da seguinte maneira: 

𝑅𝑀𝑆𝐸 =  √∑ (𝑋𝑖̂ − 𝑋𝑖)2𝑁

𝑖=1

𝑁
 

𝐵𝐼𝐴𝑆 =  ∑ (𝑋𝑖̂ −  𝑋𝑖)
2

𝑁

𝑖=1
  

onde 𝑋𝑖̂ é a proporção estimada de cada alvo 𝑖 obtida a partir das imagens 

fração MODIS, 𝑋𝑖 é a proporção correspondente a cada alvo 𝑖 extraídas 

visualmente nas imagens de referência OLI/Landsat 8; e 𝑁 é o número total 

das amostras coletadas. 

Para isto, O RMSE dos alvos selecionados para a geração do MLME foi 

calculado utilizando 30 amostras nas imagens fração resultantes do MODIS e 

na imagem Landsat. As amostras foram selecionadas por amostragem 

aleatória com a dimensão de 250 m por 250 m. Para cada amostra, os pixels 

contendo áreas de vegetação e solo são contabilizados e, então, a proporção 

de área é calculada por interpretação visual dividindo o total de pixels de cada 

alvo pelo total de pixels da área de amostragem (Figura 4.11) (FAN; DENG, 

2014). Desta avaliação não foram contabilizadas as áreas que representam o 

alvo sombra, pois a existência de pixels duvidosos pode influenciar nos valores 
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de proporção da fração sombra, sendo também variável entre as imagens dos 

diferentes sensores. 

 
Figura 4.11 – Representação da proporção de cada amostra calculada por 

interpretação visual. 

 

Onde: (a) detalhe na imagem OLI/Landsat 8 representando áreas de solo exposto e 

vegetação em uma área amostral selecionada por amostragem aleatória, (b) detalhe 

exibindo o número de pixels na imagem OLI/Landsat representando um pixel na 

imagem MODIS, (c) representação da classificação visual dos pixels na imagem 

OLI/Landsat 8, sendo o alvo solo representado por “S” e o alvo vegetação 

representado por “V”.  

Fonte: Produção do autor. 

 

Considerando esta abordagem pixel a pixel, uma análise preliminar foi 

realizada de modo a observar se havia o deslocamento de pixels entre as 

imagens MODIS e OLI/Landsat. Para isto, uma reamostragem dos pixels 

OLI/Landsat para 0,002245º, equivalente ao mesmo tamanho de um pixel 

MODIS, foi aplicada e, posteriormente, comparada entre ambas as imagens de 

modo a assumir o correto posicionamento entre as imagens para validação. 

 



52 
 

4.8 Aplicação multitemporal do MLME 

As imagens fração podem ser usadas para mapeamento devido às seguintes 

características: a) a imagem fração vegetação destaca as condições de 

cobertura da vegetação de modo similar aos índices de vegetação como o 

NDVI (Normalized Difference Vegetation Index) e o EVI (Enhanced Vegetation 

Index), permitindo diferenciar as áreas florestadas de áreas agrícolas, 

considerando que esta última apresenta elevado vigor vegetativo e, 

consequentemente, elevada reflectância no infravermelho próximo; b) a 

imagem fração sombra destaca áreas com baixos valores de refletância, como 

a água; e c) a imagem fração solo destaca áreas com altos valores de 

reflectância no infravermelho próximo e infravermelho médio, como solo 

exposto e áreas desmatadas, sendo que áreas florestadas  tendem a 

apresentar menor proporção de solo dentro do pixel ou apresentarem efeitos 

sazonais na proporção de solo. 

A partir da definição dos endmembers obtidos da etapa anterior, o MLME foi 

aplicado para toda a série temporal correspondente ao período de 2000 a 

2017, nas bandas do produto MOD13Q1. Para isto, assumindo que as imagens 

adquiridas são corrigidas atmosfericamente, calibradas e que não há 

mudanças radiométricas significativas ao longo da série temporal, partiu-se da 

hipótese de que os valores de reflectância encontrados para um pixel puro 

serão existentes para todo o período, tendo a sua variação na proporção 

estimada dos alvos como consequência devido à influência da sazonalidade, 

mudanças antrópicas e climáticas. Desta maneira, é possível gerar um modelo 

“único” aplicado à toda série temporal que permita a comparação das 

mudanças ao longo de todo período. 

Para a geração dos mapas base referentes aos anos de 2000 e 2017 utilizando 

as imagens fração obtidas das imagens MODIS, uma nova abordagem foi 

aplicada para calcular a proporção máxima das imagens fração em ambos os 

anos, como proposta por Dutra et al. (2019b). Esta etapa consistiu na análise 

temporal de cada imagem fração gerada nas composições de 16 dias 

existentes em 2000 e em 2017.  
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Diante do exposto, a partir das imagens fração obtidas anteriormente, foram 

geradas composições contendo, em cada ano e para cada pixel: 

(i) O máximo valor da proporção no conjunto de imagens multitemporais da 

fração vegetação; 

(ii) O máximo valor da proporção no conjunto de imagens multitemporais da 

fração sombra/água; 

(iii) O máximo valor da proporção no conjunto de imagens multitemporais da 

fração solo; 

Para este processo, partiu-se das hipóteses de que: 1) na Bahia existem 

diferentes tipologias climáticas e que, dessa forma, não há um único período 

seco e único período úmido que contemple todo o estado; 2) quanto maior a 

quantidade de imagens utilizadas, maior seria a probabilidade de encontrar 

pixels sem incidência de nuvens; e 3) menor seria a influência da sazonalidade 

da vegetação nativa e diferenças entre os períodos de colheita e preparo do 

solo em áreas agrícolas. 

Toda a etapa de aplicação do MLME foi realizada em linguagem Interactive 

Data Language (IDL), utilizando um programa com funcionalidades 

implementadas em ambiente Environment for Visualizing Images (ENVI). 

 

4.9 Classificação por Random Forest  

 Seleção de amostras 

Para a filtragem dos polígonos de mapeamentos oficiais e seleção de amostras 

para as outras classes adotadas na classificação, foram utilizados os mosaicos 

Landsat e imagens de alta resolução com datas próximas disponíveis no 

Google Earth para interpretação visual. Com isto, foram gerados 893 

polígonos, abrangendo uma área total de 29.013 km² (Tabela 4.6). A cada um 

destes polígonos foi atribuído um rótulo de classe, obtendo a legenda: 

Vegetação nativa (subdividida em Caatinga, Cerrado, Mata Atlântica), 

Agricultura, Solo, Pastagem e Corpos hídricos.  
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Tabela 4.6 – Polígonos coletados em cada classe de uso e cobertura da terra. 

Sigla Classe Área total dos 
polígonos (km²) 

CA Caatinga 17.699,88 
CE Cerrado 4.238,60 
MA Mata Atlântica 5.265,22 
AG Agricultura 637,15 
PA Pastagem 694,66 
SO Solo 26,29 
CH Corpos hídricos 451,50 

 Total 29.013,33 
Fonte: Produção do autor. 

 

A Tabela 4.7 exibe a descrição das classes de uso e cobertura da terra 

identificadas com as imagens Landsat e Google Earth. Para as classes de 

vegetação nativa na Caatinga, Cerrado e Mata Atlântica, foram consideradas 

todas as fitofisionomias inseridas nestes domínios, desde as fitofisionomias 

florestadas até mosaicos de formações campestres. Assim, para esta 

dissertação foram consideradas apenas a legenda de formação e não sub-

formação das fitofisionomias da vegetação. 
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Tabela 4.7 – Classes de uso e cobertura adotadas no estado da Bahia. 

Sigla Classe Imagem Landsat Imagem Google Earth 

CA Caatinga 

  

CE Cerrado 

  

     

MA 
Mata 

Atlântica 

  

AG Agricultura 

  

   continua 
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Tabela 4.7 – Conclusão. 

    

PA Pastagem 

  

SO Solo 

  

CH 
Corpos 

Hídricos 

  

Fonte: Produção do autor. 

 

 Classificador 

Nesta etapa foram utilizadas como variáveis de entrada no classificador RF 

(LIAW; WIENER, 2002) as imagens fração contendo as máximas proporções 

de vegetação, solo e sombra em seus respectivos anos 2000 e 2017, no 

software R versão 3.3.2 (R CORE TEAM, 2018).  

Um dos parâmetros de entrada no modelo é o número de árvores a serem 

geradas (Ntree). Para isto, devido à estabilização de erros do modelo ocorrer 

antes de atingir o Ntree igual a 500 (LAWRENCE et al., 2006), muitos trabalhos 

e pacotes desenvolvidos para aplicação do classificador utilizam Ntree igual a 
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500 como valor padrão. Desta forma, foram definidos o número de árvores de 

decisão (NTree) igual a 500, estabelecido como default no pacote utilizado.  

Diante do elevado número de polígonos obtidos para determinadas classes, 

alguns testes foram realizados variando o número de pixels utilizados para o 

treinamento do classificador, como, por exemplo, 100.000, 50.000 e 10.000 

pixels. Entretanto, classes com menor número de áreas amostrais foram 

subestimadas quando utilizado o maior número de pixels na classificação, 

optando, assim, pela utilização de 50.000 pixels aleatórios em cada classe para 

treinamento. Além disso, um grande número de amostras exige maior nível de 

processamento dos dados. Também é possível gerar um gráfico de dispersão 

de pontos amostrais exibindo a influência de cada variável de entrada e os 

padrões para cada classe que serão utilizadas como treinamento para a 

aplicação no classificador.  

 

 Validação dos resultados 

A acurácia da classificação foi avaliada por abordagem baseada em Olofsson 

et al. (2014), conforme indicado pela FAO (2016). Esta abordagem se baseia 

no delineamento amostral estratificado, que considera a proporção de cada 

classe com base na frequência de pixels. Assim, uma matriz de confusão é 

gerada com base nas proporções estimadas. 

Para isto, o desenho amostral foi implementado considerando cada estrato de 

acordo com as sete classes consideradas neste trabalho (Caatinga, Cerrado, 

Mata Atlântica, Agricultura, Pastagem, Solo e Corpos Hídricos). Todos os 1592 

pontos de amostragem obtidos aleatoriamente e a análise dos resultados foram 

realizadas em ambiente de programação R e algoritmos disponibilizados em 

(https://github.com/openforis/accuracy-assessment). Neste processo, as 

mesmas imagens orbitais do sensor Landsat utilizadas para coleta de amostras 

e polígonos utilizados como entrada no classificador foram utilizados para 

interpretação visual dos pontos amostrais. 
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Olofsson et al. (2014) indicam a utilização de uma matriz de confusão 

ponderando a área amostrada pela área total da classe (com base nas 

proporções de cada classe) (equação 4.5). A partir desta matriz, o intervalo de 

confiança de 95% é obtido com o cálculo do erro padrão (equação 4.6) e 

também são calculadas a acurácia global (equação 4.7), a acurácia do produtor 

(equação 4.8) ou erro de omissão e a acurácia do usuário (equação 4.8) ou 

erro de comissão. 

𝑝̂𝑖,𝑗 =
𝑊𝑖 × 𝑛𝑖𝑗

𝑛𝑖
 (4.5) 

𝑝̂𝑖𝑗 − proporção de área amostral estimada para cada classe;  

𝑊𝑖  − peso da classe (proporção da área classificada como classe 𝑖 e que pode 

ser calculada dividindo-se o número total de pixels por classe; 

𝑛𝑖𝑗 −  contagem absoluta do número de pixels que tem na imagem classificada 

𝑖 e na classe de referência 𝑗. 

𝑆(𝑝̂) = √∑
𝑊𝑖 𝑝̂𝑖,𝑗 − 𝑝̂2

𝑖,𝑗 

𝑛𝑖 − 1𝑖
 

(4.6) 

Sendo 𝑆(𝑝̂) a variância estimada para a acurácia global. 

𝐴 =  ∑ 𝑝̂𝑖𝑗

𝑞

𝑖=1

 
(4.7) 

 

𝑃𝑗 =  
𝑝𝑖𝑗

𝑝𝑗
 (4.8) 
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𝑈𝑖 =  
𝑝𝑖𝑗

𝑝𝑗
 (4.9) 

Onde 𝐴 representa a proporção de pixels classificados corretamente; 𝑃𝑗 

representa a acurácia do produtor para a classe 𝑗, ou seja, a proporção de uma 

classe 𝑗 na imagem de referência que é mapeada como classe 𝑗 na imagem 

classificada; e 𝑈𝑖 representa a acurácia do usuário para a classe 𝑖, ou seja, a 

proporção de uma classe 𝑖 mapeada como classe 𝑖 e que está contida na 

imagem de referência como classe 𝑖, e 𝑞 é o número de classes. 

 

4.10 Perfis temporais das imagens fração 

Um grande número de estudos tem se baseado em análises de séries 

temporais a partir de amostras de pixels selecionadas ao longo de um 

determinado período no tempo (GALFORD et al., 2008; COUTO Jr. et al., 

2012). Entretanto, séries temporais geralmente apresentam grande quantidade 

de dados, sendo indicado o uso de técnicas que reduzem a sua 

dimensionalidade, sem perdas significativas de informações (BORGES; SANO, 

2014).  

Desta maneira, obtidas as imagens fração para todo o período entre 2000 e 

2017, é possível observar a proporção de cada alvo, pixel a pixel, na série 

temporal em estudo. Para isto, foram geradas coleções de arquivos (stack) 

contendo todas as imagens fração para cada alvo, de modo a gerar um stack 

das imagens fração vegetação, um stack das imagens fração solo e, por fim, 

um stack das imagens fração sombra. 

Com este conjunto de dados multitemporais, foram construídos perfis dos quais 

foram extraídos valores de cada pixel selecionado na imagem. Os perfis foram 

construídos em linguagem IDL (Interactive Data Language) no ambiente ENVI, 

que permite a plotagem de séries espaço-temporais desde que os arquivos 

ocupem a mesma área geográfica e bandas regulares, que, para este trabalho, 

foram representadas pelo conjunto de coleções das imagens fração.    
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A geração de perfis com dados multitemporais das imagens fração ainda não 

foi encontrada na literatura, sendo, portanto, uma contribuição desta 

dissertação.  
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5 RESULTADOS E DISCUSSÃO 

Neste capítulo são apresentados e discutidos os resultados obtidos nesta 

dissertação. Inicialmente são expostos os resultados referentes aos 

endmembers estimados para a geração de imagens fração no MODIS. Em 

seguida, são apresentados os resultados obtidos para os mapas base de uso e 

cobertura da terra para o estado da Bahia em 2000 e 2017, e, por fim, são 

apresentados os perfis temporais das imagens fração obtidos para o 

monitoramento da vegetação. 

 

5.1 Estimando endmembers 

Aplicando a metodologia apresentada na Seção 4.5, foram obtidas as 

equações e o coeficiente de determinação em cada faixa espectral adotada, 

apresentados na Tabela 5.1 e Figura 5.1.  

 

Tabela 5.1 – Coeficiente de determinação e equação obtida por regressão linear 
múltipla. 

Faixas espectrais Equação r² (N =25) 

Azul 𝒓𝒊= 0,115 + 0,00433𝒙 + 0,0418𝒙𝟐 0,59 

Vermelho 𝒓𝒊= 0,106 - 0,00265𝒙 + 0,481𝒙𝟐 0,87 

IVP¹ 𝒓𝒊= -0,119 + 0,949𝒙 +0,532𝒙𝟐 0,78 

IVM² 𝒓𝒊= 0,192+ 0,147𝒙 + 0,587𝒙𝟐 0,80 

¹ IVP - Infravermelho Próximo; ² IVM - Infravermelho Médio. 

Fonte: Produção do autor. 

 

Observando os gráficos de linha ajustada, os pontos geralmente seguem a 

linha de regressão especialmente nas faixas espectrais do Vermelho, IVP e 

IVM. Como era esperado, as equações obtidas demonstram a relação entre os 

componentes de referência, ou seja, enquanto a componente sombra (𝐴𝑜) 

apresenta os valores mais inferiores na equação, a componente vegetação 

(𝐴𝑜 +  𝐴1)  apresenta a redução na faixa do vermelho, pico na faixa do IVP e 



62 
 

decréscimo novamente na faixa do IVM. De maneira inversa, a componente 

solo (𝐴𝑜 + 𝐴2) apresenta crescimento constante ao longo das faixas 

espectrais. 

O coeficiente de determinação obtido em cada faixa espectral representa o 

quanto se consegue explicar a variação na proporção dos componentes em 

função da variação nas faixas espectrais, ou seja, mostra se o modelo obtido é 

adequado. Nesta pesquisa, os valores elevados de 𝑟2 demonstram que o 

modelo obtido foi bem ajustado, exceto pela faixa espectral do Azul, que obteve 

𝑟2 de 0,59. Este resultado pode estar relacionado ao uso apenas das 

proporções dos componentes vegetação e solo para a obtenção das equações, 

além de ser a faixa mais sensível à ruídos, que podem variar entre os 

sensores. 
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Figura 5.1 – Equação obtida com a regressão linear múltipla para cada faixa espectral 
e seus respectivos coeficientes de determinação (𝑟2). 

 
(a) 

 
(b) 

 
(c) 

 
(d) 

 
Onde: faixa espectral do Azul (a), Vermelho (b), IVP (c) e IVM (d). 

Fonte: Produção do autor. 

As respostas espectrais estimadas para determinação dos endmembers nas 

imagens MODIS estão apresentados na Tabela 5.2. Comparando a resposta 

espectral dos alvos analisados neste estudo, como esperado e discutido 

anteriormente, observa-se que as respostas espectrais foram similares à curva 

espectral teórica dos alvos em questão. 
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Tabela 5.2 – Fator de reflectância dos componentes estimados utilizando a 
combinação de diferentes sensores e resoluções espaciais. 

Ano 2017  

 Faixas Espectrais 

Endmembers Azul Vermelho IVP¹ IVM² 

Sombra 0,03 0,02 0,12 0,02 

Solo 0,13 0,20 0,35 0,47 

Vegetação 0,02 0,04 0,66 0,25 

IVP¹ - Infravermelho Próximo; IVM² - Infravermelho Médio. 

Fonte: Produção do autor. 

 

Como primeiro método de avaliação do desempenho do MLME para estimar às 

respostas espectrais dos endmembers em imagens de moderada resolução 

espacial a partir das proporções estimadas nas imagens de média resolução 

espacial, foi realizada a comparação das médias obtidas das imagens erro 

geradas por esta abordagem (MLMEES) e entre a abordagem convencional 

(MLMECO) foi realizada (Tabela 5.3) (Figura 5.2).  

 
Tabela 5.3 – Média das amostras geradas da fração erro do MLME onde estimado e 

convencional correspondem à resolução espacial de 250 m. 
 

    MLMEES MLMECO 

Imagem fração erro (𝑋̅)   0,27 0,46 

Fonte: Produção do autor. 
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Figura 5.2 – Média e desvio padrão das amostras geradas da fração erro do MLME 
onde estimado e convencional correspondem à resolução espacial de 
250 m.  

 

Fonte: Produção do autor. 

 

As frações erro normalmente apresentam valores inferiores de acordo com a 

acurácia dos modelos empregados. Neste sentido, o erro médio obtido por 

MLMEES foi inferior (0,27) àquele obtido por MLMECO (0,46) no período de 

análise. Entretanto, ressalta-se que o erro médio também está associado ao 

fato de que outros componentes podem estar contidos no pixel e, assim, o 

número de componentes definidos neste trabalho pode não ser o suficiente 

para o modelo utilizado em determinadas áreas do estado da Bahia, o que 

justifica os valores mais elevados em desvio padrão por ambas as abordagens.  

Observando os valores do RMSE (Figura 5.3), o MLMEES apresentou valores 

mais próximos de 0, resultando no RMSE de aproximadamente 0,28, enquanto 

o MLMECO obteve RMSE de aproximadamente 0,43, o que demonstra maior 

acurácia do modelo quando estimada a resposta espectral dos alvos.  

O BIAS mede a tendência de o modelo superestimar ou subestimar a reposta 

espectral em relação ao observado. Assim, observa-se que ambas as 
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abordagens apresentaram tendência positiva, ou seja, tanto o MLMEES quanto 

o MLMECO superestimam a resposta espectral dos alvos, o que pode estar 

relacionado à moderada resolução espacial do sensor MODIS. Entretanto, o 

MLMECO apresentou maior superestimativa (0,18) em relação ao MLMEES 

(0,07). 

 

Figura 5.3 – RMSE e BIAS das amostras geradas sendo que estimado e convencional 
correspondem à resolução espacial de 250 m. 

 

Fonte: Produção do autor. 

 

Comparando os resultados das proporções obtidas em cada pixel (Tabela 5.4), 

observa-se que foram obtidas proporções mais condizentes quando utilizada a 

combinação entre os produtos de diferentes resoluções espaciais. De modo 

geral, as maiores diferenças observadas estiveram relacionadas à fração 

sombra e em áreas que apresentam grande heterogeneidade, como visto no 

último exemplo da Tabela 5.4. Em tais áreas heterogêneas há a tendência de 

minimização da probabilidade de encontrar pixels puros em imagens de 
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moderada e baixa resolução espacial, dificultando, assim, a seleção de 

endmembers. 

 
Tabela 5.4 – Proporção dos componentes nas resoluções espaciais de 250m e 30m 

por pixel. 
Representação do pixel em 250 m 

(esquerda) e 30 m (direita) 
Proporção dos componentes 

  MLMECO MLMEES 

Sombra 0.54 0,86 

Solo 0,38 0,12 

Vegetação 0,08 0,02 
 

 Sombra 0,04 0,00 

Solo 0,32 0,34 

Vegetação 0,64 0,66 

   
 

 Sombra 0,00 0,00 

Solo 0,82 0,67 

Vegetação 0.18 0,33 
 

Fonte: Produção do autor. 

 

Do aspecto espacial e visual, as imagens fração podem ser usadas 

individualmente em composições monocromáticas ou para fazer composições 

coloridas (RGB) para análises posteriores. Destaca-se que o modelo linear de 

mistura espectral não é um classificador temático, mas proporciona a redução 

de dados, além de realçar as informações contidas no pixel para diversas 

aplicações (SHIMABUKURO; PONZONI, 2017). 

Dessa forma, as imagens fração obtidas para os componentes solo, vegetação 

e sombra derivadas da última etapa são observadas na Figura 5.4. A figura 

representa o detalhamento dos produtos MODIS para melhor visualização dos 
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resultados. Observa-se que as proporções dos componentes nas imagens 

fração (Figuras 5.4b, 5.4c e 5.4d) são representadas pela variação da escala 

de cinza – brilho – nas imagens, sendo o nível de cinza escuro quando há 

menor proporção do componente dentro do pixel e o nível de cinza claro 

quando há maior proporção do componente dentro do pixel. 

Para exemplificação dos resultados utilizando imagens obtidas do Google 

Earth, a figura 5.4e, 5.4f e 5.4g apresenta detalhes do solo, vegetação e corpo 

hídrico, demonstrando, claramente, a relação entre a presença de um 

determinado alvo na imagem e o seu realce nas imagens fração. Assim, a 

imagem fração vegetação exibe variações nos níveis de cinza que podem 

representar diferenças nos tipos vegetacionais encontrados no estado da 

Bahia, a imagem fração solo contém informações sobre solo exposto e, do 

mesmo modo, a imagem fração sombra destacam rios e corpos hídricos. 
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Figura 5.4 – Detalhe do produto MOD13Q1 utilizando falsa composição colorida em 
R(MIR) G(NIR) e B(Red) (a) e as respectivas imagens fração. 

 
Onde: (a) detalhe do produto MOD13Q1 utilizando falsa composição colorida em 

R(MIR) G(NIR) e B(Red) e as respectivas imagens fração dos componentes (b) solo, 

(c) vegetação e (d) sombra, derivadas do MLME em detalhe. As figuras (e), (f) e (g) 

apresentam imagens obtidas do Google Earth, representando áreas como solo 

exposto, agricultura e corpo hídrico, respectivamente.  

Fonte: Produção do autor (2019). 

 

Diante dos resultados expostos sobre a etapa de estimativa dos endmembers, 

nota-se que utilizar o MLME para explorar a combinação de imagens de 

diferentes resoluções espaciais permitiu ao usuário o aperfeiçoamento do 

MLME no que se refere à determinação de pixels que incluam um único 

membro de referência, tendo em vista que o resultado do modelo depende 

diretamente da escolha dos parâmetros de entrada. 

Assim, acredita-se que a potencialidade proposta nesta abordagem está em 

estender as informações contidas em escala local aplicando o MLME em 

imagens de baixa resolução espacial, os quais são frequentemente utilizados 
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em estudos regionais e globais, sem a necessidade de selecionar pixels puros 

na própria imagem de estudo, tendo em vista a menor probabilidade de 

encontrá-los.  Esta abordagem é aplicável para outros sensores orbitais desde 

que seja observada a mínima diferença temporal no imageamento entre os 

sensores, de modo a assumir que não houveram variações de um determinado 

alvo entre as imagens, como descrito por Dutra et al. (2019a).  

Após a etapa de definição dos endmembers, o MLME foi aplicado para toda a 
série temporal de 2000 a 2017, nas bandas do produto MOD13Q1 e 

posteriormente gerados os mosaicos das imagens fração contendo o valor 

máximo das proporções para os anos de 2000 e 2017. Como resultado desta 

etapa, a figura 5.5a apresenta uma composição colorida do MLMEmax para o 

ano 2000, onde as cores vermelho (R), verde (G) e azul (B) foram definidas 

para as máximas proporções das imagens fração solo, vegetação e sombra. As 

Figuras 5.5b, 5.5c e 5.5d representam individualmente as imagens fração em 

escala de cinza. Do mesmo modo as Figuras 5.6a, 5.6b, 5.6c e 5.6d 

apresentam o MLMEmax gerado para 2017. 
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Figura 5.5 – Mosaico das imagens fração contendo o valor máximo das proporções 
para o ano 2000. 

 
Onde: (a) composição RGB utilizando as imagens fração de máxima proporção do 
solo, vegetação e sombra, respectivamente, derivadas do MLMEest e aplicadas para o 
estado da Bahia utilizando resolução espacial de 250 m em 2000. As Figuras (b), (c) e 
(d) representam as imagens fração solo, vegetação e sombra, respectivamente.  

Fonte: Produção do autor. 
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Figura 5.6 – Mosaico das imagens fração contendo o valor máximo das proporções 
para o ano 2017. 

 

Onde: (a) composição RGB utilizando as imagens fração de máxima proporção do 
solo, vegetação e sombra, respectivamente, derivadas do MLMEest e aplicadas para o 
estado da Bahia utilizando resolução espacial de 250 m em 2017. As figuras (b), (c) e 
(d) representam as imagens fração solo, vegetação e sombra, respectivamente.  

Fonte: Produção do autor. 
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Observando individualmente as composições coloridas, nota-se que as 

imagens fração de máxima proporção ilustram a distribuição espacial da 

vegetação nativa, agricultura, solo e corpos hídricos com as suas distribuições 

reais. Como exemplo, em verde são realçadas as áreas de vegetação, como as 

áreas florestadas da Mata Atlântica no Leste do estado e também as áreas 

agrícolas concentradas especialmente no Oeste. Do mesmo modo, em 

vermelho são realçadas as áreas com solo exposto ou áreas cuja vegetação 

apresenta baixa resposta espectral, como, por exemplo as áreas em estágio de 

desertificação ou de pastagem degradada.   

Destaca-se que a variação nos tons da composição colorida está associada 

aos diferentes tipos de vegetação que apresentam variações devido aos 

fatores edafoclimáticos presentes no estado da Bahia, assim como também 

pode estar associado aos diferentes regimes de manejo das produções 

agrícolas. Tais informações em conjunto podem, por exemplo, agregar o uso 

de classificadores temáticos de uso e cobertura da terra em análises 

posteriores.  

Variações entre os anos também são observadas especialmente nas áreas 

agrícolas no Oeste e em áreas que apresentaram maior proporção de solo. 

Nos últimos anos a Bahia tem sido considerada como um dos principais 

estados produtores no país, apresentando uma agropecuária em extensão e 

tecnológica. Neste sentido, considerando a utilização de um único endmember 

para toda a série temporal, sugere-se que a variação no brilho das imagens 

fração vegetação (Figuras 5.5b e 5.6b) e consequentemente variação da 

proporção da vegetação nas áreas do oeste do estado, estejam relacionadas 

às variações no sistema de plantio adotados entre os 18 anos de estudo. 

Estudos relatam que alterações na densidade de plantio podem diminuir a 

produção individual das plantas (FERREIRA et al., 2015), assim como também 

o tamanho populacional de plantas altera proporcionalmente o índice de área 

foliar (HEIFFIG et al., 2006). Considerando que nos últimos anos houve uma 

tendência de adensamento de plantios, ou seja, aumento da concentração de 

plantas por área, espera-se que tais fatores tenham proporcionado o aumento 
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na produtividade das culturas agrícolas presentes no estado, resultando nesta 

variação entre as proporções do MLMEmax.  

Outro fator que pode estar influenciando nesta variação é a falta de dados do 

produto MODIS em janeiro de 2000, que corresponde ao período anterior de 

lançamento dos primeiros dados disponíveis do sensor, e, assim, ser 

impactado pelo calendário agrícola na região, principalmente pelo período de 

pico vegetativo de alguns cultivares (AIBA, 2018). 

Outra variação observada entre os anos na composição do MLMEmax é a 

expansão das áreas com maior proporção da fração solo. Esta expansão é 

visualizada especialmente nos limites do bioma Caatinga, que nas últimas 

décadas tem sido impactado por extremos climáticos (INCT, 2016), dentre eles, 

a ocorrência de desastres naturais como a seca.  

Devido à sua intensidade e recorrência, a seca torna-se o desastre mais 

importante e impactante que afeta a população brasileira, sendo responsável 

por mais de 50% dos desastres naturais registrados no Brasil entre 1991 e 

2012 (BRITO et al., 2018). Este é um fato preocupante pois alguns modelos 

climáticos desenvolvidos pelo Intergovernmental Panel on Climate Change 

(IPCC) indicam tendências negativas na chuva dos trópicos (MARENGO et al., 

2009). 

No Nordeste, a alta variabilidade e irregularidade da distribuição espaço-

temporal da precipitação (CUNHA et al., 2015) são características intrínsecas 

da região. Assim, longos períodos de escassez de chuvas são frequentes 

(JACQUES et al., 2014) e eventos extremos de seca, como a mais intensa em 

décadas que atingiu a região entre 2012 e 2017 (BRITO et al., 2017; 

MARENGO et al., 2016), são prováveis que continuem seguindo com uma 

tendência de aumento em frequência e intensidade. Tais particularidades 

tornam o Nordeste um dos ecossistemas mais vulneráveis ao aumento do 

déficit hídrico no mundo (MARENGO et al., 2016; IPCC, 2014). 

De modo geral, as secas implicam em perdas substanciais na produção de 

culturas (RODRÍGUEZ-PUEBLA et al., 2007), aumento do risco de incêndios 

florestais (PAUSAS, 2007) e declínio na disponibilidade hídrica para a 
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vegetação (LIMOUSIN et al., 2009). Além disso, são observadas tendências 

significativas a processos de desertificação em regiões áridas e semiáridas em 

períodos de seca (NICHOLSON et al., 1988).  

Diante deste exposto, tais evidências podem justificar a expansão das 

proporções da fração solo em grande parte do estado e redução na proporção 

da fração vegetação em 2017.  

 

5.2 Classificação do uso e cobertura da terra  

A partir da metodologia apresentada na seção 4.8, foi analisada a dispersão de 

pontos amostrais a partir de um gráfico de importância que fornece 

informações sobre a influência de cada variável de entrada, neste caso, apenas 

para as imagens fração solo e vegetação (Figura 5.7). Tais informação indicam 

o padrão temporal das classes em relação à variação das proporções de solo e 

vegetação ao longo do ano. Esta etapa foi obtida anteriormente a etapa de 

classificação pelo RF, sendo utilizado pelo classificador como parâmetro de 

treinamento das amostras. 
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Figura 5.7 – Gráfico de dispersão dos pontos evidencia a associação entre as classes 
utilizadas e as proporções do MLMEmax. 

 
Onde: Classes foram representadas em Caatinga (CA), Cerrado (CE), Mata Atlântica 

(MA), Agricultura (AG), Solo (SO), Pastagem (PA) e Corpos Hídricos (CH). 

Fonte: Produção do autor (2019). 

 

O gráfico de dispersão dos pontos evidencia a associação entre as classes 

utilizadas e as proporções do MLMEmax, sendo esperado que quanto maior a 

distinção destas relações, melhor será a separabilidade das classes pelo 

classificador. Observa-se que existe melhor separação entre as classes de MA 

e AG. A vegetação de MA apresenta altas proporções da fração vegetação e 

as menores proporções da fração solo, evidenciando que as espécies de Mata 

Atlântica apresentam efeitos mais sutis da sazonalidade climática e, 

consequentemente, mudanças foliares são menos perceptíveis durante o ano 

uma vez que estão presentes em ambientes com maior suprimento de água no 

solo (BORCHERT,1999). 
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Dentre todas as classes utilizadas, a classe AG é a que apresenta as maiores 

proporções da fração solo e, ao mesmo tempo, as maiores proporções da 

fração vegetação. Este resultado é justificado pelo uso do MLMEmax na série 

temporal de um ano, ou seja, em um determinado período do ano as áreas 

agrícolas apresentam elevada resposta espectral do solo durante o preparo do 

mesmo ou após a colheita, entretanto, ressalta-se que em espécies agrícolas 

perenes esta relação não é tão acentuada. Do mesmo modo, também 

apresentam elevada resposta espectral da vegetação no ano, especialmente 

quando os cultivares atingem o seu máximo vigor vegetativo. Assim, a 

diferenciação espectro-temporal das espécies cultivadas devido aos padrões 

fenológicos durante as fases de desenvolvimento são facilmente identificadas 

quando utilizada séries temporais de imagens orbitais (SILVA JUNIOR; 

RODRIGUES, 2014). Na Bahia, devido à variabilidade pluviométrica, o 

calendário agrícola pode variar entre as espécies anuais cultivadas no estado, 

evidenciando, ainda mais, a necessidade de utilização de séries temporais. 

Nas áreas de pastagem, observa-se valores mais elevados de proporção da 

fração solo quando comparado a proporção da fração vegetação, que, por sua 

vez, atinge valores intermediários. Na Bahia existe a variação entre pastagens 

manejadas, localizadas especialmente no oeste do estado e que apresentam 

resposta espectral semelhante à agricultura anual, e pastagens degradadas em 

maior abrangência. De acordo com Costa et al. (2000), em áreas bem 

manejadas as pastagens apresentam bons índices de produtividade, 

entretanto, a retirada da vegetação nativa original, bem como a pressão de uso 

do solo, faz com que os níveis produtivos das pastagens caiam em virtude da 

substituição de gramíneas menos produtivas. 

Além disso, grandes áreas do bioma Caatinga tem sido utilizadas como 

pastagem extensiva, ocasionando altos níveis de degradação. Alves et al. 

(2009) apontam a utilização de espécies nativas da Caatinga pelos pequenos 

agropecuaristas para a alimentação dos animais durante os períodos de 

estiagem em regiões da Bahia. Assim, quando o efetivo do rebanho é muito 

grande e criado solto, há a sobrecarga das pastagens e diversos efeitos 
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múltiplos, dentre eles, fenômenos de erosão do solo e comprometimento da 

capacidade hídrica do mesmo.  

Dessa forma, aliados a outros fatores socio-econômicos-ambientais, o super 

pastoreio provoca uma tendência de redução de biomassa vegetal. Isso é 

resultado de que, após anos seguidos de sobrecarga, há o aumento da 

exposição dos solos, corroborando com a maior proporção desta fração em 

grandes áreas de pastagem na Bahia e menor proporção da vegetação ao 

longo do ano.  

Considerando a vegetação nativa da Caatinga e Cerrado, observa-se que 

ambas apresentaram a maior semelhança na dispersão dos pontos em relação 

às outras classes. A maior diferença observada está no decréscimo na 

proporção da fração vegetação na classe CA devido à menor reflectância 

espectral das espécies de Caatinga em relação às espécies de Cerrado. Além 

disso, proporções de solo são ligeiramente mais elevadas neste primeiro 

bioma, apresentando padrões mais próximos à classe solo exposto.  Isso se 

deve ao fato de que a vegetação da Caatinga é constituída principalmente por 

árvores baixas e arbustos, cujo estrato herbáceo é formado por plantas anuais 

(FERNANDES; QUEIROZ, 2018) e apresenta forte influência do solo nas áreas 

vegetadas, enquanto as espécies lenhosas do Cerrado apresentam porte mais 

elevado atingindo, em alguns locais, altura média superior aos 10 m (IBGE, 

2012). Este fato também é evidenciado quando analisado temporalmente o 

comportamento espectral da vegetação do Nordeste. Neste sentido, Formigoni 

et al. (2011) apontam que a vegetação de Caatinga apresentou a maior 

variação intranual (mensal e sazonal) do EVI, obtendo coeficiente de variação 

de 53%, enquanto o bioma Cerrado apresentou 22% (Figura 5.8).  

 

 

 

 

 



79 
 

Figura 5.8 – Comportamento temporal do EVI nos biomas Caatinga e Cerrado. 

 

Fonte: Adaptado de Formigoni et al. (2011). 

 

Com as amostras utilizadas para treinamento do classificador RF, é possível 

gerar uma matriz de confusão informando as taxas de acerto de cada classe 

em relação às amostras inseridas (Tabela 5.5). Esta matriz é calculada com 

base no número de pixels utilizados para treinamento, que pode variar de 

acordo com o tamanho dos polígonos utilizados para amostragem.  

 

Tabela 5.5 – Matriz de confusão entre aproximadamente 50.000 pixels utilizados para 
treinamento do classificador RF. 

 CA CE MA AG PA SO CH Taxa de 
erro (%) 

CA 43493 2422 4957 477 65 174 10 15,10 
CE 1483 46108 2184 229 8 421 1 8,57 
MA 3899 2002 43409 70 2 615 7 13,18 
AG 104 1306 28 48409 0 1 0 2,87 
PA 23 3 1 0 48611 1 0 0,57 
SO 6 3 3 1 1 50016 0 0,25 
CH 7 5 4 0 0 0 49999 0,31 

       Média  5,85% 
Onde em cinza (diagonal) são apresentados o número de pixels classificados 

corretamente e em vermelho a classe com o maior número de pixels classificados 

incorretamente.   

Fonte: Produção do autor. 



80 
 

A partir da metodologia apresentada na seção 4.9, foram obtidas as acurácias 

global, do produtor e usuário, ao intervalo de 95% de confiança, para o ano 

2000 (Tabela 5.6) e para o ano 2017 (Tabela 5.7). 

 

Tabela 5.6 – Acurácias globais, do produtor e usuário ponderadas pela área, por 
classe de uso e cobertura da terra referente ao ano 2000. 

  Referência 

C
la

ss
ific

aç
ão

 a
no

 2
00

0 

Classe CA CE MA AG PA SO CH  

CA 0,29 0,04 0,01 0,01 0,01 0,01 0,00  

CE 0,02 0,11 0,01 0,01 0,01 0,00 0,00  

MA 0,01 0,02 0,20 0,01 0,01 0,00 0,00  

AG 0,00 0,01 0,01 0,08 0,01 0,01 0,00  

PA 0,00 0,00 0,00 0,00 0,01 0,00 0,00  

SO 0,01 0,00 0,00 0,00 0,01 0,07 0,00  

CH 0,00 0,00 0,00 0,00 0,00 0,00 0,01  

Wi* 0,33 0,18 0,23 0,11 0,05 0,09 0,01  

Usuário 0,81 0,73 0,79 0,64 0,71 0,76 0,95  

Produtor 0,88 0,60 0,88 0,69 0,64 0,77 0,69  

 Acurácia Global 0,77        

* Wi a proporção de cada classe. 

Fonte: Produção do autor. 
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Tabela 5.7 – Acurácias globais, do produtor e usuário ponderadas pela área, por 
classe de uso e cobertura da terra referente ao ano 2017. 

  Referência 
C

la
ss

ific
aç

ão
 a

no
  2

01
7 

Classe CA CE MA AG PA SO CH  

CA 0,21 0,04 0,01 0,00 0,03 0,01 0,00  

CE 0,03 0,15 0,01 0,01 0,01 0,00 0,00  

MA 0,01 0,02 0,09 0,01 0,00 0,00 0,00  

AG 0,00 0,01 0,01 0,05 0,01 0,00 0,00  

PA 0,01 0,01 0,00 0,02 0,13 0,03 0,00  

SO 0,01 0,00 0,00 0,00 0,01 0,04 0,00  

CH 0,00 0,00 0,00 0,00 0,00 0,00 0,01  

Wi* 0,31 0,21 0,13 0,08 0,06 0,20 0,01  

Usuário 0,70 0,69 0,66 0,58 0,63 0,69 0,90  

Produtor 0,77 0,67 0,75 0,48 0,67 0,43 0,79  

 Acurácia Global 0,67        

* Wi a proporção de cada classe. 

Fonte: Produção do autor. 

 

Do exposto acima, infere-se que a maior confusão entre as classes está 

relacionada às vegetações de domínio da Caatinga, Cerrado e Mata Atlântica. 

Tais confusões podem ocorrer devido à semelhança entre as classes de CA e 

CE, como visto na Figura 5.8, bem como em áreas de ecótono, ou seja, áreas 

em que há o contato entre tipos de vegetação com estruturas semelhantes 

(Figura 5.9). Tais áreas são dificilmente mapeadas até mesmo por 

interpretação visual, mesmo quando os tipos de vegetação apresentam 

estruturas fisionômicas diferentes como, por exemplo, no Raso da Catarina 
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localizado na Bahia, área inserida no contato entre Savana (Cerrado), Savana-

Estépica (Caatinga) e Floresta Estacional (Mata Atlântica) na forma de ecótono. 

Isto ocorre porque os elementos que se misturam são indivíduos isolados e 

dispersos, formando conjuntos geralmente muito homogêneos (IBGE, 2012). 

 

Figura 5.9 – Esquema de área considerada ecótono. 

 

Fonte: Adaptado de IBGE (2014). 

 

Além disso, Borges e Sano (2014) evidenciam que o Cerrado Típico (Savana 

Arborizada) é a fitofisionomia com maior representação de Cerrado ainda 

existente no oeste da Bahia, entretanto, a mais suprimida. Tal formação é 

caracterizada por vegetação rala, de porte arbóreo arbustivo, atingindo alturas 

entre 3 e 6 m (GIROLAMO NETO, 2018), assemelhando-se com a 

fitofisionomia de Savana Estépica (Caatinga) Florestada (IBGE, 2012). 

Analisando a matriz de confusão geradas entre as amostras de treinamento da 

classe AG, nota-se que a maior confusão está relacionada à classe CE, o que 

pode estar relacionado à principal fronteira agrícola no estado da Bahia 

inserida no bioma. Além disso, Coutinho et al. (2012) apontam à dificuldade no 

mapeamento de áreas agrícolas com o produto MODIS, visto que a resolução 

espacial do MODIS contamina a resposta espectral causada pelos diferentes 
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usos e coberturas de áreas adjacentes à pequenas áreas agrícolas, 

descaracterizando o comportamento típico da agricultura anual. 

As classes PA e SO apresentaram os principais erros associados à classe CA, 

cujo bioma apresenta as maiores áreas em processos de desertificação e 

grandes áreas de pastagem degradado quando comparado aos outros biomas 

presentes no estado, como discutido anteriormente.  

O resultado final dos mapas de uso e cobertura da terra obtidos para os anos 

2000 e 2017 pela abordagem proposta neste trabalho exibe a espacialização 

das classes temáticas da área de estudo (Figuras 5.10 e 5.11).  
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Figura 5.10 – Mapa base de uso e cobertura da terra para o estado da Bahia referente 
ao ano 2000. 

 

Fonte: Produção do autor (2019). 
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Figura 5.11 – Mapa base de uso e cobertura da terra para o estado da Bahia referente 
ao ano 2017. 

 

Fonte: Produção do autor (2019). 

 

A Tabela 5.8 exibe a quantificação das classes mapeadas por km² em cada 

ano classificado. Como era esperado, as classes CA e MA, apresentaram 

redução das suas áreas entre os 18 anos analisados, tendo a classe CA a 

redução em 13.56% da sua área mapeada em 2000 e a classe MA a redução 

foi de 47,71%, sendo a classe mais afetada.  
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Tabela 5.8 – Quantificação das classes mapeadas em 2000 e 2017. 

Classe 2000 (km²) 2017 (km²) Variação (%) 

CA 206.614,00 178.590,69 13,56 

CE 87.690,37 117.304,79 25,24 

MA 150.443,50 78.666,19 47,71 

AG 68.911,56 57.991,07 15,84 

SO 9.281,43 32.647,00 71,57 

PA 55.204,063 113.191,81 51,23 

CH 4.718,938 4.529,75 4,01 

Fonte: Produção do autor. 

 

Na classe CH também foram observadas mudanças relacionadas à sua 

redução em 2017, que atingiu 4,01% de área reduzida. Tal redução pode estar 

associada à bacia do rio São Francisco, presente no estado da Bahia, que vem 

enfrentando condições hidrológicas adversas nos últimos anos com chuvas e 

vazões abaixo da média, tendo o seu pior ano hidrológico entre 2016/2017. Tal 

fato foi responsável pela redução da sua vazão para 600 m²/s no reservatório 

do Sobradinho, sendo considerada a menor vazão da história autorizada pela 

ANA e o IBAMA no estado da Bahia (2017). 

Do mesmo modo, o aumento nas áreas de SO e PA são observadas entre os 

dois períodos. De todas as classes analisadas, a que mais sofreu alteração e, 

neste caso, expansão, foi a classe SO, cujo aumento foi de 71,57% em 

comparação à classificação anterior. Este resultado é corroborado com os 

trabalhos realizados por Tomassela et al. (2018), Dourado (2017) e Vieira et al. 

(2015) na classificação de áreas degradadas e em risco de desertificação, 

assim como áreas em condições de estresse hídrico (CUNHA et al., 2015) no 

Nordeste, sendo observado grandes áreas afetadas particularmente na Bahia. 

A classe PA obteve expansão de 51,23%, sendo observado o seu aumento 

especialmente no bioma Caatinga devido aos aspectos já discutidos 

anteriormente. Assim, esta classe ocupa aproximadamente 20% de toda o 
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território do estado, atrás apenas dos biomas Caatinga e Cerrado em 

porcentagem de área.  

As classes CE e AG, entretanto, apresentaram resultados inversamente ao 

esperado. Onde, na classe CE houve o aumento de 25,24% e na classe AG 

houve o decréscimo de 13,56 % da sua área total mapeada em 2000 (Figura 

5.11).  

 

Figura 5.11 – Quantificação das classes mapeadas em 2000 e 2017. 

 

Fonte: Produção do autor. 

 

Também é observado que grandes áreas mapeadas como a classe MA em 

2000 foram mapeadas como CE em 2017. Este fato pode estar relacionado às 

áreas desmatadas do bioma Mata Atlântica e, consequentemente, aumento de 

pequenos fragmentos florestais. Assim, devido ao tamanho do pixel MODIS, 

maior proporção da fração solo será observada nessas áreas, e, possivelmente 

maior semelhança na proporção das imagens fração com áreas de Cerrado. 
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Em relação às áreas de agricultura, muitas áreas foram classificadas como PA 

e SO em 2017. Como discutido anteriormente sobre a dispersão dos pontos de 

cada classe, a classe PA exibia um nível de proporção da fração vegetação 

inferior a classe AG e, em contrapartida, a classe SO se diferenciava pela 

menor proporção da fração vegetação quando comparada às demais classes, 

com exceção da classe CH.  

Uma explicação para as inconsistências na classificação pode estar 

relacionada aos eventos extremos de seca, como a 2012 e 2017 (BRITO et al., 

2017; MARENGO et al., 2016). De acordo com Cunha et al. (2015), a seca é 

um fenômeno ecológico que se manifesta na redução da produção agrícola. 

Em terras áridas e semi-áridas a precipitação é sazonal, o que afeta a 

vegetação diretamente na mesma estação e indiretamente na próxima 

temporada através do “efeito memória” (PHILIPPON et al., 2005) e “efeito de 

recuperação”, ou seja, a dificuldade da vegetação para se recuperar de 

condições de seca (MARTINY et al., 2005). O efeito memória é definido como a 

capacidade de os ecossistemas semiáridos se beneficiarem dos excedentes 

hídricos, o que indica que existe claramente uma memória da precipitação 

passada em um intervalo de tempo de um ano (SCHWINNING; SALA, 2004; 

MARTINY et al., 2005). 

Para Cunha et al. (2015), a seca pode reduzir a resiliência, tornando as plantas 

mais vulneráveis a perturbações recorrentes. Assim, a vegetação pode ser 

duramente afetada por uma seca se ela for precedida por outro ano seco – 

efeito de recuperação –. Inversamente, a vegetação também poderá se 

desenvolver mesmo com baixos níveis de precipitação caso o ano anterior 

tenha sido chuvoso – efeito de memória –. 

Em resumo, considerando que 2017 também foi precedido por anos secos, as 

áreas agrícolas podem ter sido mais impactadas, sugerindo uma possível 

redução da atividade fotossintética da vegetação e, consequentemente, maior 

confusão entre os tipos de cobertura da terra, principalmente no bioma 

Caatinga. 
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A substituição das classes mapeadas de AG para SO também pode estar 

associada à degradação do solo pela agricultura. De acordo com Sampaio et 

al. (2005) a degradação no Nordeste quase sempre se inicia com o 

desmatamento e a substituição da vegetação nativa por outra cultivada. Com 

isso, o descobrimento do solo favorece o processo de erosão e o cultivo 

continuado sem reposição dos nutrientes retirados leva à perda da fertilidade. 

Não menos impactado, nas áreas de cultivo irrigado o uso de água com teores 

elevados de sais, o mau manejo dos ciclos de molhamento e a ausência de 

drenagem podem levar à salinização. Como também o uso de equipamentos 

pesados em solos de textura pesada e com teores de água inadequados 

podem acarretar a compactação dos solos. 

Outra explicação está na escolha do endmember para a geração das imagens 

fração vegetação que foram obtidos de alvos agrícolas, como as observadas 

no oeste da Bahia e cujos cultivares adotam a agricultura de precisão. Assim, 

associada à resolução espacial, aos fatores climáticos e parâmetros de entrada 

do MLME, áreas agrícolas podem ter sido subestimadas em 2017.  Além disso, 

as pastagens apresentam elevada dinâmica anual e alta sensibilidade a 

sazonalidade climática, o que contribui para a confusão existente com outras 

culturas agrícolas no processo de classificação (SANCHES, 2004; MELO, 

2017). 

Além disso, a abordagem apresentada é baseada pixel a pixel, que apresenta 

problema de representatividade espacial, ou seja, muitos pixels individuais são 

classificados como uma classe específica.  Para isto, alguns métodos de 

análise de imagens são baseados em objetos geográficos (Geographic Object-

Based Image Analysis – GEOBIA), que considera a partição da imagem em 

regiões homogêneas formadas por pixel, denominadas de segmentos ou 

objetos (KÖRTING, 2012; COSTA, 2017). Esse método torna-se, assim, uma 

alternativa frequente para a classificação convencional de imagens por pixel 

em mapeamentos da cobertura da terra (BLASCHKE, 2010). Entretanto, como 

verificado por Dutra et al. (2019b) e Dutra et al. (2019c), em algumas áreas de 

Caatinga e Cerrado, o uso de segmentadores torna o processamento mais 

complexo, dadas as características de distribuição das espécies.  
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Diante de resultados expostos com este método proposto de mapeamento, 

observa-se que a classificação da vegetação lenhosa no espaço e no tempo 

utilizando dados de Sensoriamento Remoto se torna um desafio em regiões 

cuja vegetação apresenta distribuição dispersa, além da baixa cobertura e 

baixa densidade de árvores e arbustos. Além disso, muitos métodos não fazem 

a separação dos efeitos das espécies lenhosas e herbáceas, contribuindo para 

o aumento da área foliar e biomassa nas quantificações (BRANDT et al., 2016; 

KO et al., 2009).  

O uso de modelos de mistura espectral para estimar a cobertura de plantas 

lenhosas em regiões semiáridas utilizando a fração vegetação (photosynthetic 

vegetation – PV) durante a estação seca foi reportado em estudos recentes 

adicionando a fração NPV (non-photosynthetic vegetation) (THORP et al., 

2013; YANG et al., 2012) (Figura 1), que pode incluir materiais como: matéria 

orgânica seca, serapilheira, madeira e troncos secos. 

De acordo com Yang et al. (2012), utilizar apenas a fração vegetação pode 

superestimar a vegetação arbórea em regiões semiáridas e dessa forma, o uso 

do NPV pode ser útil para analisar a dinâmica, função e estrutura da 

vegetação. Assim como, o uso das frações de sombra pode ser útil para 

distinguir árvores e arbustos de gramíneas de mais baixa estatura. 

Existem estudos que utilizam os quatro componentes: PV, NPV, sombra e solo 

para gerar classificações da cobertura da terra principalmente em áreas 

florestais com elevada biomassa, como a floresta Amazônica. Entretanto, 

poucos estudos investigaram a aplicabilidade desses componentes para 

quantificar e monitorar as mudanças da cobertura arbórea em regiões áridas e 

semiáridas e com baixa biomassa (YANG et al., 2012). 

Em relação ao classificador utilizado, o RF apresentou eficiência em conjuntos 

de dados de alta dimensão e testes com diferentes variáveis como entrada no 

modelo, como apresentados por outros autores (BREIMAN, 2001; PAL; 

MATHER, 2003). Além disso, alguns trabalhos apontam a classificação mais 

confiável das categorias mais heterogêneas, que são as mais difíceis de 
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classificar como, por exemplo, vegetações arbustivas (FRANKLIN et al., 2000, 

ROGAN et al., 2008). 

 

5.3 Perfis temporais das imagens fração 

Com base no uso de dados multitemporais das imagens fração vegetação, solo 

e sombra, foram gerados os perfis temporais exibidos nas Figuras 5.12, 5.13, 

5.14 e 5.15. Esta metodologia foi proposta de modo a observar as 

potencialidades das imagens fração para o monitoramento da cobertura da 

terra, sendo, portanto, uma análise qualitativa dos perfis temporais obtidos. 

Deste modo, apenas algumas áreas foram selecionadas para observação 

sendo: vegetação nativa da Caatinga (5.12a), Cerrado (5.12b) e Mata Atlântica 

(5.12c), além de áreas em que foram observadas à conversão de vegetação 

natural da Caatinga para agricultura perene (5.14a), degradação da vegetação 

(5.14b) e assoreamento de corpos hídricos (5.14c). 

Como já discutido anteriormente, os biomas presentes na Bahia apresentam 

características distintas como, por exemplo, a sazonalidade da vegetação 

nativa observada na CA e CE. Estas características, observadas na série 

temporal (Figuras 5.12a e 5.12b), ficam evidentes nas imagens fração quando 

as proporções das frações vegetação e solo são inversamente proporcionais. 

Ou seja, periodicamente há a maior proporção da fração solo e queda na 

proporção da fração vegetação relacionadas à queda foliar entre as espécies 

que são diretamente afetadas pela periodicidade das chuvas (REICH; 

BORCHERT, 1984; PAVÓN; BRIONES, 2001; JOLLY; RUNNING, 2004; 

SINGH; KUSHWAHA, 2005).  

De acordo com Tomasella et al. (2018), a Caatinga exibe grandes variações no 

esverdeamento da vegetação, na cobertura e na mortalidade das árvores, tanto no 

espaço como no tempo, que se refletem diretamente nos valores de reflectância de 

superfície dos sensores orbitais. Além disso, o uso de vegetação lenhosa como 

fonte de energia é prática comum de manejo e provoca respostas espectrais 

complexas que variam de ano para ano. 
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Para o bioma Mata Atlântica (5.12c) não são observadas grandes variações 

nas proporções das frações, sendo características de vegetações sempre 

verde. Entretanto, por se tratar de regiões com alta incidência de nuvens, a 

filtragem de nuvens utilizada com a seleção de pixels com boa qualidade e 

qualidade duvidosa gera vários pixels sem valores de reflectância mesmo 

baseada em uma abordagem multitemporal, justificando às quedas das frações 

para zero em determinados períodos do ano.  

 
Figura 5.12 – Perfis temporais das imagens fração vegetação, solo e sombra geradas 

entre 2000 e 2017 para amostras de Caatinga, Cerrado e Mata 
Atlântica. 

 

Exemplos de perfis temporais sem filtragem produzidos com as imagens fração 

vegetação, solo e sombra entre 2000 e 2017. Sendo: (a) vegetação de Caatinga; (b) 

Cerrado e (c) Mata Atlântica;  

Fonte: Produção do autor. 
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A variação observada entre os perfis de CA e CE estão relacionadas às 

maiores proporções e amplitude da fração vegetação no CE, tendo o 

componente solo mais acentuado nos perfis de CA. Entretanto, observando os 

perfis temporais da vegetação em ambos os biomas, nota-se que houveram 

alterações nos padrões, justificadas nas proporções mais inferiores a partir de 

2012 e 2013 coincidindo, mais uma vez, com o início da seca que atingiu a 

região. Essas alterações podem ser melhores visualizadas observando as 

imagens fração separadamente (Figuras 5.13). 

 

Figura 5.13 – Perfis temporais das imagens fração vegetação, solo e sombra geradas 
entre 2000 e 2017 observadas separadamente para amostra de 
Caatinga. 

 
Sendo: (azul) imagem fração sombra; (marrom) imagem fração solo e (verde) imagem 
fração vegetação;  

Fonte: Produção do autor. 

 
A mudança nos padrões de vegetação e solo são observadas quando há a 

conversão de vegetação nativa para agricultura (Figura 5.14a  e  Tabela 5.9a), 

quando há redução da vegetação e aumento do solo (Figura 5.14b), bem como 

o aumento de solo em áreas de corpos hídricos (Figuras 5.14c, 5.15b e Tabela 

5.9b). Estas duas últimas também são observadas principalmente a partir dos 

anos 2012 e 2013, corroborando com os impactos da seca. 

Observa-se que nos perfis temporais obtidos em corpos hídricos (Figuras 5.14c e 

5.15b), as proporções das imagens fração são apresentam valores. Isso se deve ao 

processamento das imagens disponibilizadas do sensor MODIS, visto que em 

determinados corpos hídricos os pixels são mascarados, ou seja, classificados 

como não produzidos (Figura 3.3). 
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Figura 5.14 – Perfis temporais das imagens fração vegetação, solo e sombra geradas 
entre 2000 e 2017 para amostras de conversão de vegetação natural da 
Caatinga para agricultura perene, degradação da vegetação e 
assoreamento de corpos hídricos. 

 
Exemplos de perfis temporais produzidos sem filtragem com as imagens fração vegetação, 

solo e sombra entre 2000 e 2017. Sendo: (a) conversão de vegetação natural da Caatinga 

para agricultura perene; (b) degradação natural da Caatinga; (c) áreas de solo encontradas 

em corpos hídricos.  

Fonte: Produção do autor. 
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Figura 5.15 – Perfis temporais das imagens fração vegetação, solo e sombra geradas 
entre 2000 e 2017 observadas separadamente em amostras de 
degradação da vegetação e assoreamento de corpos hídricos. 

 

Exemplos de perfis temporais produzidos sem filtragem com as imagens fração vegetação, 

solo e sombra entre 2000 e 2017. Sendo: (a) degradação natural da Caatinga; (b) 

assoreamento de corpos hídricos.  

Fonte: Produção do autor. 
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Tabela 5.9 – Exemplos de áreas de conversão da vegetação nativa da Caatinga em 
agricultura perene (a) e aumento de solo em corpos hídricos (b). 

Imagens Google Earth 
2000 

Imagens Google Earth 
2017 

  
(a) 

 

  
(b) 

 
Onde (a) representa uma área de conversão da vegetação nativa da Caatinga em 

agricultura perene, localizada na porção Norte do estado (Latitude 9º38’30” e 

Longitude 40º32’48”) e (b) exemplifica o assoreamento em parte da bacia do rio São 

Francisco, também localizado na porção Norte do estado (Latitude -9º56’10” e 

Longitude -42º10’13”). 

Fonte: Produção do autor. 

 

Ao se tratar de perfis temporais com base em imagens orbitais, diversos 

métodos de suavização de curvas têm sido propostos, tais como a média 

móvel, a mediana, a transformada de Fourier, o filtro Savitzky-Golay ou a 

transformada de Wavelet (CHEN et al., 2004; CARVALHO Jr. et al., 2006; 
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BRADLEY et al., 2007; LU et al., 2007; GALFORD et al., 2008; HIRD; 

McDERMID, 2009; COUTO Jr. et al., 2012).  

Cada método para de suavização apresenta vantagens e desvantagens, como 

exemplo, a média móvel é uma opção de fácil implementação e rápida 

execução, entretanto, os resultados deixam a desejar quando os dados 

apresentam picos estreitos (CERQUEIRA et al., 2000). Ainda segundo esses 

últimos autores, a transformada de Fourier tem como principal limitação as 

variações bruscas na série temporal, como, por exemplo, quando uma área de 

Cerrado remanescente é convertida em cultura agrícola (BORGES; SANO, 

2014).  

Alguns trabalhos sugerem, também, a não utilização de filtros e interpoladores 

no tempo, visto que estes processamentos podem gerar valores de 

preenchimento irreais, especialmente em vegetações tão impactadas pela 

sazonalidade (BRANDT et al., 2016). Entretanto, Borges e Sano (2014) 

apontam que a escolha do filtro mais adequado para a suavização de séries 

temporais constitui-se das etapas de pré-processamento que deve ser 

considerada em estudos que envolvam séries temporais.   

Assim, o uso dos perfis temporais das imagens fração demonstram 

potencialidades para analisar a relação entre a resposta da vegetação e a 

influência dos fatores climáticos de precipitação e temperatura nos diferentes 

biomas do Nordeste, podendo ser empregadas análises estatísticas, algoritmos 

de séries temporais para extração de métricas e atributos de sazonalidade, 

como, por exemplo, o TIMESAT (EKLUNDH; JÖNSSON, 2012) e métodos 

capazes de detectar quebras de padrão no comportamento das tendências, 

como o BFAST (Breaks For Additive Seasonal and Trend ) (VERBESSELT et 

al., 2010). 
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6 CONCLUSÕES E RECOMENDAÇÕES 

O método utilizado nesta dissertação para estimar os endmembers demonstra 

o potencial do Modelo Linear de Mistura Espectral para relacionar informações 

provenientes de sensores com diferentes resoluções espaciais e espectrais. As 

análises realizadas demonstraram que as respostas espectrais estimadas 

permitiram a melhoria dos resultados no que se refere ao erro, à variabilidade e 

à identificação das proporções dos componentes, visto que a escolha indevida 

de pixels considerados como puros em produtos de baixa e moderada 

resolução espacial pode superestimar ou subestimar os resultados obtidos.   

Quanto ao mapeamento da cobertura vegetal, o método proposto baseado nas 

imagens fração contendo o valor máximo das proporções, reduziu a 

dimensionalidade dos dados e realçou as classes de interesse. Este método 

possui a vantagem de considerar toda a série temporal de um ano, 

minimizando os efeitos de nuvens principalmente quando considerado o estado 

da Bahia, que apresenta este fator limitante nos mapeamentos atuais. Além 

disso, minimiza a influência da sazonalidade da vegetação nativa da Caatinga 

e Cerrado por não determinar únicos períodos secos e únicos períodos úmidos, 

que, por sua vez, variam ao longo do estado. Ao mesmo tempo, o método 

permitiu a extração de informações importantes relacionadas aos padrões das 

classes de uso e cobertura da terra ao longo de um período. 

Embora os resultados tenham apresentado inconsistências na classificação de 

determinados tipos de cobertura, incertezas podem estar associadas à 

heterogeneidade da paisagem dentro de uma célula de 250 x 250 m do sensor 

utilizado, dificultando o mapeamento de pequenas alterações ambientais que 

podem não ser detectadas devido à resolução espacial.  Por outro lado, a 

melhor resolução temporal aumentou a probabilidade de encontrar pixels sem a 

incidência de nuvens, sendo possível a extração de valores ao menos uma 

única vez ao ano, o que poderia não ocorrer em sensores com menor 

resolução temporal. 

Outro fator está relacionado à dificuldade de separação das vegetações 

sazonais encontradas na Caatinga e Cerrado, também demonstrado por outros 
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trabalhos, e que, apresentam respostas espectrais semelhantes. Adicionado a 

este fator, observa-se que os eventos extremos de seca que têm atingido o 

Nordeste nos últimos anos, como o ocorrido entre 2012 e 2017, podem ter 

influenciado na confusão entre classes, especialmente as mais afetadas pela 

seca no semi-árido Nordestino. 

Neste sentido, o uso da série temporal das imagens fração derivadas do 

Modelo Linear de Mistura Espectral para o monitoramento da vegetação, 

mostrou-se sensível para a detecção da sazonalidade e caracterização dos 

padrões das diferentes formações vegetais. Além disso, evidenciou a redução 

do componente vegetação e aumento do componente solo especialmente em 

anos caracterizados por eventos extremos de seca.  

Com base nestas conclusões, as abordagens aqui apresentadas nesta 

dissertação abrem uma série de perguntas e hipóteses. Diante de um cenário 

de mudanças no uso e cobertura da terra e eventos extremos induzidos por 

oscilações climáticas, a região Nordeste pode ser considerada como um caso 

de estudo ideal para entender a magnitude dos impactos destas mudanças em 

ecossistemas tropicais e a sua relação com a vegetação.  

Assim, recomenda-se para trabalhos futuros em relação à classificação: a 

separação de regiões com base nas tipologias climáticas para, então, 

determinar os períodos úmidos e secos para a melhor discriminação de 

classes. Uso de outras variáveis de entrada na classificação, como, por 

exemplo, a imagem fração NPV (non-photosynthetic Vegetation), altimetria, 

precipitação e outras variáveis estatísticas como o desvio padrão das imagens 

fração vegetação, solo e sombra. Além disso, recomenda-se a aquisição de 

dados de campo para coleta de amostras mais representativas da vegetação. 

Em relação ao monitoramento por séries temporais, recomenda-se a utilização 

de métodos de suavização e interpoladores no tempo, assim como o uso de 

algoritmos para extração de métricas e detecção de mudanças.  Sugere-se 

também o uso de dados de precipitação e temperatura para as análises 

relacionadas à resposta da vegetação em relação aos fatores abióticos. 
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Por fim, conclui-se que umas das principais potencialidades para o uso dos 

métodos aqui apresentados está na possibilidade de estender as informações 

das imagens fração contidas em escala local para estudos relacionados ao 

mapeamento e monitoramento do uso e cobertura da terra em escalas regional 

e global. 
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