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RESUMO

A segmentação de imagens é um problema fundamental no processamento de ima-
gens e uma operação comum em Sensoriamento Remoto que tem sido amplamente
utilizada, especialmente na Análise Geográfica de Imagens Baseadas em Objetos.
Neste trabalho, é proposto um novo método de segmentação não supervisionado,
baseado em campos aleatórios condicionais. O método utiliza três níveis de informa-
ção para a segmentação contextual: (1) obtido com uma classificação de pixel não
supervisionada com o algoritmo Fuzzy C-Médias, em que o número de grupos é ob-
tido usando uma abordagem baseada na morfologia matemática; (2) a vizinhança 8-
conectada do pixel; e (3) de informações contextuais através de superpixel. O método
foi testado com 4 conjuntos de dados, uma imagem multiespectral do WorldView-2,
com 2 m de resolução espacial, uma imagem Quickbird com 60 cm de resolução espa-
cial, uma imagem do sensor OLI/Landsat-8, com 30 m de resolução espacial e uma
imagem do sensor MUX/CBERS-4, com 20 m de resolução espacial. Os resultados
foram avaliados com 6 medidas de qualidade e seu desempenho foi comparado com
outros algoritmos de segmentação de imagem que são usualmente aplicados pela co-
munidade de Sensoriamento Remoto. Os resultados indicam bom desempenho geral
do algoritmo, alcançando resultados similares aos de outros métodos tradicionais
aplicados pela comunidade de sensoriamento remoto.

Palavras-chave: Segmentação de imagens. Processamento de Imagens. Sensoria-
mento Remoto.
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CONTEXTUAL SEGMENTATION METHOD FOR OPTICAL
REMOTE SENSING IMAGERY BASED ON THE THEORY OF

CONDITIONAL RANDOM FIELDS

ABSTRACT

Image segmentation is a fundamental problem in image processing and a common
operation in Remote Sensing that has been widely used especially on Geographic
Object-Based Image Analysis. In this paper, we propose a new unsupervised seg-
mentation algorithm, that is based on Conditional Random Fields. The method use
three levels of information: (1) obtained with an unsupervised pixel classification
with Fuzzy C-Means algorithm, in which the number of groups is obtained using a
straightforward approach; (2) the 8-connected neighborhood of a pixel; and (3) pro-
vision of context information granted by a priori segmentation. The algorithm was
tested with 4 datasets, a WorldView-2 multispectral image, with 2 m of spatial reso-
lution, a Quickbird image with 60cm of spatial resolution, an image of OLI/Landsat-
8 sensor, with 30 m of spatial resolution and an image of MUX/CBERS-4 sensor,
with 20 m of spatial resolution. The results were evaluated with 6 quality mea-
sures, and the method performance was compared with other image segmentation
algorithms that are usually applied by the Remote Sensing community. Results in-
dicate a good overall performance of the proposed method, reaching similar results
to traditional methods applied by the remote sensing community.

Keywords: Image segmentation. Image processing. Remote Sensing.

xiii





LISTA DE FIGURAS

Pág.

2.1 Técnica de limiarização. . . . . . . . . . . . . . . . . . . . . . . . . . . . 7
2.2 Técnica de divisão e fusão de regiões. . . . . . . . . . . . . . . . . . . . . 10
2.3 Ilustração do processo de segmentação do algoritmo Watershed. . . . . . 11
2.4 Exemplo de um grafo. . . . . . . . . . . . . . . . . . . . . . . . . . . . . 14
2.5 Adjacências Euclidianas em espaços 2D e 3D. a) Vizinhança 4-conectada,

b) Vizinhança 8-conectada, c) Vizinhança 20-conectada, d) Vizinhança
6-conectada representada em 3D. . . . . . . . . . . . . . . . . . . . . . . 15

2.6 Resultado de diferentes abordagens para divisão de imagem em tiles. . . 18
2.7 Área de amortização definida pelo método de Lassalle et al. (2015). a)

Representa as regiões estáveis dentro do tile. b) Os segmentos em verme-
lho destacam os segmentos localizados na borda do tile. c) Representa a
margem de estabilidade após uma iteração, que corresponde aos novos
segmentos adicionados. . . . . . . . . . . . . . . . . . . . . . . . . . . . . 19

3.1 Comportamento das funções potenciais P n Potts e P n Potts Robusto. . . 28

4.1 Estrutura do algoritmo de segmentação proposto. . . . . . . . . . . . . . 31
4.2 Estrutura do método Divide and Segment. . . . . . . . . . . . . . . . . . 32
4.3 Imagem de bordas antes e após a aplicação do filtro de mediana. . . . . . 34
4.4 Relações de adjacência utilizadas para construção da matriz de adjacência. 35
4.5 Etapas realizadas pelo algoritmo de segmentação proposto. . . . . . . . . 37
4.6 Elementos estruturantes utilizados. . . . . . . . . . . . . . . . . . . . . . 38
4.7 Definição dos mínimos regionais. . . . . . . . . . . . . . . . . . . . . . . 39
4.8 Resultados da etapa de união das sementes. a) Imagem original, b) se-

mentes obtidas no processo de detecção dos mínimos Regionais (12 pa-
drões) e c) sementes após a etapa de união (re-rotulação) (8 padrões). . . 40

5.1 Polígonos de Referência dos datasets OLI e MUX. . . . . . . . . . . . . . 51
5.2 Gráfico Precisão-Revocação. . . . . . . . . . . . . . . . . . . . . . . . . . 53
5.3 Processo de geração do dataset WorldView-2 . . . . . . . . . . . . . . . . 55
5.4 Resultado do Divide and Segment na imagem Quickbird (Composição

Colorida: R3G2B1). . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 57
5.5 Telhados cortados pela imagem gerada pelo Divide and Segment sobre

composição colorida: R3G2B1. . . . . . . . . . . . . . . . . . . . . . . . . 58
5.6 Linhas de corte para divisão dos tiles. . . . . . . . . . . . . . . . . . . . . 59

xv



5.7 Classificação obtida para imagem WorldView-2 utilizando estratégia não
supervisionada. Linhas pretas delimitam as referências utilizadas. . . . . 60

5.8 Classificação obtida para imagem Quickbird utilizando estratégia não
supervisionada. Linhas pretas delimitam as referências utilizadas e linhas
pretas pontilhadas, o limite do tile gerado através do Dividir e Segmentar. 61

5.9 Classificação obtida para imagem OLI utilizando estratégia não supervi-
sionada. Linhas pretas delimitam as referências utilizadas. . . . . . . . . 62

5.10 Classificação obtida para imagem MUX utilizando estratégia não super-
visionada. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 63

5.11 Histograma da diferença espectral entre as mínimos regionais da imagem
MUX. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 63

5.12 Da esquerda para direta: Imagem original com a referência sobreposta,
segmentação com MRS, segmentação com Meanshift, segmentação com
o algoritmo de Bins e a segmentação com o algoritmo proposto. . . . . . 65

5.13 Boxplot da métrica Precisão no dataset WorldView-2. . . . . . . . . . . . 67
5.14 Boxplot da métrica Revocação no dataset WorldView-2. . . . . . . . . . . 68
5.15 Boxplot da métrica F–Measure no dataset WorldView-2. . . . . . . . . . 68
5.16 Boxplot da métrica FITXY no dataset WorldView-2. . . . . . . . . . . . 69
5.17 Boxplot da métrica FITN no dataset WorldView-2. . . . . . . . . . . . . 70
5.18 Boxplot da métrica Gshape no dataset WorldView-2. . . . . . . . . . . . . 70
5.19 Gráfico de dispersão - Precisão e Revocação. . . . . . . . . . . . . . . . . 72
5.20 Resultados da segmentação do dataset Quickbird. Polígonos amarelos são

as referências delineadas por um especialista e os polígonos com bordas
vermelhas são os resultados produzidos por cada algoritmo. . . . . . . . . 74

5.21 Boxplot da métrica Precisão no dataset Quickbird. . . . . . . . . . . . . 75
5.22 Boxplot da métrica Revocação no dataset Quickbird. . . . . . . . . . . . 76
5.23 Boxplot da métrica F–Measure no dataset Quickbird. . . . . . . . . . . . 77
5.24 Boxplot da métrica FITXY no dataset Quickbird. . . . . . . . . . . . . 77
5.25 Boxplot da métrica FITN no dataset Quickbird. . . . . . . . . . . . . . 78
5.26 Boxplot da métrica Gshape no dataset Quickbird. . . . . . . . . . . . . . . 79
5.27 Total de segmentos gerados por cada algoritmo de segmentação no data-

set Quickbird. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 80
5.28 Segmentação da imagem Quickbird antes e depois do processo de agrega-

ção. Os segmentos pretos foram gerados sem a área mínima, os vermelhos
foram obtidos após a agregação dos polígonos menores que 20m2. . . . . 82

5.29 Resultados da segmentação do dataset OLI/Landsat-8. Polígonos amare-
los são as referências delineadas por um especialista e os polígonos com
bordas vermelhas são os resultados produzidos por cada algoritmo. . . . 84

5.30 Boxplot da métrica Precisão no dataset OLI/Landsat-8. . . . . . . . . . . 86

xvi



5.31 Boxplot da métrica Revocação no dataset OLI/Landsat-8. . . . . . . . . 86
5.32 Boxplot da métrica F–Measure no dataset OLI/Landsat-8. . . . . . . . . 87
5.33 Boxplot da métrica FITXY no dataset OLI/Landsat-8. . . . . . . . . . 88
5.34 Boxplot da métrica FITN no dataset OLI/Landsat-8. . . . . . . . . . . 89
5.35 Boxplot da métrica Gshape no dataset OLI/Landsat-8. . . . . . . . . . . . 90
5.36 Total de segmentos gerados por cada algoritmo de segmentação. . . . . . 92
5.37 Resultados da classificação do dataset OLI/Landsat-8 sobrepostos pelos

segmentos gerados pelo algoritmo proposto. . . . . . . . . . . . . . . . . 93
5.38 Resultados da segmentação do dataset MUX/CBERS-4. Polígonos ama-

relos são as referências delineadas por um especialista e os polígonos com
bordas vermelhas são os resultados produzidos por cada algoritmo. . . . 95

5.39 Total de segmentos gerados por cada algoritmo de segmentação para o
dataset MUX/CBERS-4. . . . . . . . . . . . . . . . . . . . . . . . . . . . 96

5.40 Boxplot da métrica Precisão no dataset MUX/CBERS-4. . . . . . . . . . 97
5.41 Boxplot da métrica Revocação no dataset MUX/CBERS-4. . . . . . . . . 98
5.42 Boxplot da métrica F–Measure no dataset MUX/CBERS-4. . . . . . . . 98
5.43 Boxplot da métrica FITXY no dataset MUX/CBERS-4. . . . . . . . . . 99
5.44 Boxplot da métrica FITN no dataset MUX/CBERS-4. . . . . . . . . . . 100
5.45 Boxplot da métrica Gshape no dataset MUX/CBERS-4. . . . . . . . . . . 101

xvii





LISTA DE TABELAS

Pág.

5.1 Informações das imagens de alta resolução. . . . . . . . . . . . . . . . . . 49
5.2 Informações das imagens de média resolução. . . . . . . . . . . . . . . . . 49
5.3 Resultados obtidos por cada algoritmo. . . . . . . . . . . . . . . . . . . . 66
5.4 Precisão - WorldView-2 . . . . . . . . . . . . . . . . . . . . . . . . . . . 71
5.5 Revocação - WorldView-2 . . . . . . . . . . . . . . . . . . . . . . . . . . 71
5.6 F–Measure - WorldView-2 . . . . . . . . . . . . . . . . . . . . . . . . . . 71
5.7 FITXY - WorldView-2 . . . . . . . . . . . . . . . . . . . . . . . . . . . 71
5.8 FITN - WorldView-2 . . . . . . . . . . . . . . . . . . . . . . . . . . . . 71
5.9 Gshape - WorldView-2 . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 71
5.10 Resultados obtidos por cada algoritmo para o dataset Quickbird. . . . . . 75
5.11 Precisão - Quickbird . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 80
5.12 Revocação - Quickbird . . . . . . . . . . . . . . . . . . . . . . . . . . . . 80
5.13 F–Measure - Quickbird . . . . . . . . . . . . . . . . . . . . . . . . . . . . 80
5.14 FITXY - Quickbird . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 80
5.15 FITN - Quickbird . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 80
5.16 Gshape - Quickbird . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 80
5.17 Resultados obtidos pelo algoritmo UCS antes e após a agregação dos

polígonos menores que 20m2. . . . . . . . . . . . . . . . . . . . . . . . . 81
5.18 Resultados obtidos por cada algoritmo para o dataset OLI/Landsat-8. . . 85
5.19 Precisão - OLI/Landsat-8 . . . . . . . . . . . . . . . . . . . . . . . . . . 91
5.20 Revocação - OLI/Landsat-8 . . . . . . . . . . . . . . . . . . . . . . . . . 91
5.21 F–Measure - OLI/Landsat-8 . . . . . . . . . . . . . . . . . . . . . . . . . 91
5.22 FITXY - OLI/Landsat-8 . . . . . . . . . . . . . . . . . . . . . . . . . . 91
5.23 FITN - OLI/Landsat-8 . . . . . . . . . . . . . . . . . . . . . . . . . . . 91
5.24 Gshape - OLI/Landsat-8 . . . . . . . . . . . . . . . . . . . . . . . . . . . . 91
5.25 Resultados obtidos por cada algoritmo para o dataset MUX/CBERS-4. . 96
5.26 Precisão - MUX/CBERS-4 . . . . . . . . . . . . . . . . . . . . . . . . . . 102
5.27 Revocação - MUX/CBERS-4 . . . . . . . . . . . . . . . . . . . . . . . . 102
5.28 F–Measure - MUX/CBERS-4 . . . . . . . . . . . . . . . . . . . . . . . . 102
5.29 FITXY - MUX/CBERS-4 . . . . . . . . . . . . . . . . . . . . . . . . . 102
5.30 FITN - MUX/CBERS-4 . . . . . . . . . . . . . . . . . . . . . . . . . . . 102
5.31 Gshape - MUX/CBERS-4 . . . . . . . . . . . . . . . . . . . . . . . . . . . 102
5.32 Valores da estatística Plus/Minus . . . . . . . . . . . . . . . . . . . . . . 103

A.1 Polígonos de Referência do dataset WorldView-2. . . . . . . . . . . . . . 129

xix



A.2 Polígonos de Referência do dataset Quickbird. . . . . . . . . . . . . . . . 131

xx



SUMÁRIO

Pág.

1 INTRODUÇÃO . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 1
1.1 Objetivo e hipótese . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 2
1.2 Contribuições do trabalho . . . . . . . . . . . . . . . . . . . . . . . . . . 3
1.3 Organização do trabalho . . . . . . . . . . . . . . . . . . . . . . . . . . . 3

2 SEGMENTAÇÃO DE IMAGENS . . . . . . . . . . . . . . . . . . 5
2.1 Detecção de descontinuidades . . . . . . . . . . . . . . . . . . . . . . . . 6
2.2 Segmentação Baseada em Similaridade . . . . . . . . . . . . . . . . . . . 6
2.2.1 Segmentação Baseada em Regiões . . . . . . . . . . . . . . . . . . . . . 7
2.2.1.1 Crescimento de regiões . . . . . . . . . . . . . . . . . . . . . . . . . . 8
2.2.1.2 Divisão e Fusão . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 9
2.2.2 Transformada Watershed . . . . . . . . . . . . . . . . . . . . . . . . . . 10
2.2.3 Segmentação no Espaço de Atributos . . . . . . . . . . . . . . . . . . . 11
2.3 Segmentação de Imagem por Grafos . . . . . . . . . . . . . . . . . . . . . 13
2.3.1 Definições e Notações . . . . . . . . . . . . . . . . . . . . . . . . . . . 14
2.3.2 Particionamento do Grafo . . . . . . . . . . . . . . . . . . . . . . . . . 15
2.4 Segmentação em Paralelo . . . . . . . . . . . . . . . . . . . . . . . . . . 17

3 SEGMENTAÇÃO DE IMAGENS VIA ABORDAGEM BAYE-
SIANA . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 21

3.1 Campos Aleatórios de Markov - (Markov Random Fields) . . . . . . . . . 21
3.1.1 Campo de Markov . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 22
3.2 Campo Aleatório Condicional - (Conditional Random Field) . . . . . . . 24
3.3 Função de Energia . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 25
3.4 Segmentação Baseada em Campos Aleatórios . . . . . . . . . . . . . . . 29

4 UNSUPERVISED CONTEXTUAL SEGMENTATION . . . . . 31
4.1 Divide and Segment . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 32
4.1.1 Detecção de bordas . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 33
4.1.2 Definição dos pontos iniciais . . . . . . . . . . . . . . . . . . . . . . . . 33
4.1.3 Definição da linha de corte . . . . . . . . . . . . . . . . . . . . . . . . . 34
4.2 Segmentação . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 35
4.2.1 Extração de marcadores para identificação de padrões . . . . . . . . . 37

xxi



4.2.2 Rotulação Inicial . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 40
4.2.3 Modelo de Energia . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 41
4.2.3.1 Componente Unária . . . . . . . . . . . . . . . . . . . . . . . . . . . 42
4.2.3.2 Componente de Iteração Espacial . . . . . . . . . . . . . . . . . . . . 42
4.2.3.3 Componente de Alta-Ordem . . . . . . . . . . . . . . . . . . . . . . . 44
4.2.4 Minimização de energia . . . . . . . . . . . . . . . . . . . . . . . . . . 44
4.3 Funcionamento . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 45

5 RESULTADOS E AVALIAÇÃO . . . . . . . . . . . . . . . . . . . 49
5.1 Construção dos Datasets . . . . . . . . . . . . . . . . . . . . . . . . . . . 49
5.2 Avaliação dos Resultados . . . . . . . . . . . . . . . . . . . . . . . . . . . 50
5.2.1 Precisão-Revocação . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 51
5.2.2 Medidas de Sucesso . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 52
5.2.3 Teste de Hipótese . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 56
5.3 Desempenho do Algoritmo . . . . . . . . . . . . . . . . . . . . . . . . . . 56
5.3.1 Tempo de Execução . . . . . . . . . . . . . . . . . . . . . . . . . . . . 56
5.3.2 Divide and Segment . . . . . . . . . . . . . . . . . . . . . . . . . . . . 57
5.3.3 Fuzzy C-Means - Componente Unária . . . . . . . . . . . . . . . . . . 59
5.4 Testes de Segmentação . . . . . . . . . . . . . . . . . . . . . . . . . . . . 64
5.4.1 Worldview-2 . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 64
5.4.2 Quickbird . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 72
5.4.3 Landsat-8/OLI . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 82
5.4.4 MUX/CBERS-4 . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 93
5.5 Discussão . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 102

6 CONCLUSÕES . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 105

REFERÊNCIAS BIBLIOGRÁFICAS . . . . . . . . . . . . . . . . . . 109

APÊNDICE A - REFERÊNCIAS UTILIZADAS PARA AVALIA-
ÇÃO DOS DATASETS WORLDVIEW-2 E QUICKBIRD. . . . . . . 127

APÊNDICE B - INFORMAÇÕES SOBRE OS BOXPLOTS APRE-
SENTADOS NO CAPÍTULO 7. . . . . . . . . . . . . . . . . . . . . . . 133
B.1 WorldView-2 . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 133
B.2 Quickbird . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 135
B.3 OLI . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 137
B.4 MUX . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 139

xxii



APÊNDICE C - MAPAS DE SEGMENTAÇÃO . . . . . . . . . . . . 143

xxiii





1 INTRODUÇÃO

O desenvolvimento de sistemas autônomos que reproduzam as capacidades do sis-
tema visual humano, é alvo de interesse em diversas áreas do conhecimento, como
por exemplo, Visão Computacional. De acordo com Ballard e Brown (1982), a Visão
Computacional é dedicada à construção de descritores que atribuem significado aos
objetos presentes em uma imagem digital. Para o desenvolvimento destes sistemas,
diversas etapas precisam ser realizadas nas imagens, sendo a segmentação uma das
principais.

Segundo Soille (1999), a segmentação é definida como o processo que divide uma
imagem digital em regiões uniformes, cujos pixels possuem características seme-
lhantes de acordo com algum critério de similaridade. A segmentação de imagens
faz parte da cadeia de processos para extração de informação no Sensoriamento Re-
moto, sendo essencial para a Análise de Imagens Baseada em Objetos Geográficos
(Geographic Object-Based Image Analysis - GEOBIA). Devido à sua importância,
vários métodos de segmentação têm sido desenvolvidos para melhorar o processo de
particionamento da imagem e a identificação de objetos (BAATZ; SCHÄPE, 2000; HAY

et al., 2005; KöRTING et al., 2011; SALDANHA, 2013; HU et al., 2016; GONZALO-MARTÍN

et al., 2016). Mas para que o processo de segmentação seja eficiente, os algoritmos
devem ser capazes de identificar as relações entre os pixels, ou seja, o contexto em
que um determinado pixel está inserido (FELZENSZWALB; HUTTENLOCHER, 2004;
GURNEY; TOWNSHEND, 1983).

Para segmentar uma imagem, os métodos desenvolvidos na Visão Computacional
fundamentam-se em teorias sobre a percepção visual, onde o processo de definição
de um objeto não ocorre a partir de elementos isolados, mas sim, pela compreensão
do todo. Segundo Wertheimer (1938), o processo de identificação de um objeto
utiliza características de similaridade tais como a cor, um determinado padrão ou a
proximidade entre os objetos.

Nos métodos clássicos de segmentação de imagens aplicados na área de Sensoria-
mento Remoto, em especial na GEOBIA, a informação contextual não é utilizada
de forma direta. Usualmente é utilizada a abordagem de segmentação multiescala,
na qual são realizadas diversas segmentações. Cada uma delas é realizada com di-
ferentes parâmetros, com o objetivo de criar áreas menores ou maiores, englobando
mais ou menos objetos. Isso faz com que essa abordagem possua um grande custo
computacional, além do tempo gasto na definição dos parâmetros.
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Uma forma direta de integrar a informação contextual no processo de segmentação,
é através da Teoria Bayesiana. Essa abordagem tem atraído interesse devido ao só-
lido arcabouço matemático e por ser fundamentada em inferência estatística e em
informações a priori. Os métodos de segmentação baseados nesta teoria favorecem
o particionamento de imagens com conteúdo não determinístico, como diferentes
texturas e ruídos, que são um desafio para os métodos tradicionais (VANTARAM;

SABER, 2012). Esses métodos maximizam a informação a posteriori, ou seja, a ima-
gem é segmentada por meio da solução de um problema de estimação do maximum
a posteriori (MAP), que pode ser resolvido utilizando diversos métodos (BESAG,
1986; BOYKOV et al., 2001; FELZENSZWALB; HUTTENLOCHER, 2006; KOLMOGOROV,
2006). Nesta abordagem podem ser utilizados diferentes tipos de modelos, como os
tradicionais Campos Aleatórios de Markov (Markov Random Fields – MRF), que
são capazes de expressar relações globais em termos de estatísticas locais da imagem
(BARKER; RAYNER, 2000), ou como os Campos Aleatórios Condicionais (Conditional
Random Fields – CRF).

O CRF tem sido utilizado para o delineamento de objetos e cenas urbanas (YANG

et al., 2015; PERCIANO et al., 2016; ZHU et al., 2016; GAO et al., 2016; ZHANG et al.,
2016), sendo combinados inclusive com técnicas de Deep-Learning (DO; ARTIERES,
2010; ZHENG et al., 2015; CELIKYILMAZ et al., 2016). No Sensoriamento Remoto, o
ele vem sendo especialmente aplicados em análises de detecção de mudanças em
imagens de alta resolução espacial (HOBERG et al., 2015; ZHOU et al., 2016; LV et al.,
2016; CAO et al., 2016; LV et al., 2018) e de classificação de imagens (TUIA et al., 2018;
PAN; ZHAO, 2018; ZEGGADA et al., 2018; YANG et al., 2018). Uma vantagem desse
método em relação aos tradicionais MRF é que este tipo de modelo Bayesiano, é
globalmente condicionado aos dados de entrada, diferente do MRF, o que permite
uma modelagem da imagem de forma mais direta.

Apesar dos recentes avanços, a segmentação de imagens ainda é um processo custoso
computacionalmente e difícil, que depende muito do tipo de dado e da aplicação.
Algoritmos de segmentação não supervisionados capazes de lidar com a informação
contextual, e que sejam intuitivos ao usuário, ainda representa uma lacuna na área
de Sensoriamento Remoto.

1.1 Objetivo e hipótese

Como destacado por Weinman et al. (2004) a informação contextual é importante no
processo de segmentação. Se pixels vizinhos possuem incorretamente o mesmo rótulo,
pode-se penalizar essa condição através da descontinuidade entre esses pixels para
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alterar um dos rótulos. Entretanto, modelos que consideram a vizinhança imediata
de um pixel permitem a incorporação de relações apenas entre pares de pixels, sendo
incapazes de impor dependência em níveis regionais (MÁRQUEZ-NEILA et al., 2014).

Para modelar relações de interdependência em nível regional, ou seja, no contexto
não imediato de um pixel, podem ser utilizados, por exemplo, grafos completamente
conectados (KRÄHENBÜHL; KOLTUN, 2012), que possuem um alto custo computaci-
onal. Uma alternativa mais simples, consiste na utilização de uma função de energia
de alta-ordem para incentivar a consistência dos rótulos em nível regional. Modelos
desse tipo levam em consideração tanto informação espectral do pixel de forma iso-
lada, como também suas relações de vizinhança em nível local e regional na imagem.

Combinando esta estrutura com CRF, pode-se obter um modelo capaz de detectar
relações de vizinhança de forma robusta por meio da modelagem direta da probabi-
lidade condicional. Dessa forma o objetivo central deste trabalho é desenvolver um
método de segmentação contextual e não supervisionado baseado na Teoria de CRF.

Diante do exposto, propõe-se a hipótese de que um método de segmentação não
supervisionado baseado em Campos Aleatórios Condicionais de alta-ordem é capaz de
obter melhores resultados em comparação aos métodos tradicionais de segmentação
de imagens de Sensoriamento Remoto?

1.2 Contribuições do trabalho

A principal contribuição desta tese é o desenvolvimento de um algoritmo não super-
visionado para a segmentação de imagens baseado na teoria de Campos Aleatórios
Condicionais de alta-ordem.

1.3 Organização do trabalho

Primeiramente fundamentos sobre segmentação de imagens são introduzidos no Ca-
pítulo 2, seguido de uma revisão sobre métodos de segmentação baseados na Teoria
Bayesiana no Capítulo 3.

No Capítulo 4 é apresentado o algoritmo de segmentação proposto baseado na in-
formação contextual obtida a priori de forma não supervisionada para realizar a
segmentação de imagens.

No Capítulo 5 são apresentados os resultados da segmentação comparando-os com
outros métodos. Finalmente, as conclusões e sugestões de trabalhos futuros são apre-
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sentados no Capítulo 6.
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2 SEGMENTAÇÃO DE IMAGENS

O princípio da segmentação de imagens foi introduzido no início do século XX por
psicólogos alemães, que demonstraram que o sistema visual humano realiza agru-
pamentos baseados na proximidade, similaridade e continuidade dos objetos obser-
vados (FACON, 1993). Este princípio foi estendido para o contexto computacional e
deu origem aos primeiros algoritmos de segmentação.

O objetivo da segmentação é particionar uma imagem em diferentes regiões de forma
que os pixels contidos em uma mesma região sejam similares de acordo com as propri-
edades do pixel e critérios de similaridade. O nível de particionamento da imagem
depende do problema a ser resolvido, sendo crítico para o sucesso ou fracasso na
análise de imagens digitais (GONZALEZ; WOODS, 2010). O processo é essencialmente
empírico e único para cada imagem, em função, sobretudo, das características da
imagem, dos objetos contidos nela e das características do sensor.

Diversos trabalhos de revisão sobre segmentação foram desenvolvidos ao longo dos
anos (FU; MUI, 1981; HARALICK; SHAPIRO, 1985; PAL; PAL, 1993; KHAN, 2014; ZAI-

TOUN; AQEL, 2015). Gonzalez e Woods (2010) classificam os métodos de segmenta-
ção segundo duas propriedades básicas, relacionadas ao nível de cinza da imagem:
a descontinuidade e a similaridade.

Vantaram e Saber (2012), propõem a divisão dos métodos de segmentação de forma
mais detalhada, seguindo uma estrutura hierárquica em dois níveis. O primeiro
grupo, o de alto nível, agrupa os métodos de acordo com o tipo da imagem, o
nível de iteração do analista, da representação da imagem, de seus atributos e do
princípio do método. O segundo nível, subdivide essas classes de forma mais direta,
baseando-se em suas características, como por exemplo, a utilização da informação
espacial.

Outra forma de agrupar os métodos de segmentação é em função da sua abordagem,
que pode ser baseada na imagem ou orientada por modelos. A abordagem baseada
em imagem, extrai o objeto com base nas propriedades estatísticas da imagem, e
inclui a maioria das técnicas de segmentação baseadas em borda (DEY et al., 2010).
Já a abordagem baseada em modelos pressupõe que os objetos em uma imagem são
representados por um determinado padrão.

A maioria destes modelos é fundamentada na Teoria Bayesiana, portanto, eles de-
pendem fortemente da inferência estatística e da informação a priori sobre os dados.
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Nesta abordagem, o objetivo é rotular cada pixel com um rótulo ideal, que é aquele
cujo pixel possui a maior probabilidade de pertencimento, definida em função da
similaridade do pixel ao rótulo. Geralmente os métodos Bayesianos, empregam al-
goritmos de minimização para encontrar o particionamento ideal e são estruturados
em um grafo (KOLTUN, 2011; CAMPBELL et al., 2013).

Por questão de organização e facilidade de leitura, nesse capítulo são apresentados os
métodos baseados em imagem, que são os mais aplicados no Sensoriamento Remoto.
No capítulo a seguir, a abordagem Bayesiana será apresentada.

2.1 Detecção de descontinuidades

Os métodos de segmentação baseados em descontinuidades buscam particionar a
imagem por meio da detecção desses elementos, que pode ser realizada por opera-
dores baseados em derivadas locais, usualmente implementados por meio de filtros
de tamanhos variados, que calculam as diferenças ponderadas entre o ponto central
e os seus vizinhos (PRATT, 2002). Essas descontinuidades ocorrem devido a vari-
ação abrupta dos tons de cinza, sob forma de pontos isolados, linhas ou bordas
(GONZALEZ; WOODS, 2010).

Os métodos de detecção de pontos e linhas baseiam-se nos conceitos matemáticos de
Gradiente e Laplaciano e são implementados por meio de máscaras de convolução,
que são aplicadas sobre os pixels da imagem. Outra forma de obter o gradiente de
uma imagem é com base na morfologia matemática, por meio do gradiente mor-
fológico. Segundo Bins et al. (1996), a presença de pequenas lacunas nos limites
das bordas, ocasionados pela sensibilidade a variações locais de intensidade, geram
falhas que permitem que regiões que possuem baixa similaridade sejam unidas na
segmentação, o que faz com que um único segmento represente mais de um objeto.

2.2 Segmentação Baseada em Similaridade

Esse grupo de métodos pode ser divido em três subgrupos: (1) limiarização; (2) de
região; e (3) Watersheds. O mais simples deles é a limiarização, cujo objetivo é se-
parar os objetos a partir do histograma da imagem (GONZALEZ; WOODS, 2002). Os
métodos de limiarização tomam como informação apenas as propriedades espectrais
dos pixels, sem considerar seu contexto no momento do particionamento. Esses mé-
todos são separados em dois tipos: globais e locais (Figura 2.1). Os métodos globais
utilizam um único limiar, T , para toda imagem. Eles têm como premissa básica que
o histograma da imagem é bimodal, de forma que com um único limiar é possível
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separar o objeto do fundo.

Figura 2.1 - Técnica de limiarização.

(a) Limiarização global. (b) Limiarização local.

Fonte: Körting (2016)

Por outro lado, os métodos baseados em região extraem regiões e não as bordas
que delimitam os objetos. O Watershed, segue a abordagem por regiões, mas usa a
informação de borda na definição dos segmentos.

2.2.1 Segmentação Baseada em Regiões

Segundo Facon (2002), regiões são conjuntos de pixels espacialmente conectados,
onde de qualquer ponto de uma região pode-se chegar a outro ponto, por um ca-
minho inteiramente contido nessa região, ou seja, todos os pixels de uma região são
conectados. Os métodos baseados em regiões particionam o domínio da imagem, R,
em N sub-regiões, R1,R2,. . . ,RN , segundo algumas condições (GONZALEZ; WOODS,
2002):

(a)
N⋃
i=1

Ri = R;

(b) Ri é um conjunto conexo, i = 1, 2, ..., N ;

(c) Ri
⋂
Rj = ∅ ∀ i e j, i 6= j;

(d) P (Ri) = VERDADEIRO para i = 1, 2, ..., N ;

(e) P (Ri
⋃
Rj) = FALSO para quaisquer regiões adjacentes Ri e Rj.

A primeira condição indica que a segmentação deve ser completa, ou seja, todos
pixels devem pertencer a uma região. A condição (b) define que os pixels de uma
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determinada região Ri devem ser conexos. A terceira condição (c) indica que as
regiões devem ser disjuntas. A condição (d) determina que todos os pixels em uma
região segmentada devem satisfazer as propriedades impostas pelo critério de simi-
laridade R. Finalmente a condição (e) define que duas regiões Ri e Rj adjacentes
devem apresentar respostas diferentes em relação ao critério de similaridade. Estas
restrições devem ser atendidas por todos os métodos de segmentação, para que seu
resultado seja considerado correto.

Os segmentadores que seguem o conceito de regiões podem partir de níveis distintos:
o nível local que utiliza pixels como sementes ou a imagem na totalidade. Em função
da estratégia escolhida, técnicas de segmentação baseadas em regiões podem ser de
crescimento de regiões ou por divisão e fusão (Split-And-Merge).

2.2.1.1 Crescimento de regiões

A abordagem de crescimento de regiões, é um procedimento onde geralmente alguns
pixels são selecionados como sementes e a partir deles regiões são formadas com base
em critérios de similaridade pré-definidos.

Apesar da sua robustez, essa abordagem apresenta alguns problemas, como por
exemplo, a sensibilidade a ruídos presentes na imagem e a obtenção de diferentes
resultados em função da escolha das sementes. A principal diferença entre as técnicas
propostas que seguem essa abordagem é a forma como é realizado o agrupamento
entre as regiões e nas medidas de similaridade usadas para definir as regiões.

Bins et al. (1996) propuseram uma técnica baseada na abordagem de crescimento
de regiões, que resolve parcialmente o problema de ordenamento no momento da
união dos segmentos, problema esse intrínseco a essa abordagem. Nessa técnica,
inicialmente cada pixel é rotulado como uma região distinta, em seguida o algoritmo
compara pixels vizinhos, unindo-os em regiões caso eles sejam semelhantes. Se duas
regiões são adjacentes e mutuamente as mais semelhantes, dentre seus vizinhos,
elas serão unidas, formando uma única região. Ao fim do processo, as regiões que
foram menores que o limiar definido pelo analista, são unidas à região vizinha mais
semelhante.

Outra técnica baseada na abordagem de crescimento de regiões amplamente utili-
zada é a Multirresolução (MRS) proposta por Baatz e Schäpe (2000) e implementada
no software eCogntion. O MRS minimiza a heterogeneidade das regiões, de forma
que, além da definição de um limiar pelo analista, cada pixel recebe um peso asso-
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ciado à heterogeneidade da região a qual ele pertence. Para que uma possível união
ocorra, essa característica é avaliada por um fator de fusão, que considera além da
heterogeneidade espectral dos pixels, também sua heterogeneidade espacial, que é
função da compactação do segmento e da suavidade de sua borda. Caso o valor do
fator de fusão seja menor que o quadrado do valor de escala definido pelo usuário,
as duas regiões serão unidas.

Um dos pontos negativos do algoritmo MRS é a quantidade de parâmetros que devem
ser ajustados para obter uma segmentação satisfatória. Para automatizar a seleção
desses parâmetros, várias estratégias têm sido propostas. Drăguţ et al. (2010), pro-
puseram uma ferramenta para a estimativa do parâmetro de escala (Estimation of
Scale Parameter (ESP)) que realiza múltiplas segmentações, com diferentes níveis
de escala, em uma abordagem bottom-up. O método parte do princípio de que à
medida que o tamanho do objeto na imagem aumenta, sua variância local também
aumenta. Como o algoritmo MRS utiliza o parâmetro de escala para controlar o ta-
manho máximo do objeto, é possível estimar um valor ótimo para a escala por meio
da análise da variância local. No entanto, esta abordagem funciona em uma única
camada, o que dificulta aplicações em dados multiespectrais. Para contornar essa
limitação, Drăguţ et al. (2014) propuseram uma metodologia automatizada para a
definição do parâmetro de escala considerando múltiplas camadas e uma abordagem
hierárquica com três níveis.

Achanccaray et al. (2014) propuseram o Segmentation Parameter Tuner (SPT),
que assim como o ESP foi projetado para realizar o ajuste ótimo dos parâmetros
de segmentação do algoritmo MRS. Para isso, o SPT usa diversos algoritmos de
otimização, para encontrar uma solução ótima para um conjunto determinado de
métricas de avaliação, utilizando regiões de referência fornecidas a priori.

2.2.1.2 Divisão e Fusão

Uma abordagem similar a abordagem de crescimento de regiões é de Divisão e Fusão
(Split-and-Merge). Nessa abordagem a segmentação da imagem é realizada através
de operações de divisão e fusão de regiões (HOROWITZ; PAVLIDIS, 1974). Entretanto,
o particionamento da imagem é realizado de forma recursiva e regular, de modo que
para qualquer região Ri onde i ∈ {1, 2, ..., N}, P (Ri) = Verdade, ou seja, todos os
pixels são similares dado um critério de similaridade.

Esse processo pode ser iniciado de duas formas, top-down ou bottom-up. Na aborda-
gem top-down a imagem é tratada inicialmente como uma única região, de modo que
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a cada iteração a imagem é subdividida em regiões que não satisfazem as condições
de homogeneidade. A estratégia bottom-up é executada de forma inversa, a imagem
é inicialmente quebrada em blocos, geralmente representados por meio de Quadtrees
ou através de Region Adjacency Graph (RAG) (Figura 2.2), que é uma estrutura em
que cada região na imagem é representada por um nó, e através de cortes no grafo
é realizada a fusão das regiões (TRÉMEAU; COLANTONI, 2000).

Figura 2.2 - Técnica de divisão e fusão de regiões.

(a) Quadtree correspondente. (b) Imagem particio-
nada.

Fonte: Gonzalez e Woods (2010)

2.2.2 Transformada Watershed

A Transformada Watershed, ou simplesmente Watershed, proposta por Beucher e
Lantuéjoul (1979), possui um custo computacional baixo e é bastante eficiente em
certos casos. A imagem é considerada como uma superfície topográfica, na qual o
nível de cinza é relacionado à elevação de uma superfície. Os mínimos regionais,
que são pixels ou zonas planas que não possuem vizinhos de menor intensidade,
são considerados como vales, enquanto bordas entre objetos são entendidos como
divisores de água (watershed).

Esse método possui diversas variações, a mais tradicional (BEUCHER, 1992) segue
um processo de imersão, como mostra a Figura 2.3. O relevo (imagem) é inundado
progressivamente a partir de fontes de água posicionadas nos vales (mínimos regio-
nais). Dessa forma, a água vai sendo acumulada nas partes mais baixas do relevo,
formando bacias hidrográficas ao longo da imagem, até chegarem a níveis mais altos,
onde a água de várias bacias se juntam. Cada vez que uma região chega à iminência
de se fundir com outra, uma linha divisória é criada para evitar que as águas de
regiões diferentes acabem se tocando. No final do processo, cada região é formada
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por um segmento, cujas linhas divisórias definem o seu contorno.

Figura 2.3 - Ilustração do processo de segmentação do algoritmo Watershed.

(a) Os mínimos locais da imagem são uti-
lizados como sementes no processo de seg-
mentação.

(b) A partir dos mínimos locais, as bacias
começam a ser preenchidas.

(c) Os lagos crescem para atingir a mesma
altura.

(d) No momento em que as águas de dois
mínimos locais estão a ponto de se unir,
são criadas linhas para evitar esse encon-
tro.

Fonte: Mendonça (2016)

Apesar dos resultados robustos e da capacidade de gerar fronteiras conectadas, a
segmentação por Watershed tem como principal problema a super-segmentação da
imagem (ROERDINK; MEIJSTER, 2000). Para resolver esta questão, é comum a uti-
lização de marcadores na imagem (MEYER; BEUCHER, 1990; LOTUFO et al., 2002;
XIAO et al., 2007; TARABALKA et al., 2012; GAETANO et al., 2015). Diversas versões
desse método têm sido propostas. Algumas utilizam estruturas flexíveis como o grafo
e métodos de implementação em paralelo (MEIJSTER; ROERDINK, 1996; FALCãO et

al., 2004; MANSILLA, 2014; MOYA, 2013; GAETANO et al., 2015; BEJAR, 2016).

2.2.3 Segmentação no Espaço de Atributos

Os métodos baseados no conceito de agrupamento, de acordo com Acharya e Ray
(2005), utilizam o princípio de que padrões pertencentes a um dado grupo devem ser
mais similares entre si do que em relação a padrões pertencentes a outros grupos.
Dado um conjunto Q com N elementos Q = {Q1, Q2, ..., QN}, o problema de agru-
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pamento consiste na obtenção de um conjunto de k grupos, R = {R1, R2, ..., Rk},
tal que a similaridade entre os elementos contidos em um grupo, seja a maior do que
em qualquer outro.

Entre os métodos que segue essa abordagem, destacam-se o Meanshift (FUKUNAGA;

HOSTETLER, 1975) e os métodos dedicados a geração de Superpixels, que de acordo
com Ren e Malik (2003), são um grupo de pixels conectados com cores ou níveis de
cinza semelhantes.

O método Meanshift proposto por Fukunaga e Hostetler (1975), é um método não
paramétrico que foi posteriormente adaptado por Cheng (1995) para aplicações na
Visão Computacional e estendido para ser aplicado na segmentação de imagens
por Comaniciu e Meer (1997). Esse método tem por princípio não fazer suposições
sobre a forma da distribuição nem sobre o número de grupos em uma imagem. Desse
modo, os grupos no espaço de atributos n-dimensional podem ser modelados através
de uma função de densidade de probabilidade (f.d.p.), na qual regiões densas neste
espaço correspondem aos máximos ou modas locais de uma distribuição (DERPANIS,
2005).

A segmentação final, segundo Derpanis (2005), é formada pelo agrupamento de
pixels que convergem para uma determinada moda no domínio espacial e no espaço
de atributos, de forma que o pixel receberá o rótulo de um grupo de acordo com sua
proximidade, considerando esses dois domínios. Os raios que delimitam a influência
das modas, no domínio espacial e no espaço de atributos, são parâmetros ajustados
pelo analista (ZHU et al., 2016).

Outro método de segmentação que atua no espaço de atributos é o "Simple Linear
Iterative Clustering" (SLIC), proposto por Achanta et al. (2012). Esse método cal-
cula a distância de cada centro de grupo k para os pixels que estão dentro de um
raio de busca (Ra) pré-definido.

O SLIC cria uma grade regular controlada pelo número aproximado de Superpixels
desejados pelo analista. Depois disso, cada pixel i sobreposto pelo raio de busca é
associado ao centro do grupo mais próximo. Em seguida os centros dos grupos são
ajustados e esse procedimento é repetido até a convergência. Segundo Achanta et
al. (2012) a distância Di,k entre um grupo k e um elemento i, é uma combinação da
distância espacial e no espaço de cores CIELAB. No domínio espacial a distância é
definida por:
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dsi,k = ||si − sk|| (2.1)

onde, sk é posição média de um grupo e si é a posição do pixel i. Já a distância no
espaço de cores CIELAB é definida por:

dci,k = ||Ii − Ik|| (2.2)

onde, Ik é vetor médio de cores de umgrupok e Ii é o vetor do pixel i no espaço de
cor CIELAB.

Ao se normalizar a distância espacial dsi,k entre centroide e o pixel por uma constante
NS, que é a dimensão da região de atuação dos centroides, e inserindo um fator
de peso m, determinado pelo analista, para definir o grau de importância para a
distância espacial em relação a distância no espaço de cores, é possível controlar a
compacidade dos segmentos gerados. De forma que quanto menor o valor do fator
de peso m, mais aderentes os superpixels serão as bordas dos objetos. Dessa forma
a distância Di,k é definida como:

Di,k =

√√√√√dc2
i,k +

dsi,k
Ns

2

m2 (2.3)

Derivações desta técnica foram propostas, como o Simple Linear Iterative Clustering
- Zero (SLIC0), que é uma versão na qual o fator de pesom é calculado para cada re-
gião a cada iteração, e o Simple Non-linear Iterative Clustering - (SNIC) (ACHANTA;

SÜSSTRUNK, 2017) que tem como principal diferença a capacidade de forçar a co-
nectividade dos pixel explicitamente desde o início.

2.3 Segmentação de Imagem por Grafos

A abordagem de segmentação baseada em grafos tem ganhando popularidade prin-
cipalmente devido à sua capacidade de refletir as propriedades globais da ima-
gem (WANG, 2015). A seguir serão apresentados alguns conceitos básicos sobre grafos
e alguns métodos baseados nessa estrutura.
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2.3.1 Definições e Notações

Segundo Goldbarg (2012) um grafo (Figura 2.4), é uma estrutura abstrata que re-
presenta um conjunto de elementos denominados vértices e suas relações de inter-
dependência definidas por arestas.

Figura 2.4 - Exemplo de um grafo.

Fonte: Produção do autor

Grafo: É uma estrutura de dados, G = {V ,B}, sendo representada por um conjunto
de vértices u ∈ V , e por um conjunto de arestas {u,v} ∈ B, em que u e v ∈ V .

Adjacência: Dois vértices são tidos como adjacentes, u ∼ v, se eles forem conec-
tados por uma aresta, ou seja, ∃ {u,v} ∈ B (CHIBA, 2014).

Grafo Ponderado: Um grafo é ponderado se existem pesos associados às suas
arestas ou vértices, de forma que, G = {V,B,W}, onde W representa o conjunto
de pesos.

Árvore: É um grafo não orientado onde existe um caminho entre quaisquer dois de
seus vértices e que não possui ciclos.

Subgrafo: Dado um grafo G = {V,B}, o grafo G′ = {V ′, B′} é chamado de subgrafo
de G, se e somente se, V ′ ∈ V e B′ ∈ B.

Uma imagem pode ser interpretada como um grafo ponderado G = {V,B,W} cujos
vértices V são os pixels da imagem e cujas arestas são os pares ordenados de pixels
{u,v} ∈ B, que são definidos por uma relação de adjacência ð, e que depende de
suas posições relativas e opcionalmente de outras propriedades locais da imagem,
como o gradiente (MANSILLA, 2014; BEJAR, 2016). Essas relações de adjacência
são chamadas de adjacências euclidianas e correspondem a uma relação simétrica e
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invariante a translação (BEJAR, 2016). A Figura 2.5 mostra exemplos dessas relações
de vizinhança.

Figura 2.5 - Adjacências Euclidianas em espaços 2D e 3D. a) Vizinhança 4-conectada,
b) Vizinhança 8-conectada, c) Vizinhança 20-conectada, d) Vizinhança 6-
conectada representada em 3D.

Fonte: Mansilla (2014)

2.3.2 Particionamento do Grafo

O processo de segmentação baseado na Teoria dos Grafos, comumente, é interpre-
tado como um problema de otimização do particionamento de um grafo que, fre-
quentemente, é resolvido por processos de minimização de energia (KOLTUN, 2011;
CAMPBELL et al., 2013). Segundo Wang (2015), os métodos baseados em grafos po-
dem ser categorizados em: Árvores Geradoras Mínimas (Minimum Spanning Tree -
MST), Caminho mais curto (Shortest Path) e Cortes (Graph cuts).

Os métodos baseados em MST realizam a segmentação da imagem através de um
processo de agrupamento, de modo que ao final são geradas MST. Segundo Gold-
barg (2012), uma MST é uma árvore na qual a soma dos pesos de suas arestas não
é maior que o peso de qualquer outra árvore. Os métodos baseados nessa aborda-
gem tradicionalmente realizam o particionamento do grafo através da remoção das
arestas de maior peso, seguindo uma abordagem hierárquica (PENG et al., 2013).
Um método importante que foi desenvolvido seguindo essa abordagem foi proposto
por Felzenszwalb e Huttenlocher (2004).

Este método, baseado no algoritmo de Kruskal (KRUSKAL, 1956), particiona um
grafo com o intuito de minimizar a dissimilaridade interna de uma região e maximizar
a dissimilaridade entre regiões. Para isso, é utilizado um critério de similaridade que
infere a existência de bordas entre dois segmentos a partir da análise da magnitude
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da dissimilaridade entre eles em comparação à dissimilaridade interna dentro de pelo
menos um dos segmentos.

Diferente da abordagem por MST, na abordagem por Shortest Path, a segmenta-
ção é vista como um problema de caminho ótimo, em que o objetivo é encontrar o
caminho de custo mínimo entre os dois vértices. Na prática, para utilização desse
método é necessária a interação com o analista, para que o processo de segmentação
se torne mais efetivo (PENG et al., 2013), o que limita sua utilização no Sensoria-
mento Remoto. Dentre esses métodos destaca-se o Livewire (FALCÃO et al., 1996) e
o Snakes (KASS et al., 1988). Esses métodos buscam a curva que melhor separa os
objetos em uma imagem por meio da minimização do grafo, aplicando geralmente o
algoritmo de Dijkstra (DIJKSTRA, 1959).

A principal forma de particionamento do grafo é através da operação de cortes. Na
abordagem por cortes, os vértices ou arestas são removidos utilizando um critério de
similaridade, de forma que no final do processo são gerados conjuntos de subgrafos
desconexos em que a energia do grafo seja mínima (SHI; MALIK, 2000).

Matematicamente, o corte é associado a remoção de arestas em um grafo G, de modo
que sejam gerados dois subgrafos disjuntos, M e N . O grau de similaridade entre os
subgrafos M e N é obtido através da soma das arestas removidas entre eles:

cut(M,N) =
∑

i∈M,j∈N
w(i, j) (2.4)

onde, w (i, j) é o peso das arestas que conectam os vértices i da partição M e j é o
peso da partição N .

Diversas técnicas foram propostas utilizando esse conceito, dentre elas destaca-se
o Minimal Cut (WU; LEAHY, 1993), Normalized-Cuts - NCut (SHI; MALIK, 2000),
Ratio Cut e Average Cut, sendo a NCut a principal. O Ncut é minimizado resolvendo
um sistema de autovalores, Lx = Dx, onde L é a Matriz de Laplaciana e D a Matriz
de Graus, que é obtida pela somatória dos pesos das arestas que incidem sobre o
vértice. Essa técnica calcula o custo do corte como uma fração de todas as conexões
entre as arestas para todos os nós do grafo (WANG, 2015). Apesar de ser robusta,
ela tem como principal problema o alto custo computacional em grafos com grande
número de vértices, devido aos cálculos dos autovalores da matriz Laplaciana.

16



2.4 Segmentação em Paralelo

O processo de segmentação é geralmente custoso computacionalmente, uma vez que
algoritmos devem considerar o contexto, a escala, a vizinhança, o significado e os
recursos computacionais (KÖRTING et al., 2013). Segundo Seinstra e Koelma (2004),
o processamento em paralelo é uma solução que vem se tornando uma alternativa
popular para a segmentação de imagens, sobretudo quando se trata de imagens de
alta resolução espacial.

No processo de segmentação em paralelo, normalmente, a imagem é dividida em
pequenos tiles, que são pequenas partes da imagem original, utilizando linhas rígidas.
Entretanto, de acordo com Wassenberg et al. (2009), isso não é aceitável porque
objetos de borda não seguem padrões regulares e, portanto, são criados segmentos
inconsistentes, como pode ser observado na Figura 2.6(a).

Para resolver esse problema, diversas abordagens foram propostas. Körting et al.
(2011) propuseram a criação de bordas não rígidas para divisão da imagem. Neste
caso, a criação dos tiles segue a fronteira natural dos segmentos, evitando que obje-
tos de interesse sejam cortados. Baseando-se na teoria dos grafos, as linhas de corte
são definidas por um algoritmo de caminho ótimo, proposto por Dijkstra (1959).
Desse modo, as linhas são criadas sobre as bordas de maior intensidade, detectadas
através do gradiente da imagem. Dessa forma, é possível evitar que objetos presen-
tes na imagem sejam cortados. Uma vez definidas as linhas de corte, a imagem é
particionada em tiles, que podem ser segmentados de forma distribuída.

Soares et al. (2015) realizaram adaptações neste método, sendo a principal na obten-
ção da imagem de borda. O gradiente foi obtido utilizando os filtros direcionais de
Prewit. Dessa forma, é possível obter bordas em diferentes direções e assim facilitar
o processo de identificação das linhas de corte. As imagens gradientes também fo-
ram filtradas com um filtro de mediana para minimizar eventuais falhas nas bordas.
Como pode ser observado na Figura 2.6(b), estas modificações no algoritmo melho-
raram o resultado da segmentação quando comparado ao resultado da Figura 2.6(a).

Lassalle et al. (2015) propuseram uma abordagem diferente, em que o grafo não é
usado para encontrar a melhor linha de corte, mas para criar uma estrutura baseada
em tiles, sob os quais são realizadas as fusões dos segmentos. O processo de fusão
utiliza o conceito de margem de estabilidade, no qual é criada uma região ao redor
de cada segmento. Para garantir a estabilidade para a primeira iteração do algoritmo
de fusão, regiões são adicionadas a cada tile, como ilustrado na Figura 2.7. Como
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Figura 2.6 - Resultado de diferentes abordagens para divisão de imagem em tiles.

(a) Resultado da Segmentação utilizando linhas rígidas

(b) Resultado da Segmentação utilizando o método proposto por Soares et al.
(2015)

Fonte: Produção do autor.

essa abordagem duplica os segmentos, uma fase de pós-processamento é realizada
para eliminar polígonos duplicados. Devido a essa duplicação, o método proposto
demanda um grande custo computacional, limitando assim seu uso.
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Figura 2.7 - Área de amortização definida pelo método de Lassalle et al. (2015). a) Re-
presenta as regiões estáveis dentro do tile. b) Os segmentos em vermelho
destacam os segmentos localizados na borda do tile. c) Representa a mar-
gem de estabilidade após uma iteração, que corresponde aos novos segmentos
adicionados.

Fonte: Lassalle et al. (2015)
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3 SEGMENTAÇÃO DE IMAGENS VIA ABORDAGEM BAYESIANA

As técnicas de segmentação apresentadas no capítulo anterior, além de serem ba-
seadas em propriedades da imagem, têm em comum a incapacidade de lidar com a
informação contextual de forma direta, algo fundamental em aplicações de Senso-
riamento Remoto, como destacado por Blaschke (2010). Na Visão Computacional
diversos métodos foram desenvolvidos com o intuito de utilizar tal informação, sendo
que grande parte deles é fundamentado na modelagem estatística. Esta abordagem
apresenta como uma de suas principais vantagens a possibilidade de utilizar a vizi-
nhança de um pixel na tarefa de rotulação.

Estes métodos têm chamado a atenção, sobretudo, na última década, em virtude
de seu sólido arcabouço matemático, que favorece tarefas como a segmentação de
imagens nas quais conteúdos não determinísticos, como texturas e ruído estatístico,
ainda desafiam os métodos tradicionais (VANTARAM; SABER, 2012). Além disso, os
recentes avanços na área da computação permitiram que um dos principais gargalos
dessa abordagem, o custo computacional, pudesse ser mitigado (KOHLI et al., 2008).

Na modelagem estatística, restrições contextuais podem ser expressas localmente
através de probabilidades condicionais, ou de forma global, por meio da probabili-
dade conjunta (LI, 2003). Segundo Leite (2012), como as informações locais podem
ser observadas diretamente sobre a imagem, é possível realizar a inferência global
através de suas propriedades locais. Quando a informação contextual é considerada,
há uma dependência mútua entre os rótulos, de modo que o problema da rotulação
pode ser resolvido por meio da teoria dos MRF.

Na modelagem MRF, uma imagem é representada através de suas características
locais, determinando para cada pixel a dependência de sua intensidade em relação
a seus vizinhos. Esta dependência, é expressa em termos de uma distribuição de
probabilidade condicional, definida em função da intensidade de cada pixel (BALAN,
2003). No Sensoriamento Remoto essa abordagem é bastante explorada, tanto para
a segmentação (LI et al., 2012; ZHENG et al., 2016; DUAN et al., 2016) quanto para a
classificação de imagens orbitais (D’ELIA et al., 2003; COSTA et al., 2009; MOSER et

al., 2016; LIU et al., 2016).

3.1 Campos Aleatórios de Markov - (Markov Random Fields)

Segundo Blake et al. (2011), MRF são modelos probabilísticos que usualmente são
construídos sobre um grafo não direcionado. Sua teoria baseia-se na relação local
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entre os vértices v ∈ V de um grafo G, onde cada vértice v pode possuir uma ou
mais variáveis aleatórias. Para definir um MRF é preciso realizar uma modelagem
probabilística da imagem, ou seja, a imagem deve ser tratada como uma realização de
um campo aleatório, onde cada pixel da imagem é uma variável aleatória que assume
valores em Y = {0, 1, ..., S-1}, onde S é o número de regiões distintas na imagem.
A informação contextual utilizada para a construção de MRF, é representada pelo
conjunto de variáveis aleatórias X = {Xi = xi, ..., Xv = xv}, onde xv pertence ao
conjunto Y . Dessa forma, para um conjunto de rótulos discreto Y , a probabilidade de
que uma variável aleatória Xv possua o valor xv é denotada por P (Xv = xv), assim a
probabilidade conjunta é denotada por P (X = x) = P (Xi = xi; ...;Xv = xv) (LEITE,
2012).

3.1.1 Campo de Markov

Definição: X é um Campo de Markov modelado sobre um grafo G, dado um sistema
de vizinhança δv se, e somente se as condições abaixo são satisfeitas:

a) P (X) > 0, v ∈ G (Positividade)

b) P (Xi|(Xv)q 6=s) = P (Xi|{Xv|q ∈ δv}) (Propriedade Markoviana)

De acordo com Besag (1986), quando a probabilidade conjunta de qualquer campo
aleatório é determinada unicamente por suas probabilidades condicionais locais, a
condição de positividade é satisfeita. Dessa forma, X é um MRF se, e somente se,
a probabilidade condicional local de um pixel, depender apenas da configuração da
vizinhança deste pixel.

De acordo com Li (2003), as restrições contextuais podem ser expressas localmente
através de probabilidades condicionais. Entretanto, existem alguns problemas rela-
cionados a estrutura da probabilidade condicional, que impedem que ela seja calcu-
lada diretamente (BESAG, 1986). Para isso, é necessário a utilização do Teorema de
Hammersley-Cliford, que trata sobre a equivalência entre MRF e distribuições de
Gibbs (HAMMERSLEY; CLIFFORD, 1971).

Uma distribuição de Gibbs é uma distribuição de probabilidade para um sistema,
que fornece a probabilidade deste sistema entrar em um determinado estado, dada
uma função da energia desse estado e da temperatura do sistema (DUTTA, 1953).

Segundo o teorema, toda distribuição de Gibbs gera um MRF, que de acordo
com Blake et al. (2011), satisfaz a condição de positividade e pode ser expressa
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como o produto de funções potenciais, o que de acordo com Kato et al. (2012),
facilita a definição de um MRF, além de possibilitar a incorporação de informações
obtidas a priori. As distribuições de Gibbs são usualmente expressas em termos de
uma função de energia E, e de suas funções potenciais.

Definição: X é um Campo Aleatório de Gibbs em G, dado um sistema de vizinhança
δv se, e somente se, suas configurações seguem uma distribuição de Gibbs, a qual é
definida por:

P (x) = 1
Z

exp(−E(x)) (3.1)

onde, E(x) é a energia de configuração da imagem e Z é uma constante de norma-
lização chamada de função de partição de Gibbs.

A função de energia E(x) pode ser decomposta em um somatório de funções poten-
ciais. Através da especificação desses potenciais, define-se a natureza do modelo, ou
seja, a forma como a imagem será modelada. Modelos pareados realizam a análise
entre pares de pixels, ou seja, apenas a informação da vizinhança imediata é consi-
derada, desprezando assim a informação contextual em nível regional. Para utilizar
essa informação, é necessária a utilização de modelos de alta-ordem que possuem
funções potenciais específicas para incorporar a informação da vizinhança não ime-
diata de um pixel.

A maneira mais utilizada para estimar os parâmetros de um MRF é por meio do Ma-
ximum a Posteriori (MAP), como proposto por Geman e Geman (1984), já que os
rótulos não são diretamente observáveis na imagem. O processo de estimação é rea-
lizado a partir da maximização da probabilidade a posteriori P (s|I, ω). A partir da
Regra de Bayes, a estimação do MAP é:

y∗ = argmax
x∈Y

P (Y |X,ω)P (X|ω) (3.2)

Apesar da inserção de parâmetros aumentar a robustez do modelo, calcular a função
de partição Z(x) utilizando MRF, é um problema computacional intratável, que
apesar de serem problemas difíceis, podem ser resolvidos por algoritmos mas não em
tempo polinomial. Diversas técnicas de otimização têm sido propostas, como Iterated
Conditional Modes (ICM) (BESAG, 1986), Simulated Anneling - (SA) (KIRKPATRICK

et al., 1983), Loopy Belief Propagation (MURPHY et al., 1999), α–β Swap (BOYKOV
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et al., 2001) e α–expansion proposta por (KOLMOGOROV; ROTHER, 2007).

O processo de estimativa de parâmetros e minimização da energia do modelo MRF
são muito complexos. Além disso, os MRF não são capazes de condicionar todos os
seus potenciais em relação as propriedades da imagem, de modo, que ele é capaz de
utilizar apenas um dos tipos de contexto, o de rótulos. Uma forma de condicionar
os potenciais às propriedades da imagem é utilizando modelos discriminativos, que
permitem condicionar todos os seus potenciais aos dados de entrada, provendo ao
método a possibilidade da incorporação da informação contextual de rótulos e de
dados (LAFFERTY et al., 2001; BONADIO, 2013). Um modelo discriminativo que tem
tido um grande destaque recentemente é o Campo Aleatório Condicional.

3.2 Campo Aleatório Condicional - (Conditional Random Field)

Campo Aleatório Condicional é uma variante discriminativa do MRF, de modo que
ela modela diretamente a probabilidade condicional. Ela é utilizada para a predição
estruturada de rótulos, pois considera amostras vizinhas e faz predições interde-
pendentes. De acordo com McCallum (2012), ele especifica as probabilidades de
sequências de rótulos possíveis dada uma sequência observada, sendo que a proba-
bilidade condicional da sequência de rótulos pode incluir uma ampla variedade de
recursos arbitrários e dependentes do dado de entrada.

Definição: Seja X um conjunto de variáveis aleatórias modeladas sobre um grafo
G = {V,B} e desejamos prever um conjunto ótimo de rótulos Y dado um conjunto de
vetores de características dos pixels de uma imagem I. Dessa forma o par (I,X) é um
CRF quando ao condicionar Y , as variáveis aleatórias X obedecerem a propriedade
da Markovianidade: P (xs|(xq)q 6=s) = P (xs|{xq|q ∈ δv}).

Dessa forma, a imagem pode ser modelada como um CRF que é caracterizado pela
distribuição de Gibbs da seguinte forma:

P (Y |X) = 1
Z

exp(−E(x|I)) (3.3)

onde, I é a imagem, Z é a função de partição e E é a energia da imagem.

De acordo com Lafferty et al. (2001), CRF é uma versão de um MRF onde todos os
potenciais são condicionados aos dados de entrada. Segundo Ladickỳ (2011), tanto
CRF quanto MRF, seguem os mesmos princípios e sofrem com os mesmos problemas
de otimização. Apesar da similaridade, a possibilidade dos potenciais do CRF serem
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globalmente condicionados pelos dados de entrada, traz uma grande vantagem para
esse tipo de modelo. No processamento de imagens, por exemplo, tornar o potencial
pareado dependente das descontinuidades observadas na imagem, faz com que a
super-suavização, um dos principais problemas da abordagem com MRF, possa ser
mitigado.

A principal aplicação dos CRF tem sido para segmentação e rotulação de textos (XU

et al., 2016; RAMESH et al., 2016). Contudo, nos últimos anos esse método está sendo
cada vez mais aplicado na área de Visão Computacional a classificação de imagens
(KOLTUN, 2011; MCCALLUM, 2012; DAI et al., 2015). No processamento de imagens de
Sensoriamento Remoto orbital diversos trabalhos utilizaram esse modelo, contudo,
em grande parte para classificação (LI, 2010; ZHONG; WANG, 2010; YANG et al., 2011;
ZHAO et al., 2015; MIRKAMALI; NAGABHUSHAN, 2015; ZHAO et al., 2016) e detecção
de mudanças (LV et al., 2015; CAO et al., 2016; ZHOU et al., 2016; LV et al., 2018).

3.3 Função de Energia

Como definido por Blake et al. (2011), toda distribuição de Gibbs gera um MRF,
de modo que é possível expressar a probabilidade condicional local através de um
função de energia E. Essa função pode ser decomposta em um somatório de funções
potenciais. Através da especificação desses termos, define-se a natureza do modelo
que irá representar a imagem.

A estrutura da função de energia mais comum na Visão Computacional e no pro-
cessamento de imagens, é função de duas componentes: a unária e a de interação
espacial. Esse tipo de modelo, utiliza relações de dependência entre pares de pixels,
usualmente na vizinhança 4 ou 8-conectada. De modo que o modelo é definido como:

E(x) =
N∑
i∈V

ψu(xi) +
N∑

i∈I,j∈δi

ψp(xi, xj) (3.4)

onde, E é função de energia, i,j são pixels, ψu é componente unária e ψp é a compo-
nente interação espacial, δi é a vizinhança do pixel i, I é a imagem e N é o número
de pixels da imagem I.

A componente unária é responsável pela associação entre um pixel e um rótulo.
Usualmente ela é definida por um classificador, que utiliza um vetor de informações
sobre uma região ou pixel e retorna à probabilidade desse pixel receber um rótulo.
Para isso diversas informações, além da espectral, podem ser utilizadas, como a
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cor no espaço HSV, a localização no espaço ou a forma (HUANG et al., 2011). A
componente interação espacial, segundo Yang et al. (2011), fornece a capacidade
contextual ao algoritmo, por meio da avaliação da compatibilidade entre um pixel e
seus vizinhos.

Existem diversas formas de modelar as relações de vizinhança de um pixel, mas a
principal delas é por meio do modelo de Potts. De acordo com Grau et al. (2004),
esse modelo é uma generalização do modelo de Ising, que favorece que elementos
vizinhos possuam a mesma configuração. Apesar de ter sido criado com o intuito de
modelar a interação de elementos ferromagnéticos, tem sido bastante utilizado na
mecânica estatística.

Assim como o modelo de Ising, o modelo de Potts favorece que pixels vizinhos
possuam o mesmo rótulo e penaliza aqueles que possuem rótulos diferentes. Dessa
forma o modelo de Potts é definido por:

E(x) = −
N∑
ij

βψp(xi, xj) (3.5)

onde, β é um parâmetro maior que 1, de modo que quanto maior o seu valor maior
será a penalização aplicada para a diferença entre rótulos na imagem a função de
compatibilidade ψp(xi, xj) é definida por:

ψp(xi, xj) =

 0, yi = yj

1, yi 6= yj.
(3.6)

onde, yi e yj são os rótulos dos pixels i e j.

Apesar do modelo de Potts ser amplamente utilizado em problemas de processa-
mento de imagens, ele falha na detecção de descontinuidades entre pixels vizinhos, o
que causa uma suavização excessiva nas imagens (LV et al., 2018). Por isso, é neces-
sário o uso de modelos potenciais que condicionem o processo de iteração espacial
à diferença espectral entre os pixels vizinhos, de modo que seja possível mitigar o
efeito de suavização. Modelos que permitem esse tipo de condicionamento são cha-
mados de modelo contrast sensitive Potts, que tem sua estrutura apresentada na
Equação 4.9.
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ψp(xi, xj, I) =

 0, se yi = yj

g(ij), se yi 6= yj
(3.7)

onde, yi e yj são os rótulos dos pixels i e j e I é a imagem de entrada. A função
g(i, j) modela a interação entre os pixels vizinhos i e j e mede a diferença espectral
entre eles da seguinte forma:

g(i, j) = θp + θvexp(−θβ||xi − xj||2) (3.8)

onde, θp, θv e θβ são parâmetros do modelo que podem ser definidos a priori ou
durante a fase de treinamento, xi e xj são os vetores de informações dos pixels i e
j e ||.|| é a operação de norma. Em modelos não supervisionados, esses parâmetros
podem ser definidos como 1 para simplificação, de modo que o modelo toma a
seguinte forma:

g(i, j) = 1 + exp(−||xi − xj||2) (3.9)

Mesmo utilizando uma componente de interação espacial sensível à variações es-
pectrais, a imagem pode ficar super-suavizada de modo que os limites dos objetos
podem ficar muito suavizadas. Além disso, esse tipo de função potencial é incapaz
de impor dependências a nível regional entre os pixels, algo que é poderoso para
problemas de rotulagem de imagens (KOHLI; ROTHER, 2012).

Portanto, o uso de modelos mais complexos, que usam a informação contextual em
nível regional, é comum em algumas aplicações. No modelo de alta ordem, uma
componente, que deriva a informação a partir de uma segmentação a priori, é
adicionada. Essa componente influencia no processo de rotulação, de modo que todos
os pixels pertencentes a um segmento, obtido a priori, possuam o mesmo rótulo.
Este modelo é particularmente útil para a segmentação de objetos com limites bem
definidos (KOHLI; ROTHER, 2012).

A função de alta-ordem mais simples pode ser derivada a partir do modelo de Potts.
No modelo P n Potts, Equação 3.10, a consistência dos rótulos é obtida por meio da
aplicação de um custo ao rótulo que é diferente dos demais dentro de uma região
obtida a priori, a saber:
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ψc =

 0, yi = yj

θph|c|θα, yi 6= yj.
(3.10)

onde, |c| é a cardinalidade da vizinhança c, e θph e θα são parâmetros do modelo e a
expressão θph|c|θα fornece o custo de inconsistência do rótulo.

Contudo, se todos os pixels de uma vizinhança, exceto um, tiverem o mesmo rótulo a
mesma penalidade é inserida como se todos tivessem rótulos diferentes. Para resolver
esse problema, Kohli et al. (2008) propuseram uma nova função potencial chamada
de modelo P n Potts Robusto. Essa função potencial insere a informação contextual
não imediata de forma mais suave, através de um parâmetro que controla a curva
da função potencial, como mostra a Figura 3.1.

Figura 3.1 - Comportamento das funções potenciais Pn Potts e Pn Potts Robusto.

(a) Curva de resposta do modelo P n

Potts.
(b) Curva de resposta do modelo P n

Potts Robusto.
Fonte: Adaptado de Kohli et al. (2008)

O custo associado a um rótulo é calculado em função da homogeneidade do segmento
obtido a priori. De modo que o custo máximo é atribuído no caso de mais de um
pixel com um rótulo diferente do rótulo dominante. No caso de uma rotulagem
mais homogênea dentro do segmento, o custo é linearmente reduzido dependendo
do número de pixels que não levam o rótulo dominante.

A principal vantagem dessa função é permitir que pequenos objetos existam dentro
de uma segmentação, evitando que eles sejam suprimidos pela componente interação
espacial. Contudo, essa função é altamente parametrizada, o que dificulta a sua
aplicação em modelos não supervisionados.
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3.4 Segmentação Baseada em Campos Aleatórios

A aplicação de Campos Aleatórios, especialmente os Markovianos, na segmenta-
ção de imagens não é algo novo. Uma das primeiras aplicações de MRF na Visão
Computacional para a segmentação de imagens foi realizada por Hansen e Elliott
(1982). Já no Sensoriamento Remoto, Bouman e Shapiro (1994) propuseram o mé-
todo Multiscale Random Field (MSRF), que utiliza uma série de Campos Aleatórios
Markovianos em uma estrutura Quadtree, seguindo a abordagem multiescala, para
assimilar a informação contextual no processo de segmentação.

Seguindo a abordagem multiescala, He et al. (2004) propuseram a utilização de um
modelo de CRF seguindo essa abordagem com o objetivo de capturar relações con-
textuais de longo alcance. Para isso, a distribuição a posteriori é definida como um
produto de três distribuições condicionais para assim capturar informações contex-
tuais em diferentes níveis de iteração.

Li (2010) propôs um método similar ao proposto por He et al. (2004). Neste método,
que também segue a abordagem multiescala, utilizando uma estrutura Quadtree, a
formulação do problema segue a mesma linha apresentada em Li et al. (2008).
Cada bloco da Quadtree é definido aleatoriamente no intervalo inteiro [1, n], onde n
é o número de regiões a priori, de modo que o algoritmo começa com um conjunto
de n grupos. O método explora a propriedade da markovianidade de um Campo
Aleatório, que define que uma variável aleatória é condicionalmente independente
de todas as outras variáveis em sua vizinhança. Através da definição da vizinhança
é criada uma lista de votação, que é utilizada para determinar o rótulo ideal a ser
atribuído a cada bloco da Quadtree, em função apenas da similaridade entre os níveis
de cinza dos blocos. A principal vantagem desse método é não requerer informação
a priori sobre a imagem, como por exemplo, o número de padrões contidos nela.

Ladickỳ et al. (2014) propuseram o Associative Hierarchical Random Fields (AHRF),
método semelhante ao MSRF, que combina diferentes segmentações realizadas a
priori, mas de modo que todas contribuam efetivamente na segmentação final. Para
isso é utilizado um potencial pareado que permite considerar a homogeneidade de
rótulos, ou seja, o contexto de rótulos entre os superpixels e não suas similaridades
espectrais.

No Sensoriamento Remoto a utilização de Campos Aleatórios para segmentação
é quase que totalmente restrita aos Campos Markovianos, sendo os CRF muito
mais aplicados na classificação de imagens e na detecção de mudanças em imagens
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ópticas e na segmentação de imagens de Radar de Abertura Sintética (SAR). Se-
gundo Nazarinezhad e Dehghani (2019) esse interesse ocorre porque nesses modelos
é considerada a relação espacial entre os pixels adjacentes, o que mitiga a presença
de pixels isolados e regiões muito pequenas, algo comum devido ao efeito speckle,
que é intrínseco a esse tipo de imagem.

Nazarinezhad e Dehghani (2019) propuseram um método de segmentação para ima-
gens SAR de alta-resolução espacial. Esse método utiliza uma segmentação reali-
zada a priori pelo algoritmo K-Means combinada com a abordagem hierárquica
para agrupá-los, através de uma métrica de similaridade que avalia a distância entre
as funções de densidade de probabilidade de Wishart destes segmentos. O MRF é
utilizado ao fim do processo, para incorporar a informação contextual. E utiliza o
algoritmo ICM para minimizar o modelo de energia pareado, baseado no modelo de
Potts.
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4 UNSUPERVISED CONTEXTUAL SEGMENTATION

O método de segmentação proposto, Unsupervised Contextual Segmentation (UCS),
é baseado na teoria de Campos Aleatórios Condicionais - CRF, e através de um mo-
delo de energia de alta-ordem é capaz de rotular um pixel utilizando informações de
contexto definidos na vizinhança 8-conectada e no contexto de não imediato. O UCS
foi implementado utilizando na plataforma Matlab ® devido à disponibilidade de pa-
cotes básicos de processamento de imagem, e principalmente do algoritmo Divide
and Segment utilizado no método.

A Figura 4.1 apresenta as etapas necessárias para realização da segmentação. Como
pode ser observado a primeira etapa consiste na divisão da imagem de entrada em
pequenos tiles para execução da segmentação em paralelo. A etapa de segmentação
realiza o particionamento dos tiles, de modo que cada região irá possuir um rótulo
único gerando ao fim dessa etapa tiles rotulados. Após a rotulação, os tiles são
agregadas gerando a imagem rotulada que corresponde a segmentação da imagem
de entrada.

Figura 4.1 - Estrutura do algoritmo de segmentação proposto.

Fonte: Produção do autor.
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O método de segmentação desenvolvido, possui uma fase de pré-processamento ne-
cessária para que seja possível sua execução em paralelo, visando aumentar a sua
eficiência computacional. Essa fase inicial é responsável por dividir a imagem em ti-
les que sejam espacialmente coerentes, que são pequenas partes da imagem original
onde os objetos contidos neles estão completos. Para essa tarefa, optou-se por utilizar
o método Divide and Segment (SOARES et al., 2015; KÖRTING et al., 2013).

4.1 Divide and Segment

O método Divide and Segment tem como objetivo particionar uma imagem em tiles
que sejam espacialmente coerentes. Para isso é criada uma linha de corte utilizando
a informação de borda da imagem como guia. O processo para geração desta linha
(Figura 4.2) tem como primeira etapa a filtragem da imagem de entrada para extra-
ção das bordas sob as quais a linha de corte será gerada. Com a imagem de borda
são definidos os pontos iniciais para geração da linha para o corte da imagem. Com
linha definida, o corte é realizado e os tiles criados.

Figura 4.2 - Estrutura do método Divide and Segment.

Fonte: Produção do autor.

A informação de borda é obtida através da combinação de filtros direcionais de
Prewitt juntamente com filtro de mediana, para eliminar possíveis falhas ao longo
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das bordas detectadas. Uma vez que estas feições são detectadas, o algoritmo cria
uma linha de corte de forma adaptativa utilizando as bordas como guia para não
cortar os objetos contidos na imagem. Através dessa linha, a imagem será cortada e
os tiles serão criados.

Com estas pequenas partes da imagem é possível realizar a segmentação, ou outro
processamento, de forma mais ágil uma vez que ele pode ser executado em paralelo.
Além disso, mesmo com o particionamento inicial da imagem a coerência no resul-
tado é mantida, uma vez que os objetos não deverão estar presentes em mais de
um tile (WASSENBERG et al., 2009; HAPP et al., 2010; KöRTING et al., 2011; MICHEL

et al., 2012; LASSALLE et al., 2015; SOARES et al., 2015).

4.1.1 Detecção de bordas

A primeira fase do método é a de detecção de bordas. Esse processo é utilizado para
encontrar as bordas dos objetos presentes na imagem. Essa é uma fase crucial, não
apenas para o processo de geração dos tiles, mas também do processo de segmenta-
ção. Para isso, são utilizados filtros direcionais de Prewit, uma vez que eles realçam
elementos lineares em direções específicas. Testes realizados por Soares et al. (2015)
indicaram que através de filtros direcionais podem definir melhores caminhos para
a geração da linha de corte.

Para criação desta linha é preciso considerar além dos pixels de maior intensidade,
que representam as bordas mais significativas, seus vizinhos para evitar falhas ao
longo das bordas. Essas falhas, que comumente ocorrem no processo de filtragem,
podem dificultar a definição de uma linha de corte próxima do ideal. Por isso, após
a filtragem utilizando os filtros direcionais, é utilizado o filtro de mediana para
"preencher"possíveis falhas ao longo das bordas, de modo que eles não influenciem
no processo de definição da linha de corte, como apresentado na Figura 4.3. Dessa
forma, ao final desta etapa, serão obtidas duas imagens de borda, uma em cada
direção (norte-sul e leste-oeste).

4.1.2 Definição dos pontos iniciais

Para geração da linha de corte é preciso determinar seu ponto de partida. A escolha
desse ponto inicial é baseada na intensidade dos pixels. O ponto de partida sempre
é o pixel com a maior intensidade na primeira coluna, ou linha, caso a linha de
corte seja vertical. Caso existam dois pixels com intensidades iguais, o mais próximo
do ponto de partida ideal é o escolhido. Esse ponto é o que deixa a imagem mais
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Figura 4.3 - Imagem de bordas antes e após a aplicação do filtro de mediana.

(a) Imagem de entrada (b) Imagem filtrada utilizando filtro dire-
cional de Prewitt

(c) Imagem filtrada utilizando filtro direcio-
nal de Prewitt combinado com filtro de me-
diana

Fonte: Produção do autor.

simétrica possível em função do número de tiles desejados, que é definido a priori
pelo usuário.

4.1.3 Definição da linha de corte

Depois de definir o ponto inicial, é criada uma matriz de adjacência com a qual será
defina a linha de corte. De acordo com Körting et al. (2011), a matriz de adjacência
é uma das formas de representação de um grafo, onde os vértices são os pixels
da imagem e arcos são uma relação de adjacência entre pixels. Essa adjacência, é
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definida por cinco conexões, como apresentado na Figura 4.4.

Figura 4.4 - Relações de adjacência utilizadas para construção da matriz de adjacência.

Fonte: Körting et al. (2011)

Os arcos, que conectam os nós do grafo, são ponderados de acordo com o valor do
pixel. Se não há borda entre dois pixels, o valor do arco é atribuído como infinito.
Desta forma o algoritmo não deve passar por esse arco. Quando a borda existe, o
custo atribuído ao arco é mínimo em função da intensidade do pixel; quanto maior
a sua intensidade, menor é seu custo. Para calcular a linha de custo mínimo entre
os pontos inicial e final, optou-se pelo algoritmo de Dijkstra (DIJKSTRA, 1959).

Como o grafo demanda muita capacidade computacional, calcular a linha de corte
sobre toda a imagem pode ser um problema. Para resolver esta questão, são criados
blocos para limitar o tamanho do grafo. Usando esta estratégia, a linha de corte é
criada com base no caminho mais curto entre as bordas de início e fim de cada bloco.
Para evitar que os tiles, ao final do processo, possuam tamanhos muito diferentes, é
definida uma área de amortização, que limita o deslocamento máximo da linha de
corte. Uma vez que os tiles são gerados, é iniciado o processo de identificação de
padrões para o processo de segmentação.

4.2 Segmentação

O funcionamento do método de segmentação proposto segue a abordagem não super-
visionada baseada na técnica proposta por Li et al. (2008) combinada com a versão
simplificada de CRF proposta por Zhang e Jia (2012), já aplicada na detecção de
mudanças em imagens de Sensoriamento Remoto (LV et al., 2015; ZHOU et al., 2016;
LV et al., 2018).

Originalmente a abordagem proposta por Li et al. (2008) foi desenvolvida para a
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segmentação de séries temporais de expressão gênica, com o objetivo de identificar
grupos de genes que possuem características comuns. Em seguida, foi estendida para
a segmentação de imagens baseada na abordagem multi-escala (LI, 2010). Nessas
duas aplicações, foram utilizados modelos pareados de energia. Neste trabalho, essa
abordagem foi adaptada para utilizar um modelo de energia de alta-ordem para que
as relações de dependência de longo-alcance também possam ser consideradas.

A abordagem proposta por Li et al. (2008), explora as características locais de um
Campo Aleatório, também conhecida como Markovianidade. Essa propriedade, de-
fine que uma variável aleatória é condicionalmente dependente de todas as outras
variáveis em sua vizinhança, ou seja, apenas os rótulos de pixels vizinhos têm inte-
rações diretas entre si.

Na abordagem proposta nesse trabalho cada rótulo que pode ser atribuído a um pixel
i, é tratado como uma variável aleatóriaXi. Como a abordagem Bayesiana tem como
premissa que os objetos contidos na imagem seguem um padrão, se cada padrão for
associado a um rótulo, o objetivo final da segmentação é assinalar um rótulo ótimo y,
condicionando-o através dos dados observados em xj, além dos rótulos dos pixels yj,
para todos os j pixels em uma vizinhança Ni. Dessa forma, a máxima probabilidade
a posteriori é condicionada em função dos dados observados em i e no seu entorno,
definido por:

P (yi|xi, xNi
, yNi

) ∝ P (xi, xNi
|yi, yNi

)P (yi|yNi
) (4.1)

onde P (xi, xNi
|yi, yNi

) e P (yi|yNi
) representam são a distribuição de probabilidade

condicional e a distribuição de probabilidade a priori, respectivamente, e xNi
e yNi

representam os valores observados e os rótulos na lista de votação, Ni, respectiva-
mente.

No método proposto para cada pixel i da imagem é criada uma lista de votação,
com o tamanho definido pelo total de rótulos/padrões possíveis na imagem. Dentro
dessa lista ficam contidas as energias calculadas através de um modelo de alta-ordem
que será detalhado a seguir. A Figura 4.5 ilustra as fases necessárias para execução
do método. Inicialmente, os tiles que foram gerados através dos método Divide and
Segment são lidos e em seguida passam por uma etapa inicial, responsável por de-
finir o número de padrões na imagem. Em seguida, com essa quantidade definida
é realizada uma rotulação inicial da imagem que é utilizada para inicialização do
processo de minimização de energia, de modo que ao fim do processo é gerada uma
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imagem rotulada.

Figura 4.5 - Etapas realizadas pelo algoritmo de segmentação proposto.

Fonte: Produção do autor.

4.2.1 Extração de marcadores para identificação de padrões

A definição do número de grupos/padrões na imagem é crucial no processo de seg-
mentação proposto. No UCS são utilizados os mínimos regionais da imagem como
indicativo da quantidade de padrões existentes na imagem. Esses componentes co-
nectados, são formados por pixels adjacentes que possuem o mesmo valor de inten-
sidade (JAHNE et al., 1999; DOUGHERTY; LOTUFO, 2003). Geralmente esses compo-
nentes estão localizados nas partes centrais de objetos homogêneos.

A utilização de mínimos regionais durante o processo de segmentação não é algo
novo, sendo especialmente utilizado no algoritmo Watershed (SADRKAZEMI; CILLI-

ERS, 1997; LOTUFO et al., 2002; FALCãO et al., 2004). Contudo, esses mínimos podem
levar a uma superestimação da quantidade de padrões na imagem. Como forma de
resolver esse problema, é comum a utilização da técnica de imposição dos mínimos
regionais (IMR) (SOILLE, 1999). Essa técnica tem como objetivo eliminar mínimos
regionais pouco significativos.

Devido a limitação da quantidade de bandas que podem ser utilizadas para a defini-
ção dos mínimos regionais através da técnica de IMR na plataforma onde o algoritmo
foi desenvolvido, optou-se por utilizar uma imagem de borda para realizar o processo
de imposição. Para criação dessa imagem, é calculado o gradiente de cada banda da
imagem, que em seguida é normalizado, de forma que todas as bandas possuam a
mesma relevância. Posteriormente, os gradientes de cada uma das bandas da imagem
de entrada são integrados através da equação abaixo:

∇image =
λ∑
i

wλ∇λ (4.2)

onde λ é o número de bandas e ωλ é o peso atribuído a cada banda. Essa estratégia
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também permite que o usuário forneça pesos diferentes para cada banda, podendo
orientar o algoritmo a definir melhor certos objetos.

Com a imagem de bordas definida, é então realizado o processo de filtragem dos
mínimos regionais através da IMR. Segundo Soille (1999) a imposição de mínimos
pode ser realizada a partir da reconstrução morfológica da imagem. No método
proposto o algoritmo utiliza a técnica de reconstrução morfológica por abertura.

Esta técnica é realizada utilizando um elemento de estruturante para definir a conec-
tividade entre os mínimos regionais. O algoritmo proposto, utiliza uma combinação
de 4 elementos estruturantes ilustrados na Figura 4.6.

Figura 4.6 - Elementos estruturantes utilizados.

Fonte: Produção do autor

Com cada um dos elementos estruturantes apresentados, é realizada a filtragem dos
mínimos regionais através da reconstrução por abertura. Ao final, é obtida uma
imagem com a indicação das posições dos mínimos regionais identificados por cada
um dos elementos estruturantes, que por fim são agregadas, gerando assim uma
imagem de mínimos regionais única.

Utilizando essa abordagem sobre a imagem de bordas é possível obter pixels que
são similares ao longo de todas as bandas da imagem, já que durante o processo de
detecção, apenas grupos de pixels iguais espectralmente podem produzir um mínimo
regional. A Figura 4.7, ilustra o processo de integração das bandas da imagem de
entrada e os mínimos regionais ao final do processo.
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Figura 4.7 - Definição dos mínimos regionais.

Fonte: Produção do autor

O principal limitante do uso de mínimos regionais no processo de segmentação, é que
eles podem levar a super-segmentação da imagem, já que um objeto pode conter dois
ou mais mínimos regionais, por exemplo. Como forma de contornar esse problema,
optou-se por unir regiões utilizando um parâmetro, chamado de similaridade.

Este parâmetro atua como um condicionante, que permite unir mínimos regionais
que sejam similares espectralmente, conforme Figura 4.8, onde após o processo de
IMR número de padrões encontrados eram de 12, e após a etapa de agregação em
função da similaridade esse número caiu para 8. Dessa forma, evita-se que o número
de grupos seja maior que a real quantidade de padrões na imagem.
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Figura 4.8 - Resultados da etapa de união das sementes. a) Imagem original, b) sementes
obtidas no processo de detecção dos mínimos Regionais (12 padrões) e c)
sementes após a etapa de união (re-rotulação) (8 padrões).

Fonte: Produção do autor

De forma prática, a união das regiões implica na sua re-rotulação, de modo que
as duas regiões similares possuam o mesmo rótulo. Dessa forma, a quantidade de
rótulos na imagem define o número de grupos contidos nela, sendo essa informação
necessária para realização da próxima etapa, a rotulação inicialda imagem. Essa
classificação inicialé fundamental no processo, já que irá prover a rotulação inicial
necessária para o método.

4.2.2 Rotulação Inicial

Para realizar o processo de minimização, é necessário uma rotulação inicial da ima-
gem, para isso seguindo a abordagem não supervisionada de Lv et al. (2018), o
método proposto utiliza o algoritmo Fuzzy C-Médias (FCM), utilizando como nú-
mero de classes, a quantidade de padrões definido pelos mínimos regionais. O FCM
realiza o agrupamento dos pixels de forma iterativa, buscando em cada iteração um
conjunto de grupos e os centros de grupo que representam a estrutura dos dados da
melhor forma possível.

No algoritmo FCM, também é conhecido como soft K-Médias, cada pixel no espaço
de atributos é ponderado para um grupo, de modo que o pixel não é definido de forma
rígida como pertencente ou não a um grupo. Pelo contrário, ele possui diferentes
níveis de pertinência, mais forte ou mais fraco, para cada a um dos grupos. Para
tal tarefa, o algoritmo minimiza uma função objetivo, que avalia os deslocamentos
entre os dados e os centros dos grupos, definida por:
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Jh =
R∑
i=1

N∑
j=1

uhji||xi − rj||2 (4.3)

onde: h é qualquer número real maior que 1, uij é o grau de associação de xi no
agrupamento j, xi é o i-ésimo elemento, R é o número de agrupamentos, cj é o centro
do agrupamento j e ||∗|| é qualquer norma que expresse a semelhança entre quaisquer
dados medidos e o centroide de um grupo. O particionamento é realizado através de
uma otimização iterativa da função objetivo, com a atualização da associação uij e
do centro do grupo cj por:

uij = 1
R∑
t=1

(
||xi−rj ||
||xi−rt||

) 2
h−1

(4.4)

cj =

N∑
i=1

uhijxi

N∑
i=1

uhij

(4.5)

A iteração pára quando ε, que é um critério de parada, é menor que a função
maxij{|u(t+1)

ij − utij|}, onde t é o número de iterações. No final, para um dado pixel,
a soma dos valores de pertinência para todos os grupos é de 1.

Embora a classificação não supervisionada possa não gerar bons resultados, no mé-
todo proposto, assume-se que esta imagem é um bom ponto de partida para o pro-
cesso de segmentação. Espera-se que boa parte das inconsistências na atribuição dos
rótulos devem ser resolvidas com a inclusão da informação proveniente do potencial
de iteração espacial e de alta-ordem.

4.2.3 Modelo de Energia

Segundo Kohli e Rother (2012), modelos de energia de alta-ordem são bastante úteis
para a segmentação de objetos com limites bem definidos. Dessa forma, no método
proposto optou-se pelo uso desse tipo de modelo de energia.

Geralmente modelos de alta-ordem são compostos por três componentes: (1) a com-
ponente unária, usualmente definida por um classificador, que utiliza um vetor de
informações sobre uma região ou pixel e retorna a probabilidade desse pixel perten-
cer a um rótulo; (2) a componente de iteração espacial que provê um nível inicial de
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informação contextual, já que descreve a compatibilidade entre o pixel em análise e
seus vizinhos, no caso do modelo proposto, dentro da vizinhança 8-conectada e (3)
a componente de alta-ordem, fornece a informação contextual não-imediata e indica
como um pixel está relacionado com seu entorno além da vizinhança 8-conectada.
Dessa forma o modelo proposto é definido como:

Dada uma imagem I, contendo N pixels, e E é o conjunto de todos os pares de pixels
vizinhos ao pixel i, o modelo de energia adotado é expresso por:

Ei(yi, yNi
, xi, xNi

, xs) = ψu(xi, yi) +
∑

(i,j)∈E
ψij(xi, xj, yi, yj) + ψs(xs) (4.6)

onde, a componente unária ψu(xi, yi) é a medida de probabilidade inversa, ou seja,
ela é o custo do pixel i receber o rótulo yi, e as componentes de iteração espacial
ψij(xi, xj) são o custo dos rótulos yi, yj para os pixels i, j simultaneamente, S é
o conjunto de superpixels obtidos a priori e ψs é a componente potencial de alta
ordem. A seguir cada uma das componentes serão detalhadas.

4.2.3.1 Componente Unária

A componente unária, também chamada de componente de associação, relaciona
um pixel a um rótulo. De forma geral, qualquer algoritmo que forneça graus de per-
tinência pode ser aplicado. No UCS, como apresentado anteriormente, foi utilizado
o algoritmo de clusterização Fuzzy C-Médias. A componente unária é definida da
seguinte forma:

ψu(xi, yi) = − log(P (xi, yi)FCM) (4.7)

A função log é utilizada para converter a probabilidade fornecida pelo classificador
para o domínio de energia. Dessa forma, quanto maior a probabilidade, menor é a
energia.

4.2.3.2 Componente de Iteração Espacial

Em formulações tradicionais de CRF, a componente de iteração espacial é expressa
por:
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φ(yi, yj, xi, xj, θφ) =
N∑
i=1

N∑
j=1

θTφij
µ(xi, xj)δ(yi = i)δ(yj = j) (4.8)

onde, φ é o potencial de iteração espacial responsável por impor a informação con-
textual imediata, θTφij

é o vetor de parâmetros transposto, µ(xi, xj) é o vetor de
característica que concatena todos os elementos de dois vetores espectrais observa-
dos (xi, xj).

Para ajustar o parâmetro θφpq , é necessária uma etapa de treinamento que é complexa
e que inviabiliza uma abordagem não supervisionada. Contudo, Zhang e Jia (2012)
propôs uma abordagem onde θφpq se torna um escalar dentro do potencial de iteração
espacial. Desta forma, não há necessidade de treinamento para essa componente, o
que permite a aplicação do CRF de forma não supervisionada. Essa abordagem é a
utilizada nesse trabalho.

Como apresentado no Capítulo 3, o modelo clássico de Potts falha na detecção de
descontinuidades, provocando a suavização da imagem. Dessa forma, é necessária a
utilização de modelos mais restritivos, que considerem a variação espectral entre os
pixels e não apenas a igualdade entre os rótulos. Ou seja, funções que sejam capazes
de considerar tanto a informação contextual de rótulos quanto a espectral. Dessa
forma, considerando a proposta de Zhang e Jia (2012), no método proposto a função
Contrast Sensitive Potts, é definida por:

ψij(yi, yj, xi, xj) =

 0, se yi = yj

1− gi,j, se yi 6= yj
(4.9)

Nesta função, o problema de suavização pode ser reduzido, pois ele considera as
características espectrais dos pixels, o que reduz a probabilidade de pixels com dife-
rença espectral significativa possuam o mesmo rótulo. Essa função modela a intera-
ção entre os pixels vizinhos i e j, medindo a diferença espectral entre eles por meio
da norma quadrada da diferença entre os pixels. Segundo Suhubi (2003), qualquer
espaço vetorial induzido por uma norma se torna naturalmente um espaço métrico.

gi,j = (||xi − xj||2)
2σ2 (4.10)

onde xi e xj representam as respostas espectrais dos pixels i e j e sigma2 é o parâ-
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metro de similaridade definido pelo usuário. Desta forma, quanto maior o número de
pixels, na vizinhança 8-conectada, que pertencem a mesma classe do pixel analisado,
mesmo com pequena diferença espectral entre eles, menor é sua energia.

4.2.3.3 Componente de Alta-Ordem

Esta componente é responsável por assimilar a informação de contexto de não ime-
diato. Dessa forma, é possível identificar como um determinado pixel se relaciona
com os demais pixels em nível regional. Uma estratégia para obter esta informação
é através de Superpixels. Segundo Cigula e Alatan (2010), essas regiões tem como
característica serem bastante significativas, já que cada Superpixel agrupa pixels
espectralmente semelhantes. Uma característica importante dos Superpixels é que
eles devem aderir bem as bordas dos objetos, de modo que em um superpixel, não
devem existir mais do que um objeto. Essa característica é especialmente relevante
para o método proposto, já que é exatamente esse nível de informação necessária
para impor consistência a imagem. Com os superpixels, é possível obter a quantidade
de rótulos distintos numa mesma região que determinado pixels, extrair a probabili-
dade máxima para cada rótulo dentro de um superpixel, além de saber qual o rótulo
dominante em uma região.

O método proposto utiliza o algoritmo de segmentação SLIC0. Esse algoritmo foi
escolhido pela sua simplicidade, já que depende apenas de um parâmetro, além da
sua eficiência computacional. Uma vez que os superpixels são obtidos, para cada
região, é extraída a máxima probabilidade para cada rótulo y, conforme equação
abaixo:

ψs(xs) = max{− log(P (xs = li))}, i ∈ Y (4.11)

Usando essa abordagem, a rigidez da função P n Potts é evitada, assim como do P n

Potts Robusta (KOHLI et al., 2008), que demanda uma série de parâmetros, tornando
o processo de segmentação mais complexo.

4.2.4 Minimização de energia

A utilização de uma lista de votação para definir o melhor rótulo para um pixel, segue
os mesmos fundamentos do método de minimização proposto por Besag (1986), o
"Iterated Conditional Modes". Em sua implementação Li et al. (2008), utilizaram
uma abordagem “winner-take-all”, onde é atribuído ao pixel o rótulo de menor
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energia, ou seja, o rótulo com maior probabilidade dentre os demais.

Para cada pixel da imagem é calculada, usando o modelo de energia proposto, a
probabilidade dele receber cada um dos rótulos possíveis. O pixel recebe o rótulo
daquele que teve a menor energia dentre todos os demais (SZELISKI et al., 2006). Esse
processo é repetido até a convergência da imagem rotulada.

Apesar do método ser computacionalmente eficiente, ele apresenta alguns problemas
em função da sua sensibilidade à rotulação inicial (VEKSLER; ZABIH, 1999). Se a
rotulagem inicial não for satisfatória, o erro pode ser disseminado na imagem após
algumas iterações.

4.3 Funcionamento

O método UCS possui 2 parâmetros: um associado à similaridade espectral e outro a
escala, que define o quanto de informação contextual não imediata será considerada
no modelo. O parâmetro de similaridade é utilizado para reduzir o número de rótulos
e evitar que um objeto seja definido por dois ou mais rótulos oriundos do processo
de detecção do mínimo regional. Além disso, ele também é utilizado no cálculo da
componente de iteração espacial, como apresentado anteriormente.

Já o parâmetro de escala é utilizado exclusivamente no algoritmo SLIC0, para definir
o tamanho médio dos superpixels a serem gerados pelo algoritmo. Quanto maior
este valor, maiores são as regiões, ou seja, valores pequenos restringem a capacidade
contextual do algoritmo, tornando o segmentador mais local.

Após a definição do número de padrões contidos na imagem, a partir dos mínimos
regionais, esse valor é utilizado para a classificação com o algoritmo FCM. Além
da imagem classificada, que é utilizada como rotulagem inicial para o processo de
segmentação, as probabilidades de cada pixel receber cada um dos possíveis rótulos
são calculadas.

O processo de segmentação ocorre de forma iterativa. A cada nova iteração, novas
energias para cada pixel são calculadas. Dentro da iteração, a primeira etapa é a
de cálculo da componente de iteração espacial e sua principal função é garantir a
consistência da rotulação, eliminando pixels isolados e contribuindo para resolução
de inconsistência em regiões de borda. Para cada pixel da imagem seus vizinhos, na
vizinhança 8-conectada, são analisados. O intuito dessa análise é avaliar o contexto
imediato do pixel na sua vizinhança, considerando tanto o contexto de rótulo quanto
o espectral. Uma vez que todos os vizinhos são analisados, as energias para cada
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rótulo são somadas. Se todos os vizinhos tiverem o mesmo rótulo, a energia do pixel
para esse rótulo será igual a 0.

Após o cálculo da componente de iteração espacial, é realizado o cálculo da compo-
nente de alta-ordem. Para isso é utilizada a segmentação proveniente do algoritmo
SLIC0. As regiões geradas nessa segmentação, são utilizadas para analisar a vizi-
nhança não imediata de um pixel. Caso as probabilidades indicarem que dentro de
uma região a probabilidade dos pixels pertencerem a um determinado rótulo for
maior que dos demais rótulos, essa informação indica que os pixels dessa região
tendem a receber aquele rótulo. De forma objetiva, essa componente responde às
seguintes perguntas:

• Eu e meus vizinhos fazemos parte de um único objeto na imagem? Quão
diferente sou em relação a cada um deles?

• Todos os meus vizinhos, dentro de um mesmo superpixel, possuem um
rótulo igual ao meu?

A resposta da primeira pergunta, apesar de ser parcialmente respondida pela com-
ponente de iteração espacial, é reafirmada pela componente de alta-ordem. Já a
resposta para a segunda pergunta é mais significativa pois, indica se o rótulo de um
determinado pixel é coerente com seu entorno.

Após o cálculo de todas as funções potenciais, seus valores são normalizados e só
então a energia final é calculada. Dessa forma garante-se que as três componentes
influenciam o resultado com o mesmo peso. Com a lista de votação definida, o rótulo
que possui a menor energia dentro da lista de votação é atribuído ao pixel. Uma vez
que todos os pixels da imagem têm suas energias atualizadas, o processo é iniciado
novamente. Desta vez, a imagem rotulada, utilizada como dado de entrada para a
componente de iteração espacial é a imagem rotulada da iteração anterior. Caso a
imagem de saída seja idêntica à imagem rotulada da iteração anterior, após todos
os pixels terem sido processados, a segmentação é finalizada. O algoritmo abaixo,
apresenta uma visão geral do método de segmentação proposto.
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Algoritmo 1 Pseudo-código do processo de Segmentação.
UCS - Unsupervised Context-based Segmentation Algorithm by Conditional Ran-
dom Fields

1. Realize o processo de filtragem na imagem para extração de imagem de borda

2. Extraia marcadores na imagem de borda a partir da técnica de imposição do
mínimo regional

3. Agrupe os marcadores que são similares espectralmente

4. Use o número de grupos obtidos após o agrupamento para classificar a imagem
através do algoritmo Fuzzy C-Médias

5. Execute o algoritmo SLIC0 para geração dos superpixels

6. Para cada pixel i

6.1. Crie uma lista de votação, Ni

6.2. Calcule as funções de custo dos rótulos na votação

6.3. Calcule as probabilidades dos rótulos com base em suas funções de custo

6.4. Atribua o rótulo com a maior probabilidade ao pixel i

7. Volte para o Passo 6 se o rótulo de qualquer pixel for atualizado, caso contrário
pare
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5 RESULTADOS E AVALIAÇÃO

Nesse capítulo, inicialmente serão apresentados os datasets bem como as métricas
utilizadas para avaliação do desempenho do método UCS. Em seguida serão apre-
sentados os resultados obtidos em cada um dos datasets utilizados.

5.1 Construção dos Datasets

Para avaliação do desempenho do método, foram criados 4 datasets, sendo dois
com imagens de média resolução espacial, 1 de alta-resolução e mais 1 de altíssima
resolução espacial. As tabelas 5.1 e 5.2 apresentam informações sobre as imagens
utilizadas.

Tabela 5.1 - Informações das imagens de alta resolução.

Sensor WorldView-2 Quickbird
Data de aquisição 21/02/2011 17/05/2004
Localização São José dos Campos/SP São José dos Campos/SP
Tamanho da imagem 5024×8632 2371×1948
Resolução Espacial 2m 60cm
Resolução Radiométrica 11 bits 16 bits
Número de Bandas 8 4

Fonte: Produção do autor

Tabela 5.2 - Informações das imagens de média resolução.

Sensor OLI/Landsat-8 MUX/CBERS-4
Data de aquisição 07/04/2018 23/04/2018
Localização Nova Xantina/MT Nova Xantina/MT
Tamanho da imagem 310×322 466×483
Resolução Espacial 30m 20m
Resolução Radiométrica 12 bits 8 bits
Número de Bandas 7 4

Fonte: Produção do autor
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5.2 Avaliação dos Resultados

Como apontado por Neubert et al. (2008), a avaliação da segmentação é uma tarefa
crucial para o desenvolvimento de abordagens efetivas e também na determinação
de parâmetros ótimos. Apesar dos diversos métodos de avaliação disponíveis na li-
teratura, a análise visual ainda é utilizada. As suas principais limitações estão na
subjetividade do processo, na falta de informações qualitativas, e no esforço para
analisar grandes áreas que podem conter dezenas de milhares de polígonos. Dessa
forma, neste trabalho apesar de avaliar a segmentação visualmente, a análise dos
resultados do algoritmo proposto será realizada em função de métricas supervisio-
nadas.

Para avaliação através das métricas supervisionadas, para as imagens WorldView-2
e Quickbird, 96 e 93 objetos de referência, respectivamente, foram definidos para
avaliação (Apêndice A). Objetos com contornos bem definidos, como telhados de
casas, pequenos edifícios, praças públicas, armazéns industriais e corpos d’água com
tamanhos e formas distintos, foram escolhidos como referência.

Para as imagens OLI/Landsat-8 e MUX/CBERS-4, um segundo intérprete selecio-
nou 141 objetos, com características de entorno distintas, desde objetos com bordas
mais significativas em relação ao entorno e como também com bordas menos pro-
eminentes. Estes objetos representam áreas agrícolas e pastagens, como mostra a
Figura 5.1.
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Figura 5.1 - Polígonos de Referência dos datasets OLI e MUX.

(a) Referência OLI. (b) Referência MUX.
Fonte: Produção do autor

Essas métricas utilizam abordagens com base nos parâmetros de segmentação, nas
bordas do segmento ou no próprio segmento (ZHANG et al., 2015). Neste caso, o
número de pixels do segmento gerados pelo algoritmo de segmentação e o número de
pixels da região de referência são usados (NEUBERT et al., 2008). Neste trabalho foram
utilizadas 6 métricas supervisionadas propostas por Rijsbergen (1979) e Delves et
al. (1992).

5.2.1 Precisão-Revocação

A métrica Precisão proposta por Rijsbergen (1979), indica a quantidade de elemen-
tos que foram identificados como corretos, quando efetivamente eram corretos. Essa
métrica tem por característica indicar valores elevados mesmo que apenas um ele-
mento tenha de fato sido corretamente rotulados, apesar de todos os outros terem
sido incorretamente rotulados como pertencentes a outra classe.

Precisão = V P

V P + FP
(5.1)

onde, V P é a quantidade de elementos que foram corretamente rotulados a uma
dada classe, V N é a quantidade de elementos que foram corretamente rotulados
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como não pertencentes uma dada classe e FP é a quantidade de elementos que
foram incorretamente rotulados a uma dada classe.

Já a Revocação, diferente da Precisão, indica com qual frequência um elemento é
realmente rotulado como pertencente a uma classe. De acordo com Casanova (2011),
a desvantagem dessa métrica é que ela não leva em consideração todos os elementos,
o que pode fazer com que essa métrica seja superestimada em alguns casos.

Revocação = V P

V P + V N
(5.2)

onde, FN é a quantidade de elementos que foram incorretamente rotulados como
não pertencentes uma dada classe.

As medidas Precisão e Revocação podem ser utilizadas em conjunto para indicar a
qualidade de segmentação. Em um caso ideal, quando a segmentação é idêntica à
referência, tanto a Precisão quanto o Revocação devem atingir o valor máximo de 1
(ZHANG et al., 2015).

Uma forma de visualizar os resultados obtidos entre as métricas de Precisão e Re-
vocação é através de um gráfico de dispersão, onde cada uma das métricas corres-
pondem um eixo. A partir da Figura 5.2 avalia-se o resultado da segmentação. As
partes superiores direita e inferior esquerda representam a boa e má segmentação,
respectivamente. A porção superior direita, é a ideal por indicar altos valores de
Precisão e Revocação, diferentemente da inferior esquerda que indica baixos valores
dessas métricas.

Através da combinação da Precisão e da Revocação é possível ainda obter outra
métrica, a F -measure, que leva em conta tanto os falsos positivos quanto os falsos
negativos. Ela é definida por:

F -measure = 2 · Precisão ·Revocação
Precisão+Revocação (5.3)

5.2.2 Medidas de Sucesso

Delves et al. (1992) propuseram que, para cada região da segmentação de referência
uma região resultante do segmentador seja selecionada para avaliação, que é cha-
mada de Bestfit. Diferente do método proposto por Zhang et al. (2015), esse método
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Figura 5.2 - Gráfico Precisão-Revocação.

Fonte: Achanccaray et al. (2014)

detecta se o segmento resultante foi diferente da segmentação referência em função
da sua forma, tamanho, área e intensidade dos pixels dentro do segmento.

Seja a segmentação de referência, Q, com R segmentos e a segmentação a ser avali-
ada, O, com L segmentos, ambas com H colunas eW linhas. Seja, uma determinada
região na segmentação de referência, p, e um determinado segmento, f , na segmen-
tação a ser avaliada. A notação ḡp representa a média da métrica g em uma dada
região p, N(p) representa o número de pixels de p e xp e yp indicam a localização do
ponto dentro do segmento p, respectivamente coluna e linha (REIS et al., 2015). Duas
matrizes, Gf e Fit, ambas com H linhas e W colunas, são construídas utilizando as
seguintes equações:

Gf(p, f) = N(p⋂ f)
N(p⋃ f) (5.4)

Fit =
xd+ yd+ pd+id

2
Gf(p, f) (5.5)

no qual:

xd = | x̄p > −x̄f |
H

(5.6)
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yd = | ȳp − ȳf |
W

(5.7)

pd = | N(p)−N(f) |
| N(p) +N(f) | (5.8)

id = |
¯V (p)− ¯V (f) |

| ¯V (p) + ¯V (f) |
(5.9)

Usando as matrizes Fit e Gf 4 métricas são calculadas: FITXY , FITI, FITN ,
Gshape. Cada uma é calculada para cada região.

FITXY = 1− xd+ yd

2 (5.10)

FITI = 1− |< V (p) > − < V (f) >|
< V (p) > + < V (f) > (5.11)

FITN = 1− | N(p)−N(f) |
N(p) +N(f) (5.12)

Gshape(p, f) = N(p⋂ f)
N(p⋃ f) (5.13)

A métrica FITXY (Equação 5.10) define o grau de deslocamento entre o resultado
do algoritmo de segmentação avaliado e o segmento de referência. Neste caso, o
centro de gravidade de ambos os polígonos é calculado e comparado. A métrica FITI
(Equação 5.11) compara a intensidade de nível de cinza dos segmentos, utilizando a
imagem original.

FITN (Equação 5.12), por sua vez, compara a corretude entre o número de pixels
do polígono de referência e com o número de pixels segmento gerado pelo algoritmo
analisado. Gshape (Equação 5.13) compara a forma do segmento gerado pelo algo-
ritmo e a referência. Essa métrica avalia se o algoritmo conseguiu definir a forma
dos objetos na imagem de forma correta. Todas as métricas produzem valores no
intervalo [0, 1]. Pode-se usar a média de todas métricas, denotada como FITM, como
uma única métrica.
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Para definição do segmento a ser comparada com a referência, sempre foi escolhido o
segmento de maior sobreposição em relação ao polígono de referência. Uma vez que
esse segmento era determinado, as métricas eram calculadas bem como as médias
para cada um dos datasets.

No caso específico da imagemWorldView-2, por questão de tempo de processamento,
optou-se por segmentar apenas pequenas partes da imagem que continham polígonos
de referência, como ilustrado na Figura 5.3. Uma vez que os polígonos de referência
(polígono amarelo) foram delineados, seus polígonos envolventes (polígono vermelho)
foram utilizados para geração de polígonos e com eles foram gerados buffers de 50
metros (polígono verde). Através desses polígonos maiores, a imagem WorldView-2
foi cortada em pequenas partes, uma para cada referência e essas partes foram então
segmentadas. Com os segmentos gerados, o processo de avaliação seguiu o mesmo
dos demais datasets.

Figura 5.3 - Processo de geração do dataset WorldView-2

Fonte: Produção do autor
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5.2.3 Teste de Hipótese

Para comparação do desempenho do algoritmo proposto, foram selecionados 3 algo-
ritmos de segmentação amplamente utilizados no Sensoriamento Remoto. São eles:
o Multirresolução (MRS), disponível no software Definiens eCognition, o algoritmo
de crescimento por regiões proposto por Bins et al. (1996), disponível nos softwa-
res TerraView e que a partir de gora será denominado como "algoritmo de Bins", e
o algoritmo Meanshift, disponível no software Qgis, através do módulo Sextante e
proposto por Comaniciu e Meer (1997).

Para avaliar se os resultados obtidos pelo método UCS eram de fato significativos,
foram realizados teste de hipótese, para determinar se os resultados obtidos pelo
segmentador UCS eram estatisticamente iguais ou não aos dos demais algoritmos
analisados. Para isso foi utilizado o Teste de hipótese de Wilcoxon. Foram definidos
3 possíveis testes. O primeiro avaliou se os resultados do UCS eram estatisticamente
iguais ou diferentes aos dos demais algoritmos considerando a significância com 5%;
O segundo teste avaliou se os resultados do UCS eram superiores aos dos demais
algoritmos; O terceiro para avaliar se os resultados do UCS eram inferiores, nesse
caso como no anterior a significância foi definida em 2, 5%.

5.3 Desempenho do Algoritmo

5.3.1 Tempo de Execução

Para avaliar o desempenho do algoritmo proposto, testes foram realizados utilizando
uma estação de trabalho com 24GB de RAM, processador Core i7−6700 com 3.4GHz
e AMD Radeon R5 340X e um servidor octa-core com 64GB de memória RAM. O
software utilizado foi o MATLAB 2016b.

Considerando apenas a etapa de segmentação, a etapa de minimização de energia
foi o gargalo do método proposto, representando, em média, 99% do tempo total
de processamento, que foi de 105 segundos em média para os pequenos recortes do
dataset WorldView-2. A inicialização, para esse dataset, inclui leitura de imagem,
definição de semente, fusão de sementes e criação de superpixels, o que representou
menos de 1%.

Os datasets Quickbird, OLI/Landsat-8 e MUX/CBERS-4, passaram pelo Divide
and Segment que realiza a divisão da imagem em tiles. Na imagem Quickbird, esse
processo durou pouco mais de 2 minutos, enquanto para as imagens OLI e MUX
menos de 30 segundos foram gastos.
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5.3.2 Divide and Segment

O método Divide and Segment foi utilizado em três dos datasets nos quais o algo-
ritmo de segmentação foi avaliado. A imagem Quickbird foi dividida em 100 tiles
(Figura 5.4) para otimizar o processo de segmentação. Apesar da eficiência deste
método, alguns objetos foram divididos. Contudo, a grande maioria dos objetos não
foi afetada no processo de divisão. A maior parte dos objetos (telhados) que foram
cortados, apresentavam variações de intensidade causados pela variação na lumino-
sidade, como mostra a Figura 5.5. Este problema foi observado especialmente em
residências com mais de um pavimento e que apresentavam telhados em diferentes
níveis. Apesar de não terem sido delimitados como referências, várias árvores foram
divididas em função da iluminação sobre o dossel.

Figura 5.4 - Resultado do Divide and Segment na imagem Quickbird (Composição Colo-
rida: R3G2B1).

Fonte: Produção do autor
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Figura 5.5 - Telhados cortados pela imagem gerada pelo Divide and Segment sobre com-
posição colorida: R3G2B1.

Fonte: Produção do autor

Para a imagem OLI (Figura 5.7(a)) foram gerados 16 tiles. Nessa imagem, 25 das
141 referências utilizadas, foram afetadas pela linha de corte, sendo divididas em
duas ou mais partes. Além disso, pequenas falhas ocorreram em áreas de vegetação
devido à iluminação. Na imagem MUX/CBERS-4 (Figura 5.7(b)) também foram
gerados 16 tiles. Nessa imagem, o algoritmo apresentou desempenho melhor, onde
apenas 15 dos 139 polígonos foram afetados pela linha de corte.
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Figura 5.6 - Linhas de corte para divisão dos tiles.

(a) Linhas de corte da imagem OLI sobre com-
posição colorida: R4G3B2.

(b) Linhas de corte da imagem MUX sobre
Composição Colorida: R3G2B1.

Fonte: Produção do autor

5.3.3 Fuzzy C-Means - Componente Unária

Por padrão, o algoritmo de classificação utiliza os seguintes parâmetros para o pro-
cesso de classificação: taxa de sobreposição entre os clusters de 1.5, número máximo
de 10.000 iterações e o incremento mínimo (ε) da função objetivo de 10−15. Esses
mesmos parâmetros foram utilizados para todos os datasets.

Os resultados obtidos pelo algoritmo Fuzzy C-Means foram bons, sobretudo nas
imagens de alta resolução espacial WorldView-2 e Quickbird, como apresentados
nas Figuras 5.7 e 5.8 que são referentes a parte destas imagens. Na Figura 5.7, o al-
goritmo apresentou um bom desempenho apesar da qualidade espectral da imagem,
oriunda do processo de fusão, estar bem degradada.
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Figura 5.7 - Classificação obtida para imagem WorldView-2 utilizando estratégia não su-
pervisionada. Linhas pretas delimitam as referências utilizadas.

(a) Imagem WorldView-2 - Composição Colo-
rida: R4G3B2.

(b) Classificação obtida pelo algoritmo FCM
para imagem WorldView-2

Fonte: Produção do autor
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Figura 5.8 - Classificação obtida para imagem Quickbird utilizando estratégia não super-
visionada. Linhas pretas delimitam as referências utilizadas e linhas pretas
pontilhadas, o limite do tile gerado através do Dividir e Segmentar.

(a) Imagem Quickbird - Composição Co-
lorida: R3G2B1.

(b) Classificação obtida pelo algoritmo
FCM para imagem Quickbird.

Fonte: Produção do autor

Apesar do desempenho satisfatório do algoritmo nas imagens de alta-resolução, o
algoritmo não teve bons resultados nas imagens de média resolução OLI/Landsat-
8 e MUX/CBERS-4. Nessas imagens, como grande parte das áreas são de vege-
tação, a diferença espectral entre os pixels é pequena, principalmente na imagem
MUX/CBERS-4. Na imagem OLI (Figura 5.9) as áreas de pastagem, em função da
sua pequena variação espectral, apresentaram um grande desafio para determinação
de um parâmetro ótimo de similaridade. Em um cenário ideal, a classificação deveria
isolar cada um dos objetos na imagem. Como pode ser observado nas figuras abaixo
isto não aconteceu.
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Figura 5.9 - Classificação obtida para imagem OLI utilizando estratégia não supervisio-
nada. Linhas pretas delimitam as referências utilizadas.

(a) Imagem OLI - Composição Colorida:
R4G3B2.

(b) Classificação obtida pelo algoritmo FCM
para imagem OLI.

Fonte: Produção do autor

Na imagem MUX/CBERS-4, Figura 5.10, este problema aconteceu novamente e de
forma intensa, apesar de que em alguns casos a classificação obtida foi satisfatória.
A Figura 5.11 apresenta a diferença espectral entre as sementes obtidas durante a
etapa de identificação de padrões descrita no capítulo anterior. Na imagem MUX, a
diferença entre sementes foi na maioria dos casos muito pequena, apresentado uma
diferença menor que 10 níveis digitais.
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Figura 5.10 - Classificação obtida para imagem MUX utilizando estratégia não supervisi-
onada.

(a) Imagem MUX/CBERS-4 - Composição co-
lorida: R3G2B1

(b) Classificação obtida pelo algoritmo FCM
para imagem MUX.

Fonte: Produção do autor

Figura 5.11 - Histograma da diferença espectral entre as mínimos regionais da imagem
MUX.

Fonte: Produção do autor
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5.4 Testes de Segmentação

Para produzir os resultados das segmentações, os parâmetros foram determinados
empiricamente de modo a gerar uma supersegmentação da imagem para evitar que
dois objetos fossem representados por um único segmento, mas ainda assim sempre
tentando obter 1 segmento por objeto. Para avaliação destes resultados, foram esco-
lhidas 6 métricas supervisionadas, que avaliam a corretude da segmentação em rela-
ção ao tamanho (FITN), forma (Gshape) e centro de gravidade das regiões definidas
pelo segmentador (FITXY ), como também sua Precisão, Revocação e F-measure
em relação às referências.

5.4.1 Worldview-2

Para testar a segmentação da imagem WorldView-2, foram definidos os seguintes
parâmetros para o algoritmo MRS:

• Escala: 45;

• Forma: 0, 3;

• Compacidade: 0, 7 ;

• Peso 2 para as bandas localizadas na região do infravermelho, as demais
tiveram o peso definido como 1.

Para o algoritmo de Bins, foram definidos os seguintes parâmetros:

• Tamanho mínimo: 30;

• Similaridade: 0, 0025;

Para o algoritmo Meanshift, foram definidos os seguintes parâmetros:

• Raio espacial: 30;

• Raio da faixa: 40;

• Tamanho mínimo: 40;

Para o segmentador UCS, proposto neste trabalho, foram definidos os seguintes
parâmetros:

64



• Similaridade: 220;

• Escala: 25;

A Figura 5.12, apresenta resultados de segmentação de alguns dos tiles gerados
no dataset WorldView-2, considerando os segmentadores mencionados acima. Para
estes objetos, visualmente, o algoritmo MRS e o algoritmo proposto obtiveram os
melhores resultados. Na primeira imagem, linha 1, o MRS obteve o melhor resultado,
seguido pelo algoritmo de Bins. Eles conseguiram boa aderência às bordas, enquanto
o algoritmo proposto falhou nesse quesito. Já o Meanshift, obteve o pior dos resulta-
dos, super-segmentando o objeto, não aderindo à borda e nem preservando a forma
do objeto. Para o segundo objeto, o Meanshift obteve o melhor resultado, aderindo
bem às bordas, assim como o MRS e o algoritmo proposto. Neste caso, o algoritmo
de Bins apresentou o pior resultado.

Figura 5.12 - Da esquerda para direta: Imagem original com a referência sobreposta, seg-
mentação com MRS, segmentação com Meanshift, segmentação com o algo-
ritmo de Bins e a segmentação com o algoritmo proposto.

Fonte: Produção do autor
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Tabela 5.3 - Resultados obtidos por cada algoritmo.

Métrica MRS Meanshift Bins UCS
Precisão 0, 801± 0, 258 0, 768± 0, 254 0, 741± 0, 243 0, 820± 0, 207
Revocação 0, 782± 0, 173 0, 741± 0, 228 0, 775± 0, 201 0, 751± 0, 199
F-measure 0, 750± 0, 198 0, 693± 0, 190 0, 709± 0, 175 0, 753± 0, 167
FITXY 0, 963± 0, 041 0, 957± 0, 043 0, 953± 0, 040 0, 965± 0, 032
FITN 0, 873± 0, 131 0, 833± 0, 148 0, 833± 0, 154 0, 890± 0, 129
Gshape 0, 730± 0, 195 0, 671± 0, 192 0, 659± 0, 195 0, 738± 0, 174

Fonte: Produção do autor

Na terceira linha, o algoritmo proposto obteve o melhor resultado aderindo muito
bem às bordas dos objetos, enquanto os demais falharam nesse ponto em uma das
laterais do objeto. Na última linha o MRS obteve o melhor resultado dentre os
demais. Enquanto o Meanshift e o algoritmo de Bins cresceram bastante além das
bordas, o algoritmo proposto não subsegmentou muito o objeto como os demais, mas
não aderiu muito bem às bordas como o MRS, que gerou um segmento bastante fiel
à forma e com grande aderência às bordas.

A Tabela 5.3 apresenta os valores médios e os desvios padrão, todos truncados em 3
casas decimais, que foram obtidos pelo algoritmo proposto e demais algoritmos. Esses
resultados indicam a eficiência do algoritmo UCS, uma vez que ele obteve resultados
superiores aos demais na maioria das métricas de avaliação, exceto em Revocação.
Essa métrica está relacionada com a capacidade do algoritmo de identificar todos os
pixels que fazem parte do segmento em análise, de modo que quando ela é menor
que 1 indica que alguns pixels que pertencem a região não foram definidos como
pertencentes a ela, ou seja, houve um super-segmentação do objeto. Na métrica
FITXY , que está avalia o deslocamento do centro de massa do segmento gerado em
relação ao centro de massa da referência, todos os algoritmos analisados alcançaram
seus melhores resultados, onde a média obtida por todos os algoritmos foi acima de
0, 95.

A seguir são apresentados boxplots do tipo violino para cada uma das métricas
utilizadas na avaliação. As seções mais largas deste tipo de boxplot representam
áreas com maior probabilidade de ocorrência daquele valor. Por outro lado, as áreas
mais estreitas indicam uma menor probabilidade. Como é possível observar em todas
as métricas, as regiões mais largas estão localizadas na parte superior do gráfico,
sobretudo, na métrica FITXY .

66



Segundo a métrica Precisão (Figura 5.13) a distribuição dos resultados do algoritmo
UCS concentrou a área mais larga na parte superior, acima de 0, 75, assim como o
MRS. Contudo, o algoritmo proposto por Baatz e Schäpe (2000), apresentou maior
variação interquartil que a do algoritmo proposto. O Meanshift apresentou um re-
sultado semelhante, mas com uma área menos larga na região acima de 0, 75. Já
o algoritmo de Bins apresentou uma amplitude grande nessa métrica e a menor
mediana dentre todos.

Figura 5.13 - Boxplot da métrica Precisão no dataset WorldView-2.

Fonte: Produção do autor

Para a Revocação (Figura 5.14) a distribuição do método proposto concentrou seus
resultados na parte superior do gráfico, acima de 0, 75, além disso ele apresentou
a menor amplitude, enquanto o Meanshift apresentou a maior. Diferentemente da
métrica Precisão, nenhum dos algoritmos obteve outliers na sua distribuição.
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Figura 5.14 - Boxplot da métrica Revocação no dataset WorldView-2.

Fonte: Produção do autor

Para a métrica F–Measure (Figura 5.15) todos os algoritmos apresentaram outliers,
exceto o Meanshift. Contudo ele possuiu a maior variação interquartil. O MRS e
o algoritmo proposto mais uma vez apresentaram distribuições semelhantes, mas o
método proposto apresentou amplitude e variação interquartil menor.

Figura 5.15 - Boxplot da métrica F–Measure no dataset WorldView-2.

Fonte: Produção do autor
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Para a métrica FITXY (Figura 5.16) todos os algoritmos obtiveram excelentes
resultados, com distribuições semelhantes, contudo o algoritmo proposto apresentou
o menor número de outliers.

Figura 5.16 - Boxplot da métrica FITXY no dataset WorldView-2.

Fonte: Produção do autor

Na métrica FITN , o algoritmo proposto obteve uma diferença significativa em re-
lação ao demais. Mesmo com a presença de outliers, e com variação interquartil
similar à do MRS, a distribuição dos resultados obtidos com o algoritmo proposto
foi mais estreita na parte inferior, e com grande concentração na parte superior,
acima de 0, 85. Por outro lado, o Meanshift e o algoritmo de Bins, apresentaram
uma distribuição uniforme ao longo da parte superior do gráfico.

69



Figura 5.17 - Boxplot da métrica FITN no dataset WorldView-2.

Fonte: Produção do autor

Em relação à métrica Gshape (Figura 5.18) o Meanshift e o algoritmo de crescimento
por regiões apresentaram distribuições concentradas na parte central do gráfico, em
torno de 0, 65, enquanto o MRS e o algoritmo proposto além de concentrarem suas
distribuições acima de 0, 75, também apresentaram variações interquartil menores
que os demais.

Figura 5.18 - Boxplot da métrica Gshape no dataset WorldView-2.

Fonte: Produção do autor
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Como os resultados dos algoritmos apresentaram uma diferença pequena no seu
desempenho, sobretudo entre o MRS e o algoritmo UCS, foram realizados testes
de hipótese de Wilcoxon, para avaliar se de fato os algoritmos tiveram o mesmo
desempenho ou se um deles foi superior ao outro.

Os resultados dos testes de hipótese, apresentados a seguir, indicam que para o
dataset WorldView-2 o algoritmo proposto é estatisticamente igual ao MRS em
todas as métricas analisadas, além de ser superior aos demais algoritmos na maioria
delas.

Tabela 5.4 - Precisão - WorldView-2

Proposto X p–valor Conclusão
MRS 0,7099 Igual
Meanshift 0,1118 Igual
Bins 0,9992 Superior

Tabela 5.5 - Revocação - WorldView-2

Proposto X p–valor Conclusão
MRS 0,2201 Igual
Meanshift 0,9395 Igual
Bins 0,2511 Igual

Tabela 5.6 - F–Measure - WorldView-2

Proposto X p–valor Conclusão
MRS 0,8775 Igual
Meanshift 0,9990 Superior
Bins 0,9970 Superior

Tabela 5.7 - FITXY - WorldView-2

Proposto X p–valor Conclusão
MRS 0,9236 Igual
Meanshift 0,1858 Igual
Bins 0,9997 Superior

Tabela 5.8 - FITN - WorldView-2

Proposto X p–valor Conclusão
MRS 0,0782 Igual
Meanshift 0,9999 Superior
Bins 0,9999 Superior

Tabela 5.9 - Gshape - WorldView-2

Proposto X p–valor Conclusão
MRS 0,2304 Igual
Meanshift 0,9993 Superior
Bins 0,9999 Superior

Fonte: Produção do autor

Para observar como se dá a relação entre as métricas Precisão e Revocação nos
resultados do MRS e do algoritmo proposto, os resultados obtidos nesse dataset
foram plotados em um gráfico de dispersão, como mostra a Figura 5.19. Nesse gráfico,
os resultados do MRS são exibidos como círculos pretos, enquanto os resultados do
algoritmo proposto são exibidos como triângulos pretos.

O algoritmo MRS obteve bons resultados, como pode ser observada a alta concentra-
ção de círculos no canto superior direito da Figura 5.19. O algoritmo proposto obteve
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bons resultados para Precisão. No entanto, um desempenho inferior para Revoca-
ção. De forma geral, podemos concluir que o algoritmo proposto super-segmentou
os objetos mais que o algoritmo MRS.

Figura 5.19 - Gráfico de dispersão - Precisão e Revocação.

Fonte: Produção do autor

5.4.2 Quickbird

Para a imagem Quickbird, utilizamos utilizados os seguintes parâmetros para o
algoritmo MRS:

• Escala: 28;

• Forma: 0, 6;

• Compacidade: 0, 9.
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Para o algoritmo de Bins, definimos os seguintes parâmetros:

• Tamanho mínimo: 20;

• Similaridade: 0, 0015;

Para o método Meanshift definimos os seguintes parâmetros:

• Raio espacial: 30;

• Raio da faixa: 40;

• Tamanho mínimo: 40;

Para o algoritmo proposto, definimos os seguintes parâmetros:

• Similaridade: 85;

• Escala: 100;

Devido ao processo de fusão que a imagem Quickbird passou ela ficou bastante
degradada; alguns telhados ficaram bastantes saturados e as bordas de alguns objetos
não tiveram boa definição. Isso influenciou significativamente o desempenho dos
algoritmos, especialmente na métrica Revocação.

A Figura abaixo apresenta os resultados da segmentação produzida pelos algoritmos
em parte da imagem Quickbird. Todas as segmentações produzidas para esse dataset
e os seguintes, estão apresentados no Apêndice 3. O MRS obteve o melhor resultado
dentre todos como mostra a Figura 5.21(a). O método aderiu bem as bordas, mas
dividiu a maioria dos telhados da imagem, o que influenciou no desempenho em rela-
ção à métrica Revocação. Assim como o MRS, o Meanshift (Figura 5.21(b)) obteve
bons resultados no geral, segmentando bem objetos com bom contraste em relação
ao entorno. O algoritmo de Bins não produziu boa segmentação (Figura 5.21(c))
subsegmentando alguns objetos. Diferentemente do algoritmo de Bins, o algoritmo
proposto supersegmentou a imagem.

Como é possível observar na Tabela 5.10, todos os algoritmos alcançaram resultados
próximos de 0, 6 na métrica Revocação, sendo que o Meanshift obteve o melhor
resultado, assim como na métrica FITN . Nas demais métricas, o MRS obteve os

73



Figura 5.20 - Resultados da segmentação do dataset Quickbird. Polígonos amarelos são as
referências delineadas por um especialista e os polígonos com bordas verme-
lhas são os resultados produzidos por cada algoritmo.

(a) MRS (b) Meanshift

(c) Bins (d) Proposto
Fonte: Produção do autor

melhores resultados, com um resultado bastante superior aos demais em relação à
métrica Precisão, superando o algoritmo proposto por Bins em quase 0, 2.

O Meanshift, depois do MRS, apresentou os melhores resultados, ficando com de-
sempenho próximo na métrica F–Measure. O algoritmo proposto por Bins mais uma
vez apresentou o pior resultado dentre todos, especialmente na métrica Precisão. O
algoritmo proposto apresentou resultados ruins devido às bordas pouco definidas
em alguns dos objetos, apesar disso, superou o algoritmo proposto por Bins e ficou
próximo dos resultados alcançados pelo Meanshift.

A seguir, apresentamos os boxplots para cada uma das métricas utilizadas. Para mé-
trica Precisão (Figura 5.21), a exceção do MRS, todos os demais algoritmos apre-
sentaram grande amplitude nas distribuições. Além disso, o MRS, o Meanshift e
o algoritmo proposto possuíram vários outliers. Neste gráfico, podemos observar o
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Tabela 5.10 - Resultados obtidos por cada algoritmo para o dataset Quickbird.

Métrica MRS Meanshift Bins UCS
Precisão 0, 931± 0, 098 0, 799± 0, 241 0, 703± 0, 351 0, 810± 0, 227
Revocação 0, 560± 0, 212 0, 602± 0, 220 0, 587± 0, 223 0, 565± 0, 230
F-measure 0, 673± 0, 162 0, 625± 0, 172 0, 529± 0, 231 0, 604± 0, 178
FITXY 0, 973± 0, 027 0, 969± 0, 028 0, 956± 0, 041 0, 967± 0, 035
FITN 0, 861± 0, 114 0, 863± 0, 148 0, 833± 0, 145 0, 857± 0, 129
Gshape 0, 754± 0, 141 0, 727± 0, 161 0, 685± 0, 173 0, 726± 0, 152

Fonte: Produção do autor

baixo desempenho dos algoritmos, em especial o do algoritmo proposto por Bins.

A distribuição dos resultados deste algoritmo foi esparsa ao longo do gráfico, apre-
sentando variação interquartil muito significativa, variando entre 0, 45 e 0, 98. É
importante ressaltar que a distribuição do Meanshift e do algoritmo proposto tam-
bém ficaram longe do ideal, apesar de serem muito melhores que o do algoritmo de
Bins. Ainda, nos gráficos, podemos observar como o MRS foi mais regular que os
demais na métrica Precisão.

Figura 5.21 - Boxplot da métrica Precisão no dataset Quickbird.

Fonte: Produção do autor

Para a Revocação (Figura 5.22) as distribuições foram bastante similares, nas me-
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dianas (0, 45), variação interquartil (0, 4− 0, 75) e forma. Além disso, nessa métrica
não ocorreram outliers em nenhum dos resultados gerados pelos algoritmos. Apesar
de possuírem uma forma bastante similar entre eles, a distribuição dos resultados
do MRS obteve uma maior amplitude e ficou mais concentrada na região de 0, 5.

Figura 5.22 - Boxplot da métrica Revocação no dataset Quickbird.

Fonte: Produção do autor

Para a métrica F–Measure (Figura 5.23) o algoritmo de Bins apresentou a maior
variação interquartil (0, 43−0, 67) e a menor mediana (0, 58). Além disso, ocorreram
outliers e o mínimo foi próximo a 0. Já o MRS apresentou a maior mediana (0, 65)
e menor amplitude, de modo que esses resultados evidenciam o melhor desempenho
do MRS. Já o Meanshift apesar de possuir a menor amplitude e a distribuição dos
resultados ter permanecido próximo a 0, 6, seus resultados foram um pouco piores
que o MRS. O algoritmo proposto teve seus resultados concentrados entre 0, 45 e
0, 65, diferente do MRS e Meanshift.
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Figura 5.23 - Boxplot da métrica F–Measure no dataset Quickbird.

Fonte: Produção do autor

Para a métrica FITXY todos os algoritmos tiveram excelentes resultados (Fi-
gura 5.24), com medianas em 0, 99, apesar da existência de outliers, especialmente
nos resultados do algoritmo de Bins, mas ainda assim com bom ajuste, acima de
0, 85.

Figura 5.24 - Boxplot da métrica FITXY no dataset Quickbird.

Fonte: Produção do autor

77



Para a métrica FITN , diferentemente do que aconteceu nas demais, o resultado do
algoritmo proposto apresentou maior variação interquartil. Apesar disso, a maior
parte dos dados ficaram em torno de 0, 8. O resultado do MRS apresentou a menor
amplitude. Os resultados do algoritmo de Bins apresentaram grande amplitude além
de um grande número de outliers, 12. Já o Meanshift, apesar de também apresentar
outliers, teve sua distribuição similar ao MRS.

Figura 5.25 - Boxplot da métrica FITN no dataset Quickbird.

Fonte: Produção do autor

Em relação à métrica Gshape (Figura 5.26), que avalia a forma dos segmentos, as
distribuições do MRS e Meanshift apresentaram formas semelhantes, apesar do Me-
anshift apresentar outliers, além disso também tiveram medianas similares, com
diferença menor que 0, 012. O algoritmo de Bins apesar de possuir a menor varia-
ção interquartil, novamente apresentou muitos outliers, 13 no total, positivamente
e negativamente. O algoritmo proposto apresentou resultados um pouco abaixo do
MRS, em torno de 0, 3 e bastante similares ao Meanshift.
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Figura 5.26 - Boxplot da métrica Gshape no dataset Quickbird.

Fonte: Produção do autor

Da mesma forma como foi realizado nos testes da imagem WorldView-2, foram re-
alizados testes de hipótese de Wilcoxon. Pode-se observar nas tabelas abaixo que
o algoritmo UCS obteve um desempenho inferior ao MRS apenas na métrica Pre-
cisão. Nas demais, eles foram estatisticamente iguais com α 5%. Já em relação ao
Meanshift, o algoritmo proposto foi estatisticamente igual em todas as métricas.
Quando comparado com os resultados do algoritmo de Bins, os resultados obtidos
foram iguais estatisticamente em apenas 2 das 6 métricas (Revocação e FITN).

Diferentemente dos resultados obtidos no dataset WorldView-2, o algoritmo pro-
posto obteve resultados inferiores ao MRS, como pode ser comprovado pelos testes
de hipótese de Wilcoxon; algoritmo proposto teve desempenho inferior ao MRS em 4
das 6 métricas analisadas. Quando comparado ao Meanshift, o método proposto teve
desempenho semelhante, perdendo apenas na métrica Revocação. Quando compa-
rado ao algoritmo de Bins, ele obteve um desempenho superior em 3 das 6 métricas
analisadas.

Na segmentação pelo algoritmo proposto, mais de 88 mil polígonos foram gerados,
enquanto o MRS gerou pouco mais de 27 mil (Figura 5.27). Dos 88 mil segmentos
gerados, aproximadamente 40 mil deles possuíam áreas menores que 5m2. Devido
a isto, nesse dataset testamos a utilização de um parâmetro de área mínima, para
remover esses pequenos segmentos e avaliar o efeito que esse parâmetro poderia cau-
sar no resultado do algoritmo. Esta operação foi realizada no software ArcGIS 10.1,
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Tabela 5.11 - Precisão - Quickbird

Proposto X p–valor Conclusão
MRS 1 Inferior
Meanshift 0,6974 Igual
Bins 0,1705 Igual

Tabela 5.12 - Revocação - Quickbird

Proposto X p–valor Conclusão
MRS 0,9290 Igual
Meanshift 0,9854 Inferior
Bins 0,3492 Igual

Tabela 5.13 - F–Measure - Quickbird

Proposto X p–valor Conclusão
MRS 0,9933 Inferior
Meanshift 0,1816 Igual
Bins 0,9950 Superior

Tabela 5.14 - FITXY - Quickbird

Proposto X p–valor Conclusão
MRS 0,9963 Inferior
Meanshift 0,8076 Igual
Bins 0,0613 Igual

Tabela 5.15 - FITN - Quickbird

Proposto X p–valor Conclusão
MRS 0,3342 Igual
Meanshift 0,2652 Igual
Bins 0,9797 Superior

Tabela 5.16 - Gshape - Quickbird

Proposto X p–valor Conclusão
MRS 0,9926 Inferior
Meanshift 0,2397 Igual
Bins 0,9970 Superior

Fonte: Produção do autor

através da ferramenta Eliminate. Os segmentos menores que 20m2 foram agregados
aos adjacentes de maior área sem levar em conta a informação espectral.

Figura 5.27 - Total de segmentos gerados por cada algoritmo de segmentação no dataset
Quickbird.

Fonte: Produção do autor
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A Tabela 5.17, apresenta os resultados obtidos após a etapa de agregação dos seg-
mentos. Apesar da informação espectral não ter sido considerada, a remoção dos
polígonos menores resultou em uma pequena melhora, especialmente na Revocação,
e por consequência na F–Measure, além da FITXY . Além disso, houve redução dos
desvios padrão. A Figura 5.28, apresenta as segmentações geradas pelo algoritmo
proposto, com e sem a agregação dos segmentos menores que 20m2.

Tabela 5.17 - Resultados obtidos pelo algoritmo UCS antes e após a agregação dos polí-
gonos menores que 20m2.

Métrica Antes da Agregação Após Agregação
Precisão 0, 810± 0, 227 0, 748± 0, 251
Revocação 0, 565± 0, 230 0, 628± 0, 213
F-measure 0, 604± 0, 178 0, 623± 0, 181
FITXY 0, 967± 0, 035 0, 988± 0, 014
FITN 0, 857± 0, 129 0, 854± 0, 136
Gshape 0, 726± 0, 152 0, 717± 0, 132

Fonte: Produção do autor

Como é possível observar, a etapa de agregação melhorou a definição de alguns
segmentos, resultando segmentos mais coerentes em relação a borda.
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Figura 5.28 - Segmentação da imagem Quickbird antes e depois do processo de agregação.
Os segmentos pretos foram gerados sem a área mínima, os vermelhos foram
obtidos após a agregação dos polígonos menores que 20m2.

Fonte: Produção do autor

5.4.3 Landsat-8/OLI

Para este dado, os seguintes parâmetros para o método MRS foram definidos:

• Escala: 100;

• Forma: 0, 1;

• Compacidade: 0, 3.

Para o algoritmo de Bins, definimos os seguintes parâmetros:

• Tamanho mínimo: 100;
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• Similaridade: 0, 0015;

Para o método Meanshift, definimos os seguintes parâmetros:

• Raio espacial: 5;

• Raio da faixa: 280;

• Tamanho mínimo: 100;

Para o algoritmo proposto, definimos os seguintes parâmetros:

• Similaridade: 480;

• Escala: 200;

Durante os testes, observamos que a supersegmentação é a melhor solução para
todos os algoritmos, uma vez que a porção inferior da imagem apresenta bordas
muito suaves.

A Figura a seguir apresenta a segmentação produzida pelos algoritmos para o da-
taset OLI/Landsat-8. O MRS obteve o melhor resultado dentre todos como mostra
a Figura 5.30(a), apesar da dificuldade em aderir bem nas bordas mais fracas pre-
sentes na imagem, o que levou a sub-segmentação em alguns casos. Já o Meanshift,
na Figura 5.30(b), obteve bons resultados no geral, apresentando algumas áreas
com sub-segmentação, em quantidade um pouco superior ao MRS. O algoritmo de
Bins não produziu uma boa segmentação, mostrada na Figura 5.30(c). Na porção
superior, alguns objetos foram super-segmentados enquanto que na porção inferior
outros objetos foram subsegmentados. O ajuste dos parâmetros não foi satisfatório
para toda a imagem. O algoritmo proposto super-segmentou severamente a ima-
gem (Figura 5.30(d)) resultado da classificação inicial e da pouca efetividade da
componente pareada para a suavização da imagem.
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Figura 5.29 - Resultados da segmentação do dataset OLI/Landsat-8. Polígonos amarelos
são as referências delineadas por um especialista e os polígonos com bordas
vermelhas são os resultados produzidos por cada algoritmo.

(a) MRS (b) Meanshift

(c) Bins (d) Proposto
Fonte: Produção do autor

A Tabela 5.18 apresenta os valores médios e os desvios padrão, todos truncados em
3 casas decimais, obtidos para cada algoritmo. Mais uma vez o algoritmo proposto,
apesar dos problemas, apresentou bons resultados e superiores ao algoritmo de Bins
e similares ao MRS e Meanshift. Pode-se observar que o MRS apresentou os melho-
res resultados em todas as métricas, exceto a Revocação. Na Precisão, em especial,
obteve a maior diferença em relação aos demais, chegando 0, 14 em relação ao algo-
ritmo de Bins. Mais uma vez, todos os algoritmos obtiveram excelentes resultados
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Tabela 5.18 - Resultados obtidos por cada algoritmo para o dataset OLI/Landsat-8.

Métrica MRS Meanshift Bins UCS
Precisão 0, 811± 0, 244 0, 758± 0, 223 0, 680± 0, 276 0, 754± 0, 255
Revocação 0, 722± 0, 200 0, 737± 0, 198 0, 757± 0, 190 0, 726± 0, 192
F-measure 0, 717± 0, 178 0, 701± 0, 175 0, 663± 0, 193 0, 693± 0, 180
FITXY 0, 973± 0, 027 0, 970± 0, 028 0, 957± 0, 040 0, 968± 0, 035
FITN 0, 861± 0, 114 0, 865± 0, 147 0, 834± 0, 145 0, 858± 0, 129
Gshape 0, 753± 0, 141 0, 729± 0, 160 0, 686± 0, 173 0, 727± 0, 152

Fonte: Produção do autor

na métrica FITXY , todos acima de 0, 95, com o MRS alcançando o melhor ajuste.
Na métrica FITN , MRS e Meanshift alcançaram resultados muito similares, uma
diferença de 0, 002. Contudo o Meanshift apresentou desvio padrão um levemente
superior. O algoritmo MRS mais uma vez, obteve o melhor ajuste em relação à forma
dos objetos, com uma diferença de 0, 03 para o Meanshift e o algoritmo proposto.
O algoritmo de Bins, foi o pior nessa métrica.

A seguir, apresentamos os boxplots para cada uma das métricas utilizadas. Para
métrica Precisão (Figura 5.30), todos os algoritmos apresentaram grande amplitude
nas distribuições. Além disso, no caso dos algoritmos MRS e Meanshift ocorreu a
presença de vários outliers, especialmente no Meanshift. O MRS e o algoritmo de
Bins apresentaram distribuições semelhantes, onde a maior parte da distribuição
ficou concentrada acima de 0, 75. Contudo, essa presença não foi tão forte quanto no
caso do MRS e do Meanshift, que apresentaram amplitudes interquartil menores.

85



Figura 5.30 - Boxplot da métrica Precisão no dataset OLI/Landsat-8.

Fonte: Produção do autor

Para a Revocação as distribuições (Figura 5.31) foram similares, em amplitude,
mediana e variação interquartil. Além disso, nessa métrica não ocorreram outliers
em nenhum dos resultados. Apesar das características em comum, as distribuições
foram levemente diferentes, sobretudo, no resultado do algoritmo proposto, onde a
distribuição dos resultados ficou próximo a 0, 75, enquanto os demais alcançaram
valores acima de 0, 8.

Figura 5.31 - Boxplot da métrica Revocação no dataset OLI/Landsat-8.

Fonte: Produção do autor
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Para a métrica F–Measure (Figura 5.32) o algoritmo de Bins apresentou a maior
amplitude e a menor mediana. Além disso, seus resultados ficaram concentrados
entre 0, 65 e 0, 9. Já o MRS apresentou a menor amplitude, sendo que parte dos seus
resultados ficaram concentrados acima de 0, 85, obtendo o melhor resultado. Por
outro lado, o Meanshift, apesar de possuir a maior mediana, apresentou o menor
valor máximo, abaixo inclusive do algoritmo de Bins e, então, grande parte dos seus
resultados ficaram entorno de 0, 8. O algoritmo proposto concentrou a maior parte
dos seus resultados em torno de 0, 75, além de apresentar outliers abaixo de 0, 25.

Figura 5.32 - Boxplot da métrica F–Measure no dataset OLI/Landsat-8.

Fonte: Produção do autor

Para a métrica FITXY (Figura 5.33), todos os algoritmos tiveram excelentes resul-
tados, apesar de alguns outliers. Os valores interquartis também foram semelhantes,
contudo o algoritmo proposto apresentou uma maior amplitude. No geral o desem-
penho geral de todos os algoritmos foi bastante semelhante.
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Figura 5.33 - Boxplot da métrica FITXY no dataset OLI/Landsat-8.

Fonte: Produção do autor

Para a métrica FITN (Figura 5.34), diferentemente do que aconteceu nas demais, os
resultados do Meanshift apresentaram uma grande amplitude, além de conter alguns
outliers. Apesar disso, a variação interquartil foi semelhante em todos os algoritmos,
além de que seus resultados foram concentrados próximos a 0, 97. O resultado do
MRS apresentou a menor amplitude dentre os demais, contudo, a distribuição dos
seus resultados foi mais esparsa em torno de 0, 8. Os resultados do algoritmo de
Bins apresentou amplitude tão alta quanto a do Meanshift. Contudo, a variação
interquartil foi maior. Já os resultados do algoritmo proposto apresentaram variação
interquartil próxima a do MRS e amplitude similar à do Meanshift e apresentou
outliers. Entretanto, a maior parte da distribuição ficou concentrada acima de 0, 9.
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Figura 5.34 - Boxplot da métrica FITN no dataset OLI/Landsat-8.

Fonte: Produção do autor

Em relação à métrica Gshape (Figura 5.35) o MRS apresentou a menor amplitude
em seus resultados e foi o único que não teve outliers. O Meanshift, apesar de ob-
ter a maior mediana, apresentou alguns outliers e o máximo da sua distribuição
não superou 0, 9. O algoritmo de Bins apresentou a maior amplitude dentre todos.
Além disso, a maior parte dos seus resultados ficaram concentrados abaixo de 0, 75,
evidenciando o baixo desempenho para este dataset. O algoritmo proposto também
apresentou um resultado pouco satisfatório, além da grande amplitude e presença
de outliers. A maior parte dos resultados ficou concentrada em torno de 0, 75, evi-
denciando um desempenho geral pior que os algoritmos MRS e o Meanshift.

89



Figura 5.35 - Boxplot da métrica Gshape no dataset OLI/Landsat-8.

Fonte: Produção do autor

Da mesma forma, novamente foram realizados testes de hipótese de Wilcoxon, para
avaliar se de fato os algoritmos tiveram o mesmo desempenho ou se um deles foi
superior ao outro. Como é possível observar nas tabelas abaixo, o algoritmo UCS
obteve um desempenho inferior ao MRS apenas na métrica Precisão, nas demais eles
foram estatisticamente iguais com α de 5%.

Em relação ao Meanshift, o algoritmo proposto também foi estatisticamente igual
em todas as métricas. Quando comparado com os resultados do algoritmo de Bins,
os resultados obtidos foram estatisticamente iguais em apenas 2 das 6 métricas (Re-
vocação e FITN). Nas demais, o algoritmo proposto apresentou resultado superior.
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Tabela 5.19 - Precisão - OLI/Landsat-8

Proposto X p–valor Conclusão
MRS 0,9994 Inferior
Meanshift 0,2222 Igual
Bins 0,9999 Superior

Tabela 5.20 - Revocação - OLI/Landsat-8

Proposto X p–valor Conclusão
MRS 0,5666 Igual
Meanshift 0,6431 Igual
Bins 0,1243 Igual

Tabela 5.21 - F–Measure - OLI/Landsat-8

Proposto X p–valor Conclusão
MRS 0,1230 Igual
Meanshift 0,4950 Igual
Bins 0,9866 Superior

Tabela 5.22 - FITXY - OLI/Landsat-8

Proposto X p–valor Conclusão
MRS 0,3521 Igual
Meanshift 0,8433 Igual
Bins 0,9978 Superior

Tabela 5.23 - FITN - OLI/Landsat-8

Proposto X p–valor Conclusão
MRS 0,9363 Igual
Meanshift 0,3118 Igual
Bins 0,1354 Igual

Tabela 5.24 - Gshape - OLI/Landsat-8

Proposto X p–valor Conclusão
MRS 0,0779 Igual
Meanshift 0,9413 Igual
Bins 0,9984 Superior

Fonte: Produção do autor

Os resultados obtidos para o dataset OLI/Landsat-8, mais uma vez demonstram a
robustez do algoritmo proposto, apesar dos problemas ocorridos durante a etapa de
classificação, que afetou o desempenho geral do algoritmo. Mesmo com os problemas
de supersegmentação, nas referências utilizadas o algoritmo proposto obteve um bom
desempenho, sendo inferior ao MRS apenas na Precisão, e superior ao algoritmo
proposto por Bins em 4 das 6 métricas.

O algoritmo proposto gerou o maior número de segmentos como pode ser observado
na Figura 5.36, por isso usamos mais uma vez um parâmetro de tamanho mínimo
para os segmentos, para reduzir o número de polígonos. O algoritmo proposto pro-
duziu mais de 1.100 polígonos, enquanto os algoritmos MRS, Meanshift, de Bins
geraram, respectivamente, apenas 269, 273 e 245.
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Figura 5.36 - Total de segmentos gerados por cada algoritmo de segmentação.

Fonte: Produção do autor

A super-segmentação (Figura 5.37) gerada pelo algoritmo proposto ocorreu em vir-
tude da má qualidade de informação unária. Essa confusão ocorreu sobretudo em
função da alta similaridade entre os objetos que acarretou, em certos casos, poucos
padrões na imagem, afetando o desempenho do algoritmo de classificação FCM. So-
mado a isso, ainda podemos considerar o efeito da abordagem de minimização, que
apresenta problemas com os mínimos locais.
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Figura 5.37 - Resultados da classificação do dataset OLI/Landsat-8 sobrepostos pelos seg-
mentos gerados pelo algoritmo proposto.

Fonte: Produção do autor

5.4.4 MUX/CBERS-4

O experimento com a imagem MUX/CBERS-4 foi realizado com os seguintes parâ-
metros para o algoritmo MRS:

• Escala: 24;

• Forma: 0, 1;

• Compacidade: 0, 9.

Para o algoritmo de Bins, utilizamos os seguintes parâmetros:
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• Tamanho mínimo: 40;

• Similaridade: 0, 0015;

Para o algoritmo Meanshift utilizamos os seguintes parâmetros:

• Raio espacial: 5;

• Raio da faixa: 3;

• Tamanho mínimo: 200;

Para o algoritmo proposto utilizamos os seguintes parâmetros:

• Similaridade: 8;

• Escala: 150;

A Figura a seguir apresenta a segmentação produzida pelos algoritmos para o data-
set MUX/CBERS-4. O MRS obteve o melhor resultado dentre todos, como mostra
a Figura 5.39(a), apesar da dificuldade em aderir às bordas mais fracas presentes
na imagem. Isto acarretou subsegmentação em algumas áreas na parte central da
imagem. O Meanshift (Figura 5.39(b)) no geral, obteve bons resultados, apresen-
tando algumas áreas com super-segmentação, como na porção superior esquerda da
imagem, caracterizada por talhões onde o pasto estava baixo e com falhas. Além
disso, algumas bordas mais suaves, assim como no caso do MRS, foram ignoradas
pelo segmentador.

O algoritmo de Bins novamente não produziu bons resultados, como mostra a Fi-
gura 5.39(c). Em grande parte dos polígonos, na parte superior da imagem houve
supersegmentação dos objetos, enquanto que na porção inferior da imagem, que
apresenta áreas com bordas menos proeminentes, ocorreram áreas subsegmentadas.

Como pode ser observado na Figura 5.39, o algoritmo proposto gerou o maior nú-
mero de segmentos, com mais de 1.200, resultado da supersegmentação. Enquanto
os algoritmos MRS, Meanshift e Bins resultaram, respectivamente, 240, 261 e 599
segmentos.

A Tabela 5.25 apresenta os valores médios e os desvios padrão, todos truncados em
3 casas decimais, obtidos para cada um dos algoritmos utilizados. Neste dataset, o
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Figura 5.38 - Resultados da segmentação do dataset MUX/CBERS-4. Polígonos amarelos
são as referências delineadas por um especialista e os polígonos com bordas
vermelhas são os resultados produzidos por cada algoritmo.

(a) MRS (b) Meanshift

(c) Bins (d) Proposto
Fonte: Produção do autor

MRS obteve o melhor resultado na maioria das métricas, em especial na Revocação
e Gshape, onde obteve a maior vantagem em relação aos demais. O Meanshift su-
perou o MRS na Precisão, obtendo valores bastante próximos nas demais métricas.
O algoritmo de Bins alcançou seu melhor resultado na métrica FITXY , que avalia
o ajuste do segmento gerado em relação ao centro de massa, e na métrica FITN ,
relacionada ao tamanho do segmento, ficando apenas um pouco atrás do MRS em
média. O algoritmo proposto apresentou seu pior desempenho, com resultados in-
feriores aos demais na maioria das métricas. No caso da Revocação foi registrada a
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Figura 5.39 - Total de segmentos gerados por cada algoritmo de segmentação para o da-
taset MUX/CBERS-4.

Fonte: Produção do autor

maior diferença para os demais, chegando a 0, 13 quando comparada ao MRS.

Tabela 5.25 - Resultados obtidos por cada algoritmo para o dataset MUX/CBERS-4.

Métrica MRS Meanshift Bins UCS
Precisão 0, 726± 0, 256 0, 740± 0, 215 0, 730± 0, 197 0, 723± 0, 242
Revocação 0, 838± 0, 156 0, 803± 0, 192 0, 743± 0, 196 0, 701± 0, 200
F-measure 0, 736± 0, 190 0, 730± 0, 179 0, 698± 0, 163 0, 666± 0, 176
FITXY 0, 949± 0, 047 0, 949± 0, 045 0, 951± 0, 038 0, 949± 0, 038
FITN 0, 861± 0, 140 0, 863± 0, 140 0, 833± 0, 116 0, 849± 0, 125
Gshape 0, 715± 0, 187 0, 694± 0, 184 0, 673± 0, 172 0, 668± 0, 158

Fonte: Produção do autor

A seguir, apresentamos os boxplots para cada uma das métricas utilizadas. Para
métrica Precisão, todos os algoritmos apresentaram uma grande amplitude nas dis-
tribuições, sendo a do algoritmo de Bins a menor. Além disso, nos métodos Meanshift
e MRS ocorreram outliers. O algoritmo proposto concentrou os resultados acima de
0, 8. Entretanto, essa concentração não foi tão forte quanto nos demais algoritmos,
em comparação em especial com o MRS, que apresentou uma distribuição seme-
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lhante em forma, mas com magnitude diferente.

Figura 5.40 - Boxplot da métrica Precisão no dataset MUX/CBERS-4.

Fonte: Produção do autor

Para a Revocação o MRS apresentou seus resultados entre 0, 75 e 0, 95, reforçando
o excelente desempenho do algoritmo. O método Meanshift, apesar da maior am-
plitude (Figura 5.41) dos resultados, apresentou um desempenho similar ao MRS,
com uma variabilidade maior. O algoritmo de Bins, mais uma vez, apresentou um
resultado ruim. A distribuição dos resultados foi mais esparsa que dos demais mé-
todos, com exceção do algoritmo proposto, que teve um desempenho muito abaixo
dos demais nessa métrica.
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Figura 5.41 - Boxplot da métrica Revocação no dataset MUX/CBERS-4.

Fonte: Produção do autor

A Figura 5.42 apresenta os resultados obtidos na métrica F–Measure.Como essa
métrica é obtida usando a média harmônica da Revocação e da Precisão, o desem-
penho do algoritmo proposto foi o pior entre todos. Os métodos MRS e o Meanshift
tiveram resultados próximos, com uma pequena vantagem para o MRS. Contudo,
ele apresentou o maior desvio padrão e maior número de outliers. O algoritmo de
Bins, apesar de superar o algoritmo proposto, ainda ficou abaixo dos demais.

Figura 5.42 - Boxplot da métrica F–Measure no dataset MUX/CBERS-4.

Fonte: Produção do autor
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Para a métrica FITXY todos os algoritmos tiveram excelentes resultados como
pode ser observado na Figura 5.43, apesar de alguns outliers. Para esta métrica,
o algoritmo de Bins teve seu melhor desempenho, superando os demais métodos,
com uma pequena margem. Os demais algoritmos, apesar de terem médias iguais,
apresentaram valores de desvio padrão diferentes, sendo o do MRS o maior. No
geral, os algoritmos apresentaram desempenhos similares, com diferenças pequenas
abaixo de 0, 1 em amplitude e variação interquartil.

Figura 5.43 - Boxplot da métrica FITXY no dataset MUX/CBERS-4.

Fonte: Produção do autor

Na métrica FITN (Figura 5.44) o MRS obteve o melhor desempenho entre todos os
algoritmos e alcançando a maior média e a menor variação interquartil. O Meanshift
teve o pior desempenho com a menor média, maior desvio padrão e maior variação
interquartil, além de outliers. Já o algoritmo de Bins, apresentou a menor amplitude
e um resultado próximo ao MRS, com diferença inferior a 0, 05.
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Figura 5.44 - Boxplot da métrica FITN no dataset MUX/CBERS-4.

Fonte: Produção do autor

Em relação à métrica Gshape (Figura 5.45), o MRS apresentou a menor amplitude
em seus resultados e foi o único que não apresentou outliers. O Meanshift, embora
obteve a maior mediana, apresentou alguns outliers e o máximo da sua distribuição
não superou 0, 9, enquanto os demais algoritmos conseguiram. O algoritmo de Bins
apresentou a maior amplitude dentre todos os métodos. Além disso, a maior parte
dos seus resultados ficaram concentrados abaixo de 0, 75, evidenciando, assim, o
mau desempenho para este dataset. O algoritmo proposto também apresentou um
resultado pouco satisfatório, além da grande amplitude e da presença de outliers.
A maior parte dos resultados ficou concentrada em torno de 0, 75, evidenciando um
desempenho geral pior que o MRS e o Meanshift.
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Figura 5.45 - Boxplot da métrica Gshape no dataset MUX/CBERS-4.

Fonte: Produção do autor

Os testes de hipótese de Wilcoxon confirmaram que algoritmo UCS teve de fato
desempenho inferior ao MRS e ao Meanshift na maioria das métricas. Quando com-
parado aos resultados do algoritmo de Bins, os resultados obtidos foram iguais es-
tatisticamente em apenas 5 das 6 métricas.
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Tabela 5.26 - Precisão - MUX/CBERS-4

Proposto X p–valor Conclusão
MRS 0,6996 Igual
Meanshift 0,6057 Igual
Bins 0,6249 Igual

Tabela 5.27 - Revocação - MUX/CBERS-4

Proposto X p–valor Conclusão
MRS 0,9776 Inferior
Meanshift 0,9999 Inferior
Bins 0,9776 Inferior

Tabela 5.28 - F–Measure - MUX/CBERS-4

Proposto X p–valor Conclusão
MRS 0,9999 Inferior
Meanshift 0.9999 Inferior
Bins 0,0506 Iguais

Tabela 5.29 - FITXY - MUX/CBERS-4

Proposto X p–valor Conclusão
MRS 0,4734 Igual
Meanshift 0,5323 Igual
Bins 0,6918 Igual

Tabela 5.30 - FITN - MUX/CBERS-4

Proposto X p–valor Conclusão
MRS 0,1992 Igual
Meanshift 0,6926 Igual
Bins 0,7434 Igual

Tabela 5.31 - Gshape - MUX/CBERS-4

Proposto X p–valor Conclusão
MRS 0,9996 Inferior
Meanshift 0,9951 Inferior
Bins 0,9656 Igual

Fonte: Produção do autor

Os resultados obtidos para o dataset MUX/CBERS-4, MUX/CBERS-4, destoaram
dos resultados obtidos para os outros datasets, para os quais o algoritmo proposto
apresentou resultados similares aos demais. Nesse dataset, em função do desempenho
inferior do algoritmo na classificação da imagem, o desempenho do algoritmo ficou
aquém dos demais. Isso também demonstra a sensibilidade do algoritmo em relação
ao resultado da classificação a priori que pode ser ruim, ocasionado pelo método de
minimização utilizado, além da componente pareada que suaviza menos a imagem.

5.5 Discussão

Como forma de resumir os resultados obtidos, optou-se por utilizar a estatística
Plus/Minus. Esta estatística aponta o número de vitórias, derrotas e empates dos
testes estatísticos realizados. A componente Plus agrega todos os casos nos quais
algoritmo UCS foi superior aos demais. Já a componente Minus, acumula todos os
casos nos quais algoritmo UCS foi inferior aos demais.

Para avaliação foram utilizadas 6 métricas em 4 datasets, de forma que o máximo
que as componentes podem atingir é a +4 ou −4. Dessa forma a pontuação total
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que podem ser atingidas por cada uma das componentes é de +24 ou −24. Nos
casos onde os algoritmos foram estatisticamente iguais não são somados valores a
nenhumas das duas componentes. A Tabela 5.32 apresenta os resultados obtidos
através dessa estatística.

Tabela 5.32 - Valores da estatística Plus/Minus

Métrica MRS Meanshift Bins
Precisão 0/-3 0/0 +2/0
Revocação 0/-1 0/-2 0/-1
F-measure 0/-2 +1/-1 +3/0
FITXY 0/-1 0/0 +2/0
FITN 0/0 +1/0 +2/0
Gshape 0/-2 +1/-1 +3/-1
Total 0/-9 3/-4 +12/-2

Fonte: Produção do autor

Como pode ser observado, o algoritmo UCS teve um desempenho inferior ao MRS em
3 dos 4 datasets na métrica Precisão, resultado que também repercutiu na métrica F-
Measure. Apesar da superioridade na Precisão, o MRS não teve grande superioridade
nas demais métricas. Do total de 24 pontos possíveis o UCS não foi superior ao MRS
em nenhuma das métricas, porém foi inferior em apenas 9.

Em relação ao Meanshift o desempenho foi mais similar. Houveram empates em
todos os datasets na Precisão e no FITXY que avalia o deslocamento em relação ao
centro de massa. O Meanshift foi superior apenas na Revocação, enquanto o UCS
foi superior em um caso na métrica FITN , que avalia a coerência em relação ao
tamanho do segmento de referência. Nos demais casos, houve equilíbrio, o que fez
com que na pontuação total o UCS tenha alcançado +3 na componente Plus e o
Meanshift −4 na outra componente. Nas demais 17 avaliações, os algoritmos foram
estatisticamente iguais.

Em relação o algoritmo de Bins, o UCS já se mostrou superior, alcançando pontua-
ções expressivas na métrica F-Measure e na Gshape. O algoritmo de Bins mostrou-se
superior em apenas dois momentos, na Revocação e também no Gshape, que avalia
o ajuste do segmento gerado em relação a forma do segmento de referência. O de-
sempenho do algoritmo UCS fez com que no total a componente Plus alcançasse 12

103



pontos, enquanto o algoritmo de Bins fez apenas 2 pontos.

Apesar dos resultados inferiores no dataset MUX/CBERS-4, o desempenho do al-
goritmo UCS nos demais datasets foi similar aos demais algoritmos, especialmente
ao Meanshift, e inclusive superando o MRS em algumas métricas. Esse desempenho
coloca o algoritmo proposto numa boa posição em relação aos demais, uma vez que
menos parâmetros precisam ser definidos para realizar a segmentação, o que facilita
sua utilização pelo analista.

Contudo os resultados do método UCS indicam a necessidade de tratar pequenos
segmentos gerados durante a segmentação. Como foi possível observar nos data-
set Quibkbird, OLI/Landsat-8 e MUX/CBERS-4, o algoritmo proposto gerou uma
quantidade muito grande de segmentos. Uma possível forma de resolver esse pro-
blema é utilizar um algoritmo de minimização robusto como o α expansion. Esta
alteração pode promover um ganho de desempenho, evitando a supersegmentação
da imagem. Uma alternativa mais simples seria a utilização de um parâmetro de
área mínima para redução do número de pequenos segmentos.

Além disso, outro ponto que pode ser melhorado é a abordagem de classificação não
supervisionada. Neste caso, pode-se utilizar algoritmos mais robustos do que o FCM
como, por exemplo, Support a Vector Machines (SVM), embora algumas adaptações
sejam necessárias.

A abordagem não supervisionada proposta por Li et al. (2008) combinada com
o modelo CRF simplificado proposto por Zhang e Jia (2012), mostrou-se viável
para segmentar imagens de Sensoriamento Remoto, especialmente imagens de alta
resolução.
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6 CONCLUSÕES

Esse trabalho teve como objetivo principal desenvolver um novo segmentador contex-
tual não supervisionado adequado para segmentar imagens de satélite. O algoritmo
baseou-se na abordagem proposta por Li et al. (2008). Embora ela seja similar a
versão original, é um avanço por assimilar a informação contextual de alta-ordem
durante o processo de segmentação com uma nova função potencial, mais simples
que a função P n Potts. O algoritmo foi implementado em linguagem de programa-
ção MATLAB e pode ser executado em todas as plataformas suportadas por este
software (Windows, Linux e Mac OS).

O algoritmo foi implementado por módulos, o que permite a integração de novas
funcionalidade de maneira simples, uma vez que os módulos podem ser tratados
individualmente. Um bom exemplo é o módulo de classificação (FCM), que pode ser
substituído facilmente por outro, com pequenas modificações no algoritmo principal.
Além disso, outros desenvolvedores podem aproveitar os módulos desenvolvidos para
aplicação em outros algoritmos.

Com relação ao desempenho dos módulos de classificação, suavização e minimização
do algoritmo de segmentação, conclui-se que:

• A estratégia para obtenção do número de classes para o FCM utilizando
mínimos regionais mostrou-se eficiente especialmente nas imagens de alta
resolução espacial;

• A classificação com o algoritmo FCM apresentou limitações, especialmente
em áreas com bordas suaves e pouca variação espectral;

• A componente de iteração espacial, em função da sua construção, não
conseguiu suavizar de forma satisfatória certas regiões das imagens, o que
acarretou em problemas de super-segmentação;

• A estratégia de minimização local utilizando o ICM, não se mostrou efici-
ente em alguns casos, de modo que novos métodos de minimização precisam
ser avaliados;

• O método de minimização combinado com a rigidez da componente de
iteração espacial, provocou a geração de diversos pequenos segmentos na
imagem, acarretando em super-segmentações.
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Em relação ao desempenho do algoritmo UCS e as análises comparativas realizadas
com os algoritmos MRS, Meanshift e de Bins, pode-se concluir que:

• O UCS apresentou bons resultados sobretudo nas imagens de alta resolução
espacial, devido à boa classificação inicial obtida pelo FCM;

• Nas imagens de média resolução espacial, o desempenho do algoritmo foi
inferior aos demais em algumas métricas, especialmente no Recall, o que
ficou evidenciado pela supersegmentação dessas imagens;

• De modo geral, os resultados obtidos com o UCS foram superiores ao al-
goritmo proposto por Bins, na maioria das imagens;

• Em relação ao MRS, o UCS foi estatisticamente inferior em algumas das
métricas, especialmente Recall, na maioria das imagens. Porém, para a
imagem WorldView-2 os resultados foram estatisticamente superiores na
maioria das métricas;

• A segmentação com o UCS apresentou o maior número de segmentos para
todas as imagens. Portanto, o uso de um parâmetro de área mínima, similar
ao método de Bins é necessário para melhorar o desempenho do algoritmo;

• Os algoritmos apresentaram seus melhores desempenhos na métrica
FITXY, responsável por avaliar o erro em relação ao centroide do polí-
gono de referência, o que indica que apesar de possíveis inconsistências
em relação ao tamanho e forma do objeto, todos os algoritmos têm boa
capacidade de detectar objetos distintos;

A partir dos resultados obtidos na segmentação dos datasets, observa-se que o algo-
ritmo UCS tem potencial para segmentação de imagens de satélites, que, de forma
geral, são complexas e difíceis de segmentar e classificar.

Como sugestões para futuros trabalhos:

• Incorporação ao algoritmo de um novo método de classificação com resul-
tados melhores do que obtidos neste trabalho;

• Alteração da abordagem de minimização, de modo que seja possível atingir
um resultado mais próximo do mínimo de energia global;
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• Desenvolvimento de uma interface de visualização para interatividade com
o usuário;

• Otimização dos módulos do algoritmo afim de melhorar o seu desempenho
geral;

• Melhorar o algoritmo Divide and Segment para evitar que o algoritmo crie
tiles com formas complexas além de elaborar uma nova estratégia para
definição dos pontos iniciais e finais;

• Implementar o algoritmo UCS em linguagem C++ e disponibilizá-lo na
biblioteca TerraLib (CâMARA et al., 2008) desenvolvido pelo INPE, além
de integrá-lo ao software GEODMA (KöRTING et al., 2008).
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APÊNDICE A - REFERÊNCIAS UTILIZADAS PARA AVALIAÇÃO
DOS DATASETS WORLDVIEW-2 E QUICKBIRD.

Esse apêndice contém as referências criadas pelo autor para os datasets WorldView-2
e Quickbird.
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Tabela A.1 - Polígonos de Referência do dataset WorldView-2.
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Tabela A.2 - Polígonos de Referência do dataset Quickbird.
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APÊNDICE B - INFORMAÇÕES SOBRE OS BOXPLOTS APRESEN-
TADOS NO CAPÍTULO 7.

Esse apêndice contém dados estatísticos referentes aos resultados obtidos por cada
um dos algoritmos analisados neste trabalho em cada um dos 4 datasets utilizados
para avaliação.

B.1 WorldView-2

Precisão

Algoritmos Multiresolução Meanshift Bins UCS
Média 0,802 0,768 0,680 0,821
DesvioPadrão 0,258 0,255 0,274 0,208
Mínimo 0,049 0,091 0,061 0,090
Mediana 0,917 0,898 0,801 0,919
Máximo 1,000 1,000 1,000 1,000
Q1 0,643 0,538 0,429 0,699
Q3 0,985 0,962 0,911 0,966
Outliers 1 0 0 2

Revocação

Algoritmos Multiresolução Meanshift Bins UCS
Média 0,782 0,742 0,758 0,752
DesvioPadrão 0,173 0,229 0,191 0,200
Mínimo 0,254 0,107 0,302 0,318
Mediana 0,836 0,810 0,789 0,814
Máximo 1,000 1,000 1,000 1,000
Q1 0,636 0,545 0,601 0,557
Q3 0,911 0,948 0,931 0,923
Outliers 1 0 0 0

F-measure

133



Algoritmos Multiresolução Meanshift Bins UCS
Média 0,750 0,693 0,663 0,754
DesvioPadrão 0,199 0,191 0,194 0,168
Mínimo 0,094 0,167 0,112 0,145
Mediana 0,836 0,697 0,677 0,783
Máximo 0,979 0,967 0,986 0,969
Q1 0,641 0,577 0,538 0,648
Q3 0,905 0,869 0,828 0,905
Outliers 1 0 0 1

FITXY

Algoritmos Multiresolução Meanshift Bins UCS
Média 0,964 0,958 0,957 0,966
DesvioPadrão 0,042 0,043 0,041 0,033
Mínimo 0,782 0,766 0,820 0,816
Mediana 0,981 0,973 0,972 0,976
Máximo 0,999 0,998 0,999 0,998
Q1 0,953 0,948 0,938 0,955
Q3 0,992 0,988 0,987 0,989
Outliers 1 7 6 5

FITN

Algoritmos Multiresolução Meanshift Bins UCS
Média 0,873 0,833 0,835 0,891
DesvioPadrão 0,132 0,149 0,145 0,129
Mínimo 0,269 0,218 0,234 0,310
Mediana 0,924 0,852 0,869 0,936
Máximo 1,000 0,998 0,999 1,000
Q1 0,807 0,778 0,754 0,831
Q3 0,972 0,955 0,953 0,983
Outliers 1 3 4 3

GShape
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Algoritmos Multiresolução Meanshift Bins UCS
Média 0,731 0,671 0,687 0,739
DesvioPadrão 0,196 0,193 0,174 0,175
Mínimo 0,159 0,115 0,124 0,164
Mediana 0,814 0,667 0,709 0,777
Máximo 0,969 0,947 0,985 0,962
Q1 0,626 0,537 0,562 0,637
Q3 0,884 0,839 0,818 0,880
Outliers 1 0 2 2

B.2 Quickbird

Precisão

Algoritmos Multiresolução Meanshift Bins UCS
Média 0,931 0,799 0,703 0,818
Desvio_Padrão 0,099 0,242 0,353 0,217
Mínimo 0,494 0,051 0,013 0,025
Mediana 0,972 0,882 0,906 0,893
Máximo 1,000 1,000 1,000 1,000
Q1 0,917 0,737 0,452 0,797
Q3 1,000 0,985 0,983 0,965
Outliers 1 8 0 11

Revocação

Algoritmos Multiresolução Meanshift Bins UCS
Média 0,560 0,602 0,587 0,561
Desvio_Padrão 0,213 0,221 0,224 0,228
Mínimo 0,119 0,250 0,225 0,227
Mediana 0,492 0,510 0,510 0,486
Máximo 0,981 1,000 1,000 0,992
Q1 0,436 0,449 0,429 0,385
Q3 0,741 0,787 0,772 0,761
Outliers 1 0 0 0
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F-measure

Algoritmos Multiresolução Meanshift Bins UCS
Média 0,673 0,625 0,529 0,608
Desvio_Padrão 0,162 0,173 0,232 0,174
Mínimo 0,213 0,096 0,025 0,049
Mediana 0,653 0,620 0,583 0,609
Máximo 0,961 0,958 0,960 0,953
Q1 0,572 0,529 0,430 0,489
Q3 0,815 0,712 0,671 0,685
Outliers 1 4 5 2

FITXY

Algoritmos Multiresolução Meanshift Bins UCS
Média 0,993 0,991 0,982 0,991
Desvio_Padrão 0,006 0,009 0,025 0,008
Mínimo 0,958 0,949 0,877 0,942
Mediana 0,994 0,993 0,992 0,993
Máximo 1,000 1,000 0,999 1,000
Q1 0,992 0,990 0,983 0,990
Q3 0,998 0,995 0,996 0,996
Outliers 1 9 13 5

FITN

Algoritmos Multiresolução Meanshift Bins UCS
Média 0,860 0,838 0,773 0,842
Desvio_Padrão 0,088 0,153 0,203 0,100
Mínimo 0,589 0,118 0,182 0,482
Mediana 0,844 0,855 0,835 0,840
Máximo 0,999 0,998 0,999 0,999
Q1 0,816 0,809 0,756 0,776
Q3 0,937 0,920 0,885 0,922
Outliers 1 5 12 2
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GShape

Algoritmos Multiresolução Meanshift Bins UCS
Média 0,763 0,722 0,653 0,726
Desvio_Padrão 0,097 0,148 0,197 0,102
Mínimo 0,525 0,061 0,094 0,401
Mediana 0,740 0,726 0,704 0,713
Máximo 0,962 0,959 0,961 0,954
Q1 0,703 0,678 0,632 0,655
Q3 0,843 0,784 0,751 0,770
Outliers 1 4 13 3

B.3 OLI

Precisão

Algoritmos Multiresolução Meanshift Bins UCS
Média 0,811 0,758 0,680 0,758
DesvioPadrão 0,245 0,224 0,274 0,253
Mínimo 0,085 0,073 0,061 0,070
Mediana 0,938 0,843 0,801 0,895
Máximo 1,000 1,000 1,000 1,000
Q1 0,712 0,699 0,429 0,579
Q3 0,984 0,910 0,911 0,952
Outliers 1 12 0 0

Revocação

Algoritmos Multiresolução Meanshift Bins UCS
Média 0,723 0,737 0,758 0,727
DesvioPadrão 0,200 0,198 0,191 0,193
Mínimo 0,280 0,253 0,302 0,253
Mediana 0,734 0,790 0,789 0,755
Máximo 1,000 1,000 1,000 1,000
Q1 0,558 0,559 0,601 0,578
Q3 0,915 0,906 0,931 0,891
Outliers 1 0 0 0
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F-measure

Algoritmos Multiresolução Meanshift Bins UCS
Média 0,717 0,702 0,663 0,693
DesvioPadrão 0,179 0,175 0,194 0,180
Mínimo 0,157 0,136 0,112 0,130
Mediana 0,731 0,745 0,677 0,724
Máximo 0,971 0,959 0,986 0,976
Q1 0,605 0,575 0,538 0,584
Q3 0,877 0,852 0,828 0,838
Outliers 1 2 0 2

FITXY

Algoritmos Multiresolução Meanshift Bins UCS
Média 0,973 0,970 0,957 0,968
DesvioPadrão 0,028 0,028 0,041 0,035
Mínimo 0,861 0,811 0,820 0,794
Mediana 0,981 0,980 0,972 0,981
Máximo 0,999 0,997 0,999 0,999
Q1 0,965 0,960 0,938 0,956
Q3 0,994 0,990 0,987 0,992
Outliers 1 6 6 6

FITN

Algoritmos Multiresolução Meanshift Bins UCS
Média 0,861 0,865 0,835 0,859
DesvioPadrão 0,115 0,148 0,145 0,130
Mínimo 0,491 0,236 0,234 0,316
Mediana 0,882 0,911 0,869 0,887
Máximo 1,000 1,000 0,999 1,000
Q1 0,812 0,817 0,754 0,802
Q3 0,958 0,973 0,953 0,958
Outliers 1 6 4 6

138



GShape

Algoritmos Multiresolução Meanshift Bins UCS
Média 0,753 0,729 0,687 0,727
DesvioPadrão 0,142 0,161 0,174 0,153
Mínimo 0,363 0,129 0,124 0,187
Mediana 0,754 0,765 0,709 0,745
Máximo 0,966 0,951 0,985 0,973
Q1 0,671 0,648 0,562 0,635
Q3 0,878 0,857 0,818 0,838
Outliers 1 6 2 2

B.4 MUX

Precisão

Algoritmos Multiresolução Meanshift Bins UCS
Média 0,726 0,741 0,730 0,723
Desvio_Padrão 0,256 0,228 0,224 0,242
Mínimo 0,127 0,083 0,158 0,117
Mediana 0,850 0,837 0,838 0,831
Máximo 0,998 1,000 1,000 1,000
Q1 0,547 0,595 0,525 0,532
Q3 0,933 0,916 0,915 0,925
Outliers 1 1 0 0

Revocação

Algoritmos Multiresolução Meanshift Bins UCS
Média 0,839 0,803 0,743 0,701
Desvio_Padrão 0,156 0,192 0,197 0,201
Mínimo 0,433 0,318 0,218 0,173
Mediana 0,901 0,886 0,787 0,717
Máximo 1,000 1,000 1,000 1,000
Q1 0,754 0,661 0,601 0,555
Q3 0,957 0,957 0,906 0,884
Outliers 1 0 0 0
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F-measure

Algoritmos Multiresolução Meanshift Bins UCS
Média 0,736 0,731 0,699 0,666
Desvio_Padrão 0,190 0,179 0,163 0,176
Mínimo 0,212 0,151 0,235 0,209
Mediana 0,767 0,763 0,706 0,672
Máximo 0,986 0,979 0,957 0,964
Q1 0,646 0,608 0,559 0,552
Q3 0,897 0,889 0,839 0,814
Outliers 1 1 0 0

FITXY

Algoritmos Multiresolução Meanshift Bins UCS
Média 0,949 0,950 0,951 0,949
Desvio_Padrão 0,048 0,045 0,038 0,039
Mínimo 0,764 0,766 0,853 0,782
Mediana 0,964 0,962 0,961 0,956
Máximo 0,999 0,999 0,999 0,997
Q1 0,926 0,914 0,923 0,926
Q3 0,989 0,987 0,985 0,980
Outliers 1 2 0 1

FITN

Algoritmos Multiresolução Meanshift Bins UCS
Média 0,861 0,845 0,855 0,850
Desvio_Padrão 0,141 0,140 0,116 0,125
Mínimo 0,442 0,372 0,553 0,414
Mediana 0,913 0,890 0,886 0,886
Máximo 0,999 1,000 0,997 0,999
Q1 0,799 0,759 0,762 0,770
Q3 0,972 0,964 0,955 0,948
Outliers 1 2 0 3
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GShape

Algoritmos Multiresolução Meanshift Bins UCS
Média 0,715 0,695 0,673 0,669
Desvio_Padrão 0,188 0,184 0,172 0,159
Mínimo 0,263 0,212 0,293 0,247
Mediana 0,752 0,692 0,691 0,674
Máximo 0,979 0,968 0,945 0,953
Q1 0,602 0,552 0,538 0,565
Q3 0,879 0,874 0,822 0,799
Outliers 1 0 0 0
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APÊNDICE C - MAPAS DE SEGMENTAÇÃO

Esse apêndice contém os mapas das segmentações geradas para os datasets Quick-
bird, OLI/Landsat-8 e MUX/CBERS-4.
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