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RESUMO

Nas últimas décadas, o crescimento do uso da Internet gerou um aumento subs-
tancial na circulação de informações nas redes sociais. Devido ao grande interesse
de diversas áreas da sociedade na análise de dados de redes sociais, estabeleceu-se
a busca por melhores técnicas para a manipulação e compreensão desse conteúdo,
permitindo que este enorme volume de informações possa ser interpretado de forma
rápida e precisa. Dentro da grande variedade de informações que circulam na in-
ternet, a ocorrência de eventos extremos pode ser considerada uma área de grande
interesse público devido a sua grande influência direta na sociedade. Assim, com-
preender a eclosão desses eventos extremos continua sendo um dos grandes desafios
científicos contemporâneos, cujo progresso depende fortemente de abordagens mul-
tidisciplinares. Assim, nesta dissertação, são analisados dados coletados em mídias
sociais, de grande circulação nacional e mundial, relacionados a eventos sociais e
naturais extremos, a fim de identificar a emoção de ameaça definida para cada tema
do evento abordado. Como estudos de caso, foram considerados dados sobre even-
tos sociais extremos relacionados a conflitos armados, entre os países Síria e EUA,
Irã e EUA e Global (considerando os países China, Índia, Paquistão, Reino Unido,
Japão, EUA, Coreia do Norte, Coreia do Sul, Taiwan e Indonésia). Em eventos na-
turais extremos foram selecionados dados relativos à ocorrência de secas, incêndios e
desmatamentos na região da Floresta Amazônica para os anos de 2015, 2016, 2017,
2018, 2019 e 2020. A coleta dessas informações foi realizada considerando a evolução
crescente de eventos, buscando entender como as ameaças ao longo do tempo podem
gerar uma evolução endógena resultando em um evento extremo. O processamento
dessas informações é realizado por meio da técnica de Análise de Sentimentos, para
identificar o grau de ameaça de cada notícia coletada. O endereço eletrônico das
notícias coletadas é armazenado em arquivo .csv juntamente com as informações so-
bre a data de publicação e o grau de ameaça, que formam um portfólio de ameaças
para cada modelo de dados abordado. Os portfólios foram utilizados para validar
o algoritmo “P-Model” como gerador de séries temporais endógenas para eventos
extremos. O resultado desta validação é a geração de séries temporais de ameaças
endógenas, que são utilizadas para prever a variação de ameaça futura dos eventos
sociais e naturais extremos analisados. Para realizar a predição de séries temporais
endógenas, utiliza-se a técnica de “Deep Learning” em uma estrutura da rede que
aplica a rede neural “Long-Short Term Memory - LSTM”. Os resultados alcança-
dos com base no LSTM, mostraram uma acurácia entre 46% e 71% na previsão
do padrão de flutuação interpretado como ameaças, quando considerados os dados
coletados para os dois estudos de caso abordados.

Palavras-chave: Eventos Extremos. Mídias Sociais. Análise de Sentimento. Séries
Temporais. Aprendizado de Máquina. Aprendizado Profundo. LSTM.
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ANALYSIS OF EMOTIONS IN SOCIAL MEDIA USING MACHINE
LEARNING AND TIME SERIES CONSIDERING INFORMATION

FROM EXTREME SOCIAL AND NATURAL EVENTS

ABSTRACT

In the last decades, the growth of Internet access has generated a substantial in-
crease in the circulation of information on social networks. Due to the great interest
of several areas of society in the analysis of social network data, the search for
better techniques for the manipulation and understanding of this content has been
established, allowing this huge volume of information to be interpreted quickly and
accurately. Within the wide variety of information circulating on the internet, the
occurrence of extreme events can be considered an area of great public interest due
to their great direct influence on society. Thus, understanding the outbreak of these
extreme events remains one of the great contemporary scientific challenges, whose
progress depends heavily on multidisciplinary approaches. Thus, in this thesis, data
collected from social media, of great national and worldwide circulation, related to
extreme social and natural events are analyzed in order to identify the emotion of de-
fined threat for each event theme addressed. As case studies, data on extreme social
events related to armed conflicts were considered, between the countries Syria and
USA, Iran and USA and Global (considering the countries China, India, Pakistan,
United Kingdom, Japan, USA, North Korea , South Korea, Taiwan and Indonesia).
On extreme natural events were selected data related to the occurrence of drought,
fires and deforestation in the Amazon Forest region for the years 2015, 2016, 2017,
2018, 2019 and 2020. The collection of this information was carried out considering
the increasing evolution of events, searching to understand how threats along time
can generate an endogenous evolution resulting in an extreme event. The process-
ing of this information is performed using the technique of Sentiment Analysis, to
identify the degree of threat of each news collected. The electronic address of the
news collected is stored in a .csv file together with the information on the date of
publication and the degree of threat, which form a threat portfolio for each data
model addressed. The portfolios were used to validate the algorithm P-Model as a
generator of endogenous time series for extreme events. The result of this validation
is the generation of endogenous threat time series, which are used to predict the
future threat variation of the analyzed extreme social and natural events. To per-
form the prediction of endogenous time series, the Deep Learning technique is used
in one structure of the network that applies the neural network Long-Short Term
Memory − LSTM. The results achieved based on the LSTM, showed an accuracy
between 46% and 71% in the prediction of the fluctuation pattern interpreted as
threats, when considering the data collected for the two case studies addressed.

Keywords: Extreme Events. Social Media. Sentiment Analysis. Time Series. Machine
Learning. Deep Learning. LSTM.
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1 INTRODUÇÃO

A evolução da internet possibilitou o advento das mídias sociais como um dos prin-
cipais meios de circulação de informações pessoais, políticas e de divulgação. Como
consequência, a quantidade de informações geradas diariamente nesses meios de co-
municação aumenta gradativamente a cada ano. Esse excesso de informações chama
a atenção de estudiosos e autoridades de diferentes áreas do conhecimento que per-
ceberam a importância de usar essas informações de forma adequada para verificar
as opiniões e sentimentos da população sobre um determinado assunto. Desse modo,
identifica-se a necessidade do uso de técnicas modernas, como aprendizado de má-
quina e análise de sentimento, para auxiliar na verificação precisa de informações
específicas entre esses enormes volumes de dados.

Uma dessas áreas da sociedade que chama atenção para uma análise mais pro-
funda das suas causas e consequências são os eventos extremos. Um evento extremo
caracteriza-se por uma sequência de pequenos eventos gerados por emoções humanas
ou alguma reação da natureza que podem evoluir para um evento maior chegando
até a um fato catastrófico (ROSA et al., 2019) (CLAUSET, 2018). Assim, nesta tese
realiza-se a análise de informações coletadas das mídias para identificar a variação
da emoção de ameaça sobre dois modelos de eventos extremos, sendo categorizados
na tese como eventos extremos sociais e eventos extremos naturais. Para os even-
tos extremos sociais analisaram-se as informações sobre conflitos armados e para os
eventos extremos naturais, analisaram-se as informações sobre a ocorrência de seca,
queimadas e desmatamentos.

Os conflitos armados são eventos extremos sociais que fazem parte da história do
desenvolvimento da humanidade. Os conflitos armados, dentro desse contexto, são
sequências de ameaças seguidas de ataques até que se chega ao seu ápice com um
conflito armado ou uma guerra. Todos os problemas gerados pelos conflitos armados,
chama a atenção para uma solução que auxilie na análise, previsão e possível alerta
da população para uma redução dos danos que tais eventos costumam causar. Na
tese, utiliza-se como casos de estudos sobre evento extremo social, três modelos de
conflitos armados: conflito entre a Síria e USA, Irã e USA e um possível conflito
Global que envolve os países, China, Índia, Paquistão, Reino Unido, Japão, USA,
Coreia do Norte, Coreia do Sul, Taiwan e Indonésia.

A ocorrência de seca, queimadas e desmatamentos são eventos extremos naturais que
da mesma forma trazem desiquilíbrio e perdas para a vida da sociedade (SANTOS

et al., 2017). Para esse evento extremo considera-se a seca como uma ameça, as
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queimadas como um evento maior e o desmatamento como o evento extremo. Na
tese, utilizou-se como casos de estudos para o evento extremo natural dados coletados
sobre a ocorrência de seca, queimadas e desmatamentos nos anos de 2015, 2016, 2017,
2018, 2019 e 2020 na região da Floresta Amazônica.

Conforme o contexto apresentado, esta tese desenvolve uma abordagem de análise
e predição de variação de ameaças de eventos extremos social e natural endógenos
que utiliza informações coletadas das mídias sociais de referência mundial, nacional e
específicas dos temas analisados, como (REUTERS, 2019) (CNN, 2020) (GUARDIAN,
2020), (GLOBO, 2006), (BUTLER, 1999). A coleta dessas informações é realizada
utilizando-se o buscador da “web” Google (GOOGLE, 2016) e por meio da utilização
de um “bot” (NEWSBOT, 2019), que realizam uma busca de notícias relacionadas
com os temas abordados na tese sobre ameaças sociais, políticas, secas, queimadas
e desmatamento. Cada notícia coletada, é armazenada e agrupada considerando a
ordem crescente da sua data de publicação.

As notícias coletadas nas mídias sociais são processadas utilizando técnicas de apren-
dizado de máquina que permitem identificar as emoções humanas presentes em um
documento de texto. Conforme o contexto da tese, a emoção identificada nos textos
das notícias analisadas é a ameaça natural, social, política e armada dentro de cada
tópico de evento extremo abordado. A técnica de aprendizado de máquina utilizada
para a identificação da emoção de ameaça nas notícias é a análise de sentimento,
sendo aplicada na tese em conjunto com a técnica de Processamento da Linguagem
Natural, que realiza a análise de textos. A análise de sentimento possibilita que se
identifique quão similar um texto é de determinado contexto, utilizando um texto
base com palavras referentes a um domínio (BIRD et al., 2009), neste caso, de ame-
aça desses eventos extremos. Assim, cada notícia coletada, é analisada e identificada
uma porcentagem de ameaça existente no seu texto.

O resultado dessa coleta é um portfólio de ameaças com séries temporais com o
grau de ameaça referentes a esses eventos extremos. Esse portfólio é utilizado na
tese como entrada do algoritmo “P-model” (ROSA et al., 2019) para a geração de
uma série temporal com características endógenas. Esse modelo de série temporal se
caracteriza por considerar somente elementos que exercem alguma influência interna
ao domínio analisado (ROSA et al., 2019) (SORNETTE, 2006). A série endógena gerada
na tese foi utilizada como entrada de um sistema desenvolvido com aprendizado de
máquina, mais especificamente aprendizado profundo, para a criação do modelo de
predição de eventos extremos sociais e naturais.
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A técnica de aprendizado profundo está sendo utilizada na tese devido as suas pro-
priedades de extração automática de características e de correlações não lineares
existentes nos dados (GOODFELLOW et al., 2016). Os conceitos de aprendizado pro-
fundo são aplicados utilizando uma estrutura de rede neural que utiliza as redes
neurais recursivas “Long Short Term Memory - LSTM” em um sistemas desen-
volvido por meio da API de aprendizado profundo “Tesorflow Keras” (CHOLLET,
2015). As LSTM são adequadas para classificar, processar e prever séries tempo-
rais, devido aos atrasos de duração desconhecidas de algumas séries (HOCHREITER;

SCHMIDHUBER, 1997).

Os resultados obtidos na tese pretendem apresentar uma metodologia que utiliza a
técnica de análise de sentimento para identificar o grau da emoção de ameaça em
cada notícia coletada. Esse grau de ameaça, com as informações de endereço de pu-
blicação da notícia e a data em ordem crescente formam um portfólio de ameaças.
Esses dados do portfólio são processados pelo algoritmo “P-Model”que em conjunto
com uma arquitetura baseada em aprendizado profundo, que utiliza a rede LSTM,
permitem realizar a previsão da variação de ameaça futura desses eventos extremos
sociais e naturais endógenos, podendo assim identificar a possibilidade de aconteci-
mento futuro desses fenômenos. Dessa forma, a metodologia criada pode ser aplicada
em dados das mais diversas áreas, tais como, eventos políticos, naturais, sociais, etc.
Nesta tese, apresentamos exemplos de aplicação da metodologia desenvolvida nas
áreas política-social e natural. A metodologia desenvolvida na tese apresenta uma
nova abordagem de análise de informações de mídias sociais de grande interesse e
utilidade pública.

Desta forma, a principal hipótese desta tese consiste em analisar se a técnica de
análise de sentimento permite construir séries temporais a partir de notícias publi-
cadas nas mídias sociais que antecedem o acontecimento de eventos extremos. Para
realizar essa análise, defende-se que:

• a análise de sentimento é adequada para a construção de séries temporais.

• o “P-Model” pode representar as flutuações presentes nos dados das mídias
sociais.

• a arquitetura baseada em aprendizado profundo que utiliza a rede LSTM
pode predizer as séries endógenas geradas.

Esta tese está organizada de forma a apresentar no Capítulo 2 uma revisão bibli-
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ográfica referente ao estado da arte dos trabalhos relacionados ao tema da tese,
no Capítulo 3 algumas definições das teorias utilizadas, no Capítulo 4 a metodolo-
gia desenvolvida, no Capítulo 5 os resultados alcançados na tese e no Capítulo 6 a
Conclusão.
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2 REVISÃO BIBLIOGRÁFICA

Este capítulo apresenta o estudo de trabalhos relacionados à análise de sentimento
e previsão de eventos extremos sociais e naturais com a intenção de mostrar o es-
tado da arte dessas áreas. Na Seção 2.1, apresentam-se trabalhos relacionados à
análise de sentimento em mídias sociais com aprendizado de máquina e técnicas de
processamento de linguagem natural desde 2012 e nas Tabelas 2.1, 2.2, 2.3 e 2.4,
apresentam-se as sumarizações das principais características das referências estuda-
das. Na Seção 2.2, apresentam-se trabalhos relacionados a eventos extremos com
abordagem para conflitos armados (Seção 2.2.1) e fenômenos naturais (Seção 2.2.2)
desde 2015. Nas Tabelas 2.5 e 2.6, apresentam-se os resumos dos trabalhos aplica-
dos na área de predição de conflitos armados e nas Tabelas 2.7 e 2.8, mostram-se
os resumos com as principais características das referências estudadas para predição
de fenômenos naturais.

2.1 Análise de sentimento

O artigo “Comparative Experiments for Multilingual Sentiment Analysis Using Ma-
chine Translation” (BALAHUR; TURCHI, 2012) propõe e avalia o uso de tradução
automática e métodos supervisionados para realizar a análise do sentimento em um
contexto multilíngue. Os métodos de tradução utilizados foram “Bing Translator”,
“Google Translate” e “Moses to translate” para as três línguas abordadas: Alemão,
Espanhol e Francês. Para a análise de sentimento também foi utilizado técnica de
aprendizado de máquina “Support Vector Machines Sequential Minimal Optimiza-
tion (SVM SMO)”.

O artigo “Parsing with Compositional Vector Grammars” (SOCHER et al., 2013) res-
salta que até então os trabalhos apresentados na área de análise de linguagem natu-
ral utilizam-se de pequenos grupos de categorias gramaticais como frases nominais,
verbais e preposicionais. Ressalta também que essa abordagem não captura toda a
riqueza sintática e semântica das frases linguísticas e as tentativas de aprimorá-las
por meio de frases léxicas ou de divisão de categorias apenas abordam parcialmente
o problema com grandes custos computacionais. O trabalho apresenta um modelo
denominado analisador “Compositional Vector Grammar (CVG)”, que aborda o
problema de representar frases e categorias. Ao contrário dos trabalhos passados,
aprende em conjunto como analisar e como representar frases como categorias dis-
cretas e vetores contínuos. A CVG combina as vantagens do padrão probabilístico de
Gramáticas livres de contexto (PCFG) com as redes neurais recursivas (RNNs). O
primeiro pode capturar a categorização discreta de frases em NP “( noun phrases)”
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ou PP “(prepositional phrases)”, enquanto o segundo pode capturar informações
sintáticas finas e composição-semântica em frases e palavras. Essa informação pode
ajudar nos casos em que a ambiguidade sintática só pode ser resolvida com infor-
mações semânticas. A CVG baseia-se na representação dos textos em vetores de
palavras contínuos e discretos. Deses vetores são gerados conjuntos de árvores que
possuem a classificação dos vetores de palavras. A árvore com o menor número de
nós com rótulos incorretos é considerada a melhor classificação. Uma RNN original
é parametrizada por uma única matriz de peso W . Em contraste, a CVG utiliza
uma RNN sintaticamente desamarrada (SU-RNN) que tem um conjunto de tais pe-
sos. O tamanho desse conjunto depende do número de combinações de categorias
de irmãos no PCFG. Esse artigo teve como referência principal o artigo publicado
em 1997 por (MANNING; CARPENTER, 1997), que apresentou um trabalho intitulado
“Probabilistic Parsing Using Left Corner Language Models” que aborda o desenvol-
vimento de um classificador “Probabilistics Context-Free Grammars(PCFG)” para
a aplicação em conceitos de linguagem livre de contexto no cálculo da probabilidade
de determinada classe de palavra na frase. Como resultado foi apresentado um mo-
delo (CVG) que escolhe diferentes funções de composição para um nó pai com base
nas categorias sintáticas de seus filhos. A CVG obteve uma precisão de 90,44% na
classificação.

O artigo “The New Eye of Government: Citizen Sentiment Analysis in Social Media”
publicado por (ARUNACHALAM; SARKAR, 2013) apresenta uma abordagem para
análise de sentimento no contexto do Governo Americano em redes sociais. Essa
abordagem apresenta um modelo considerando “hotwords” e não “hotwords” para
analisar os textos sobre as políticas do governo e os sentimentos da população sobre
as políticas entre outros. A análise de modelagem e sentimento é realizada pelo
sistema da IBM “Cognos Consumer Insight (CCI)”. A arquitetura da CCI funciona
com base no modelo de “hotwords”. O resultado considera os seguintes domínios:
Conceitos Distribuição do sentimento entre conceitos; Distribuição do sentimento
por meio de “hotwords”; Análise de afinidade de conceito “hotwords” e Análise de
Causa Raiz.

O “blog” de (HIDALGO, J. M. G., 2013) apresenta um estudo denominado “Baseline
Sentiment Analysis with WEKA” sobre a utilizazção do software “Weka”. O “Weka”
é uma coleção de algoritmos de aprendizado de máquina para aplicação em tarefas
de mineração de dados (THE UNIVERSITY OF WAIKATO, 2006). O estudo destacou
a utilização das classes do “Weka”:
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a) “weka.core.converters.TextDirectoryLoader”,

b) “weka.filters.unsupervised.attribute.StringToWordVector”,

c) “weka.core.tokenizers.NGramTokenizer”,

d) “weka.filters.supervised.attribute.AttributeSelection”,

e) “weka.attributeSelection.Ranker”,

f) “weka.classifiers.bayes.NaiveBayes”,

na classificação de textos pequenos disponíveis na “Web”. Para a realização da classi-
ficação ressalta-se a necessidade dos dados de entrada estarem rotulados como uma
afirmação positiva ou uma afirmação negativa sobre o assunto analisado. O estudo
compara o grupo de palavras “n-grams” versus palavras simples (ou “unigrams”)
para as línguas inglesa e espanhola da seguinte forma: “unigrams”, “3-grams” e “1-
a-3-grams”. Como resultado, verificou-se um melhor desempenho da metodologia
abordada para a língua inglesa em relação a espanhola.

O grupo do Laboratório de Pesquisa da IBM no Brasil (SANTOS; GATTI, 2014),
apresentou um trabalho intitulado “Deep Convolutional Neural Networks for Senti-
ment Analysis of Short Texts”, que propõe uma rede neural convolucional profunda
para explorar a partir de informações de caracteres a nível de sentença uma análise
de sentimentos de textos. A abordagem foi aplicada em dois domínios diferentes: o
“Stanford Sentiment Tree-bank (SSTb)”, que contém frases de críticas de filmes e o
“Stanford Twitter Sentiment corpus (STS)”, que contém mensagens do Twitter. A
rede proposta, chamada de “Character to Sentence Convolutional Neural Network”
(CharSCNN), usa duas camadas convolucionais para extrair características rele-
vantes de palavras e frases de qualquer tamanho e também explora facilmente a
riqueza de sentenças embutidas produzidas pelo pré-treino não-supervisionado. A
CharSCNN funciona da seguinte forma: dada uma sentença, calcula-se uma pontua-
ção para cada rótulo de sentimento τεT . Para marcar uma sentença, a rede tem como
entrada a sequência de palavras na sentença e a passa através de uma sequência de
camadas onde são extraídas características com níveis crescentes de complexidade.
A rede extrai recursos do nível do caractere até o nível da sentença. A principal
novidade dessa arquitetura de rede é a inclusão de duas camadas convolucionais,
que lhe permite manusear palavras e frases de qualquer tamanho. No trabalho foi
utilizado a biblioteca “Theano” para a implementação da rede “Backpropagation”.

As principais contribuições do artigo são:
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a) a ideia de usar redes neurais convolucionais para extrair características de
caracteres da oração;

b) a demonstração de que uma arquitetura de rede neural de “Backpropaga-
tion” pode ser tão eficaz quanto RNTN (SOCHER et al., 2013) para a análise
de sentimentos de sentenças;

c) a definição de novos resultados de estado-da-arte para as bases SSTb e
STS.

O resultado obtido com a CharSCNN alcançou uma precisão de 85,7% para o do-
mínio SSTb e 84,6% para o domínio STS.

O trabalho Monitoramento de informação em mídias sociais: o e-monitor dengue
(ANTUNES et al., 2014) apresentou a utilização de um sistema de monitoramento da
Internet, chamado e-Monitor Dengue, para a verificação de rumores sobre suspeitas
de dengue e assim identificar em que local do país deve-se realizar uma ação mais
agressiva ao combate das causas da doença. Ressaltou-se que o sistema robô utilizado
somente foi adaptado para pesquisas da palavra Dengue nas fontes de notícias. As
fontes de notícias inicialmente utilizadas foram:

• Oficiais (relacionadas ao governo),

• Notícia (jornais e revistas de grande circulação),

• Produção científica e

• Redes sociais.

Dentre as diversas fontes analisadas, os melhores resultados foram alcançados utili-
zando os dados da rede social “Twitter”.

O artigo “Sentiment Analysis on Microblogging by Integrating Text and Image Fe-
atures” de (ZHANG et al., 2015) apresentou um novo classificador de vizinhança ba-
seado em similaridade para análise de sentimento que combina recursos de texto
com recursos de imagem. A fim de melhorar a eficiência da análise de sentimento,
considerou-se dois grupos de características, incluindo recursos de texto e recursos
de imagem:

a) Característica do texto: O modelo “Bigram” foi aplicado nas caracterís-
ticas de texto para um bom desempenho utilizando o vocabulário chinês.
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Alguns métodos de medição de recurso, como MI (Informação Mútua), IG
(Ganho de Informação) foram utilizados para selecionar recursos.

b) Característica da imagem: as características da imagem foram baseadas
nas relações entre efeitos emocionais induzidos que vem da teoria da arte
e combinações de cor. Utilizou-se no projeto as características de cor e
textura para realizar a seleção de características de imagem.

O projeto considerou uma operação comum de reconhecimento de padrões baseada
no algoritmo K-vizinhos mais próximos, que é um método não-paramétrico para
classificação e regressão. Ele atribui objetos "valor"ou "classe"com base em K exem-
plos de treinamento mais próximo no espaço de características. O projeto considerou
realizar a classificação do sentimento combinando textos com imagens no espaço de
texto-imagem. O artigo também apresentou que diversos experimentos de compara-
ção mostram a eficiência do método proposto.

O artigo Uma Abordagem Multilíngue para Análise de Sentimento (REIS et al., 2015)
apresentou uma comparação entre diversas ferramentas de análise de sentimento uti-
lizando nove linguagens diferentes: Português, Francês, Espanhol, Italiano, Turco,
Russo, Árabe, Holandês, Alemão e Inglês. A base de dados estava inicialmente em
Inglês e depois foi traduzida para as outras línguas utilizando a API do “Python
Goslate” para tradução. As ferramentas de análise de sentimento utilizadas na com-
paração foram: “Linguistic Inquiry and Word Count (LIWC)”(PENNEBAKER; FRAN-

CIS, 1996), “SentiStrength” (THELWALL et al., 2010), “SentiWordNet”(ESULI, 2002),
“SenticNet” (LABORATORY, 2009), “SASA - SailAil Sentiment Analyze” (MALAN-

DRAKIS et al., 2016), “Happiness Index”(SINGH et al., 2017), “Emotion Lexicon” (TA-

BAK; EVRIM, 2016), “Hashtag Sentiment Lexicon” (KOTO; ADRIANI, 2015), “Senti-
ment Lexicon” (LIU, 2015), “OpinionLexicon” (BIRD et al., 2009), “VADER - Valence
Aware Dictionary for sEntiment Reasoning”(BIRD et al., 2009). Na análise verificou-
se que a melhor acurácia das ferramentas foi para a língua inglesa.

O artigo intitulado “A Model for Sentiment Analysis Based on Ontology and Cases”
(CECI et al., 2016) apresentou um trabalho utilizando a técnica de Raciocínio Baseado
em Caso com uso de ontologia para auxiliar no processo de classificação na análise
de sentimento. O modelo desenvolvido propõe que os raciocínios já desenvolvidos
sejam armazenados para serem utilizados em futura classificação. O projeto utilizou
como base de dados as informações da “Amazon” sobre os produtos câmeras e filmes
e utilizou as avaliações publicadas pelos usuários como votação por quantidade de
estrelas. O artigo apresentou como resultado a comparação do modelo desenvolvido
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com as técnicas “Naive Bayes (NB)” e “Support Vector Machine (SVM)”. Para o
domínio filmes o modelo teve uma acurácia de 85% enquanto que as técnicas NB e
SVM tiveram 78, 7% e 78, 6% respectivamente. Já para o domínio câmera, o modelo
teve uma acurácia de 91% enquanto que ambas as técnicas NB e SVM tiveram
84, 5%.

A “Google” lançou uma API em linguagem JAVA (GOOGLE, 2016) sobre linguagem
natural na nuvem, esse novo serviço oferece aos desenvolvedores acesso a análise de
sentimento, reconhecimento de entidades e análises de sintaxe do Google. A parte
de análise de sentimento da API apresenta as seguintes funcionalidades:

• verificação da estrutura e o significado do texto, oferecendo poderosos mo-
delos de aprendizagem de máquina em uma fácil utilização

• extração de informações sobre pessoas, lugares, eventos e muito mais, men-
cionados em documentos de texto, artigos de notícias ou postagens de
“blog”

• entendimento do sentimento sobre o produto em mídias sociais ou anali-
sar a intenção de conversas com clientes em um “call center” ou em um
aplicativo de mensagens

• analise do texto enviado em solicitação ou integração com o armazena-
mento de documentos no “Google Cloud Storage”

O trabalho intitulado “Multimodal Sentimental Analysis of Telug Song” (ABBURI et

al., 2016), apresentou uma abordagem para detectar o sentimento de uma canção com
base em suas naturezas de multimodalidade (texto e áudio). As características líricas
textuais são extraídas do banco de palavras. Usando esses recursos, Doc2Vec gerou-se
um único vetor para cada canção. “Support Vector Machine (SVM)”, “Navie Bayes
(NB)” e uma combinação desses dois classificadores foi desenvolvida para classificar
o sentimento usando as características líricas textuais. As características de áudio
foram usadas como um “add-on” aos líricos que incluem características temporais,
características espectral, do tempo e do “chroma”. Modelos de Mistura Gaussiana
(GMM), SVM e uma combinação de ambos os classificadores foi desenvolvida para
classificar o sentimento usando recursos de áudio.

O artigo “A novel deep learning architecture for sentiment classification” (GHOSH

et al., 2016), propôs uma arquitetura híbrida de aprendizagem profunda com uma
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Máquina Restrita de “Boltzmann” de duas camadas (RBM) e uma Rede Neural Pro-
babilística (PNN) para a classificação de sentimentos. Na primeira etapa, a RBM
executou a redução de dimensionalidade. Na próxima etapa, a PNN realiza a clas-
sificação de sentimentos. O trabalho testou cinco conjuntos diferentes de dados e
comparou os resultados com os trabalhos atuais. O método proposto apresentou a
melhor precisão de 93,3%, 92,7%, 93,1%, 94,9% e 93,2% para as abordagens Filmes,
Livros, DVD, Eletrônicos e Utensílios de cozinha, respectivamente.

O livro “Sentiment Analysis in Social Networks” (POZZI et al., 2016) analisou as
obras publicadas na área de análise de sentimento. Em cada capítulo se aborda um
tema relacionado a análise de sentimento e ao final apresenta-se os artigos utilizados
para elaboração do tema em questão. No capítulo 6 aborda-se o tema “Sentiment
Analysis in Social Network: A Machine Learning Perspective”, no qual é apresentado
os trabalhos realizados utilizando aprendizado de máquina supervisionado e não
supervisionado com classificação polarizada e não polarizada.

O artigo “Social Media Sentiment Analysis: lexicon versus machine learning” (DHA-

OUI et al., 2017) comparou a abordagem baseada em análise léxica e a abordagem
de aprendizado de máquina para abordar três questões de pesquisa:

a) Essas duas técnicas de análise de sentimento existentes são apropriadas
para a análise de conversas de redes sociais?

b) Em que medida os resultados das duas abordagens diferem quando usados
em conversas de redes social?

c) Uma abordagem combinada melhora a precisão geral da classificação de
sentimento das conversas nas redes sociais?

Para responder a essas perguntas utilizou-se dados da rede social “Facebook”, o
“RTextTools”, que é um pacote de aprendizado de máquina em R para classificação
automática de texto e a ferramenta de mineração de texto LIWC2015, que foi usada
para conduzir uma análise de sentimento baseada em análise léxica da amostra de
dados. Os resultados revelam que ambas as abordagens alcançaram maior precisão
na classificação de sentimento positivos do que negativos.

O artigo “ Understanding #worldenvironmentday user opinions in twitter: A topic-
based sentiment analysis approach” (REYES-MENENDEZ et al., 2018) identificou os
fatores sociais, econômicos, ambientais e culturais relacionados ao cuidado susten-
tável com o meio ambiente e a saúde pública que mais preocupam os usuários do
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“Twitter”. Com o objetivo de identificar os fatores relacionados ao cuidado susten-
tável com o meio ambiente e a saúde pública, baixou-se n = 5.873 “tweets” que
utilizaram a “hashtag #WorldEnvironmentDay” no respectivo dia. Para a classifi-
cação de sentimentos utilizou-se uma rede neural “Support VectorMachine (SVM)”
e para a classiificação dos sentimentos em positivo, neutro e negativo utilizou-se a
ferramenta NVivo Pro 12. Como resultados, identificou-se os principais fatores que
preocupam a população global no que diz respeito ao desenvolvimento sustentável
do planeta, saúde pública e meio ambiente. A importância dos desses resultados é
determinada pela relevância da análise da opinião pública nas redes sociais sobre o
meio ambiente nas redes sociais.

O artigo “Topic modeling and sentiment analysis of global climate change tweets.”
(DAHAL et al., 2019) abordou a utilização de dados de redes sociais para a verificação
de mudanças climáticas em determinada localização. No trabalho foram utilizados
dados da rede social “Twitter” com “geo-tags” que possibilitava identificar a loca-
lização, data e hora das mensagens. Para a realização da classificação dos dados
utilizou-se as técnicas de “Natural Language Processing” tais como: análise de sen-
timento e “Latent Dirichlet Allocation (LDA)”. Como resultado, observa-se que a
análise de sentimento mostra que a discussão geral é negativa, especialmente quando
os usuários estão reagindo a eventos políticos ou climáticos extremos. A modelagem
de tópicos mostra que os diferentes tópicos de discussão sobre mudanças climáticas
são diversos, mas alguns tópicos são mais prevalentes do que outros.

O artigo de (MUELLER; RAUH, 2020) intitulado “The Hard Problem of Prediction
for Conflict Prevention” explorou o aprendizado de máquina supervisionado e não
supervisionado para prever o início de conflitos em países antes pacíficos. Especifica-
mente, o modelo de “Natural Language Process - Latent Dirichlet Allocation (LDA)”
é usado para extração de recursos de 3,8 milhões de notícias de jornais sobre tópicos
pré-definidos como: economia, política e conflitos. Essas informações são utilizadas
juntamente com dados da base de dados de conflitos de UPSALA em um modelo de
“Random Forest” para prever possíveis conflitos.

O artigo “Social media sentiment analysis based on covid19” de (NEMES; KISS, 2021)
analisou o sentimento das pessoas em relação a pandemia do COVID-19 por meio
da coleta de dados das redes sociais. Os dados utilizados foram coletados na rede
social “Twitter” e classificados em sentimento positivo, fracamente positivo, for-
temente positivo, neutro, negativo, fracamente negativo e fortemente negativo. As
técnicas utilizadas para a classificação foram API “Tensorflow Keras” da aprendizao
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profundo e a ferramenta de análise de sentimento “TextBlob”. Como resultado foi
apresentado uma comparação do desempenho de ambas técnicas na classificação,
com a rede RNN de aprendizado profundo apresentando um melhor desempenho do
que a “TextBlob” .

A seguir é realizada a sumarização dos trabalhos analisados na área de análise de
sentimento. Nas Tabelas 2.1, 2.2, 2.3 e 2.4, apresentam-se os resumos dos trabalhos
analisados com as informações de título do trabalho, dados de entrada, técnicas e
ferramentas e resultados alcançados.

Tabela 2.1 - Sumário das referências analisadas sobre análise de sentimento.

Trabalho Dados de Técnicas Resultados
Entrada Ferramentas Alcançados

“Comparative Textos nas SVM Tradutor
Experiments for linguas SMO multilingue
Multilingual Sentiment Alemão, para a análise
Analysis Using Espanhol e de sentimento
Machine Translation” Francês
(BALABANTARAY et al., 2012)

“Parsing with Textos na PCFG e Precisão de 90,4%.
Compositional Vector língua RNNs Melhora de 3,8%
Grammars” Inglesa em relação ao

método PCFG
de Stanford

(SOCHER et al., 2013)

“The New Eye of Hotwords” Sistema da Ferramenta com
Government: Citizen e não IBM “Cognos” alta precisão de
Sentiment Analysis “hotwords” “Consumer” análise com duas
in Social Media” Insight línguas e pontencial

(CCI) para combinações
de várias línguas

(ARUNACHALAM; SARKAR, 2013)

“Baseline Sentiment Classificação WEKA: Classificação de
Analysis with WEKA” Polarizada “TextDirectoryLoader”, textos na língua

“StringToWordVector”, inglesa e espanhola
“NGramTokenizer”, para os grupos
“AttributeSelection”, 3-grams, unigrams

e 1-a-3-grams
(HIDALGO, J. M. G., 2013)
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Tabela 2.2 - Sumário das referências analisadas sobre análise de sentimento.

Trabalho Dados de Técnicas Resultados
Entrada Ferramentas Alcançados

“Deep Convolutional Sentenças Character to Rede com inclusão
Neural Networks Sentence e duas de camadas
for Sentiment Analysis Convolutional convolucionais
of Short Texts Neural Network

(CharSCNN)“
(SANTOS; GATTI, 2014)

Monitoramento de Textos de Software Sistema adaptado
informação em mídias e-Monitor para buscar
mídias sociais: socias com Dengue sentenças com
o e-Monitor Dengue a hashtag a palavra dengue.

#dengue Possibilitou uma
maior precisão na
localização de
áreas com
incidência
da dengue

(ANTUNES et al., 2014)

“Sentiment Analysis on Textos e Similaridade A combinação de
Microblogging by Imagens características recursos de texto
Integrating Text de imagens e recursos de
and Image Features” imagem pode

melhorar o
desempenho
médio da
classificação de
sentimento

(ZHANG et al., 2015)

“Multimodal Vetor SVM Precisão de
Sentimental de e Native entre 85% e
Analysis of Telug Song palavras Bayes (NB) 95% na
Telug Song” identificação

de sentimento
(ABBURI et al., 2016)

“A novel deep Classificação Aprendizado Redução da
learning architecture por profundo com dimensionalidade
for sentiment Polaridade dois níveis: da base de dados
classification” Máquina de e melhor

Boltzmann desempenho na
Restrita e classificação
Rede Neural do sentimento
Probabilística em filmes

(GHOSH et al., 2016)
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Tabela 2.3 - Sumário das referências analisadas sobre análise de sentimento.

Trabalho Dados de Técnicas Resultados
Entrada Ferramentas Alcançados

“A Model for Sentiment Comentários Raciocínio Acurácia para
Analysis Based on amazon baseado câmeras: 91%
Ontology and Cases” em casos filmes: 85%
(CECI et al., 2016)

“Sentiment Analysis Classificação: Aprendizado O livro
in Social Networks” polarizada e de máquina apresenta

não-polarizada supervisionado e diversos
não trabalhos na
supervisionado área de análise

de sentimento
(POZZI et al., 2016)

“Supervised Sentiment Classificação Modelo Depende do
Analysis in Polarizada supervisionado desempenho
Multilingual da tradução
Environments”
(VILARES et al., 2017)

“Social media Mensagens do Aprendizado Melhor Precisão
sentiment Facebook de máquina: na classificação
analysis: RTextTools e de sentimentos
lexicon versus Análise positivos do
machine Léxica: que negativos
learning” LIWC2015
(DHAOUI et al., 2017)

“Understanding hashtags Twitter SVM e Principais
#WorldEnvironmentDay #WorldEnvironmentDay NVivo Pro 12 fatores que
User Opinions preocupam a
in Twitter: A população
Topic-Based global em
Sentiment relação
Analysis à ações
Approach” sustentáveis

saúde pública
e meio ambiente

(REYES-MENENDEZ et al., 2018)
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Tabela 2.4 - Sumário das referências analisadas sobre análise de sentimento.

Trabalho Dados de Técnicas Resultados
Entrada Ferramentas Alcançados

“Topic modeling Mensagens Análise de Análise de
and sentiment do Twitter sentimento sentimento:
analysis of com geo-tags e Latent reação
global climate Dirichlet negativa
change tweets” Allocation LDA:

(LDA) tópicos
variados sobre
mudanças
climáticas

(DAHAL et al., 2019)

“The Hard Problem Notícias em Latent Predição de
of Prediction for jornais sobre Dirichlet iníco de conflitos
Conflict Prevention” economia, Allocation em locais

política, (LDA) e antes pacíficos
conflitos e Random
base de dados Forest
de UPSALA

(MUELLER; RAUH, 2020)

“Social media Mensagens do Keras RNN com melhor
sentiment Twitter com Aprendizado Profundo desempenho que
analysis hashtags: RNN e TextBlob na
based on COVID e TextBlob classificação
COVID-19” corona de sentimentos

positivos
(NEMES; KISS, 2021)
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2.2 Eventos extremos: eventos sociais e eventos naturais

Nesta seção são apresentados os trabalhos referentes a predição de eventos extremos
sociais na Seção 2.2.1 com ênfase em conflitos armados e eventos extremos naturais
na Seção 2.2.2 com ênfase em desmatamento.

2.2.1 Eventos sociais - conflitos armados

O artigo “Using decision tree to predict armed conflicts in Sudan” (ABBAS et al.,
2015) apresentou um estudo que teve como objetivo gerar um modelo de predição
de conflitos armados no Sudão usando árvores de decisão. O trabalho utilizou dados
do “Sudanese Armed Forces HG database”. A principal contribuição do trabalho foi
a identificação de palavras chaves ou variáveis que possuem uma grande relação com
a ameaça de um conflito armado, como: tensão, força, estação e arma.

Em “Comparing random forest with logistic regression for predicting class-imbalanced
civil war onset data” (MUCHLINSKI et al., 2016) apresentou-se uma comparação do
desempenho de técnica de “Random Forest” com três versões de regressão logística
(regressão logística clássica, regressão logística de eventos raros e regressão logística
regularizada L1) e verificou-se que a abordagem algorítmica fornece previsões sig-
nificativamente mais precisas do início da guerra civil em dados da amostra do que
qualquer um dos modelos de regressão logística. O artigo ainda discute esses resul-
tados e as maneiras pelas quais métodos estatísticos algorítmicos como “Random
Forest” podem ser úteis para prever com mais precisão eventos raros em dados de
conflito.

O estudo intitulado “Predicting armed conflict: Time to adjust our expectations?”
(CEDERMAN; WEIDMANN, 2017) apresentou uma análise de diversos trabalhos de
predição de conflitos armados utilizando técnicas simples de redes neurais e os pro-
blemas que cada um possuem principalmente relacionadas a obtenção de informações
realistas das condições sociais e políticas da região em conflito. Por fim, o autor su-
gere a utilização de técnicas de aprendizado de máquina mais atuais para a análise
e predição de conflitos armados devido as caraterísticas diversas de seus dados.

O projeto “Views: A political violence early-warning system” (HEGRE et al., 2018)
apresentou um sistema de alerta precoce sobre violência política que busca ser ma-
ximamente transparente, disponível ao público e coberto de maneira uniforme. O
projeto descreveu as inovações metodológicas necessárias para alcançar esses obje-
tivos. O ViEWS ainda produz previsões mensais nacionais e subnacionais para 36
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meses no futuro e todos os três tipos de violência organizada pela UCDP: conflito
baseado no estado, conflito não estatal e violência unilateral na África. O projeto
utiliza dados de UCDP e ACLED, bem como modelagem de “logit” (um modelo
linear generalizado), simulação dinâmica e técnicas de “Random Forest”.

Posteriormente, o projeto “Improving armed conflict prediction using machine lear-
ning : Views+” (HELLE et al., 2018) expandiu a funcional idade do software “Violew
Early Warning System (ViEWS)”, que usa de um grande número de variáveis para
realizar previsões. O objetivo do projeto seria realizar a seleção de variáveis auto-
maticamente e, assim, melhorar a eficiência, velocidade e precisão das previsões em
comparação com a versão anterior da ferramenta. Esse projeto usou as técnicas da
“Random Forest” e a API “Python Scikit−learn”.

O artigo “Trends and fluctuations in the severity of interstate wars” (CLAUSET,
2018) apresentou uma análise baseada em dados das evidências gerais para tendên-
cias nos tamanhos e anos entre guerras interestaduais em todo o mundo e usa os
modelos resultantes para caracterizar a plausibilidade de uma tendência em direção
à paz desde o fim da Segunda Guerra Mundial. A variabilidade subjacente nesses
dados é capturada usando uma abordagem de conjunto, que então especifica um pro-
cesso estacionário pelo qual distinguir tendências de flutuações no tempo de início
de guerra, a gravidade das guerras e a distribuição conjunta de ataques e gravidade.

O artigo “Modeling and forecasting armed conflict: Automl with human-guided ma-
chine learning” (D’ORAZIO et al., 2019) apresentou uma pesquisa que se baseia em
três pontos para ciências sociais computacionais. Primeiro, modelos preditivos de
conflito se beneficiariam de aplicativos mínimos do “AutoML” . Em segundo lugar,
o aprendizado de máquina guiado por humanos oferece a opção atraente de restrin-
gir os sistemas “AutoML” para abordar os tipos de perguntas que os pesquisadores
de conflitos avaliam com modelos preditivos. Finalmente, as implementações atuais
existentes do “AutoML” produzem soluções divergentes e podem ser aproveitadas
produtivamente em paralelo.

O capítulo “Modeling social and geopolitical disasters as extreme events: a case study
considering the complex dynamics of international armed; conflicts” (ROSA et al.,
2019), do livro “Towards Mathematics, Computers and Environment: A Disasters
Perspective” apresentou como a dinâmica turbulenta dos conflitos armados inter-
nacionais é tratada no âmbito dos sistemas multiagentes complexos, considerando
explicitamente as propriedades da cascata multiplicativa não homogênea, onde a en-
dogenia e a exogenia são pontos-chave no modelo matemático do fenômeno. Como
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resultado principal, o estudo apresentou um protótipo de autômato celular que per-
mite caracterizar regimes de conflitos armados extremos, como os ataques terroristas
de 11 de setembro e as grandes guerras mundiais.

O artigo “The global conflict risk index: A quantitative tool for policy support on
conflict prevention” (HALKIA et al., 2020) apresentou, validou e discutiu o Índice de
Risco de Conflito Global (GCRI), o ponto de partida quantitativo do Sistema de
Alerta Precoce de Conflitos da União Europeia. Usando regressão logística, o GCRI
calcula a probabilidade de risco de conflito nacional e subnacional. Apesar de sua
metodologia padrão e simples, o modelo prevê melhor do que seis outros sistemas de
alerta antecipado de conflito quantitativo publicados para dez entre doze métricas de
desempenho relatadas. Desse modo, o artigo visa contribuir para uma fertilização
cruzada dos esforços acadêmicos e governamentais na modelagem quantitativa de
risco de conflito.

2.2.2 Eventos naturais - fenômenos naturais

O artigo “Rainfall prediction for manaus, amazonas with artificial neural networks”
(LIMA; GUEDES, 2015) abordou o problema de previsão de chuvas em Manaus usando
redes neurais artificiais multicamadas. Os dados de entrada foram obtidos de uma
estação meteorológica automática durante os anos de 1970 a 2015. O fator de de-
sempenho considerado foi o erro quadrático médio normalizado. De acordo com os
resultados observados, uma rede neural “feedforward” com 2 camadas ocultas com
10 neurônios cada foi a que melhor desempenho teve na resolução do problema. No
trabalho também foi observado que a utilização de redes neurais recorrentes não
teve influência no ganho de desempenho do problema abordado.

Em “Predicting amazon fires for policy making” (MORELLO et al., 2016) apresentou
contribuições com as políticas públicas de combate aos incêndios na Amazônia. O
trabalho se concentrou na identificação em escala municipal das principais variáveis
de previsão de ocorrências de incêndios. Como resultado, um painel de dados inédito
na literatura foi construído a partir de imagens de satélite e dados socioeconômicos,
abrangendo os anos de 2008, 2010 e 2012. O trabalho concluiu que dos 41 potenciais
previsores de incêndios avaliados, apenas 9 mostraram-se significativos a um nível
de incerteza tolerável, compreendendo áreas desmatadas, áreas de pastagens e de
floresta, terras indígenas, temperatura e textura do solo.

O artigo “Integrating remotely sensed fires for predicting deforestation for redd”
(ARMENTERAS et al., 2017) apresentou um trabalho no qual aborda que o programa
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das Nações Unidas para a Redução de Emissões por Desmatamento e Degradação
Florestal (REDD +) deixa uma lacuna na tomada de decisão sobre as intervenções
de REDD + ao falhar em incluir sistematicamente os incêndios em seus dados. O
trabalho abordou essa lacuna crítica de conhecimento de duas maneiras. Primeiro,
revisou os projetos e programas de REDD + para avaliar a inclusão de incêndios
em sistemas de monitoramento, relatório e verificação (MRV). Em segundo lugar,
modelou a relação entre o fogo e a floresta para um local piloto na Colômbia usando
dados de monitoramento de fogo em tempo quase real (NRT) derivados do Es-
pectronatrômetro de Imagem de Resolução Moderada (MODIS). As previsões de
desmatamento baseadas no modelo tiveram um desempenho melhor do que o sis-
tema oficial de alerta precoce REDD. A AUC do modelo para 2013 e 2014 foi de
0,81, em comparação com 0,52 para o sistema de alerta precoce em 2013 e 0,68 em
2014. Isso demonstrou que o monitoramento de incêndios NRT é uma ferramenta
poderosa para prever locais de desmatamento florestal.

A publicação “Deforestation prediction using neural networks and satellite imagery
in a spatial information system” (AHMADI, 2018) investigou a distribuição espacial
do desmatamento usando redes neurais artificiais e imagens de satélite. No artigo
apresentou-se a modelagem das mudanças na cobertura da terra (florestas) para
prever o desmatamento usando uma rede neural artificial “Multilayer Perceptron”
devido ao seu potencial significativo para o desenvolvimento de modelos complexos
não lineares. O procedimento envolveu o registro de imagens e correção de erros,
classificação de imagens, preparação de mapas de desmatamento, determinação de
camadas e desenho de uma rede neural multicamadas para prever o desmatamento.
As imagens de satélite para esse estudo são de uma região de Hong Kong capturadas
de 2012 a 2016. Os resultados do estudo demonstraram que a abordagem de redes
neurais para prever o desmatamento pode ser utilizada e seus resultados mostraram
as áreas que foram destruídas durante o período da pesquisa. Ressaltou-se que devido
a fatores climáticos, econômicos e políticos a predição de áreas desmatada é de difícil
precisão.

O artigo “Deforestation prediction using time series and lstm” (GAO, 2019) utilizou
as técnicas séries temporais e rede neural LSTM, para prever o desmatamento futuro
da floresta amazônica. Os cálculos revelaram uma necessidade urgente de tomar
medidas para evitar uma maior deterioração. Discutiu-se no trabalho que a ajuda
de técnicas avançadas de IA reduzirá o desmatamento de forma eficiente, melhorando
o meio ambiente em um futuro previsível.
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O artigo “Predicting the deforestation probability using the binary logistic regression,
random forest, ensemble rotational forest, reptree: A case study at the gumani ri-
ver basin, india” (SAHA et al., 2020) utilizou o acoplamento de regressão logística
binária (BLR), “Random Forest (RF)”, conjunto de floresta rotacional e árvores de
poda com erro reduzido (RTF-REPTree) com FCD para descobrir a probabilidade
de desmatamento. No trabalho utilizou-se o Índice de vegetação avançado (AVI),
índice de solo nu (BSI), índice de sombra (SI) e densidade de vegetação em escala
(VD) derivados de imagens Landsat como os principais parâmetros de entrada para
identificar o FCD. Esses modelos de probabilidade de desmatamento foram valida-
dos por meio da área sob a curva (AUC), características de operação do receptor
(ROC), eficiência, estatísticas de habilidade verdadeira (TSS) e coeficiente Kappa.
O resultado da validação mostrou que todos os modelos como BLR (AUC = 0,874),
RF (AUC = 0,886) e RTF-REPTree (AUC = 0,919) teve boa capacidade de ava-
liar a probabilidade de desmatamento, mas entre eles, RTF-REPTree teve a maior
precisão nível.

O estudo das referências bibliográficas demonstrou que a área de análise de senti-
mento ainda possui bastante potencial inovador para ser aplicada utilizando dados
de mídias sociais para análise de eventos extremos. Também se observou na análise
que as áreas de predição de conflitos armados e fenômenos naturais ainda não foram
totalmente exploradas na análise de mídias sociais. Esses fatos podem ser observados
nos trabalhos de Antunes et al. (2014), Dahal et al. (2019), Mueller e Rauh (2020) e
Nemes e Kiss (2021). O artigo de Mueller e Rauh (2020) apesar de utilizar dados de
mídias sociais e a “Natural Language Proccessing” com a técnica de “Latent Dirich-
let Allocation” para a identificação dos tópicos presentes em determinadas notícias,
realizou uma predição de conflitos com características bem específicas relacionadas
a países que eram pacíficos e por algum motivo econômico/político geraram algum
conflito. Já os artigos Antunes et al. (2014), Dahal et al. (2019) e Nemes e Kiss
(2021) apresentaram uma análise utilizando mensagens de uma única rede social, a
“Twitter”.

Essa análise das referências bibliográficas também possibilitou a identificação das
limitações e problemas encontrados por cada trabalho na área de predição de eventos
extremos e que estão sendo considerados para o desenvolvimento da tese. O trabalho
de Abbas et al. (2015) aborda o assunto utilizando árvores de decisão e não explora as
novas tecnologias de aprendizado de máquina. O trabalho de Cederman e Weidmann
(2017) discute a falta de dados que reflitam as reais condições sociais e políticas
dos locais em conflitos e também aborda a falta de utilização de técnicas atuais de
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aprendizado de máquina na análise de eventos extremos. Na área de eventos extremos
naturais, verifica-se bastante a utilização de imagens nas predições (ARMENTERAS

et al., 2017), (AHMADI, 2018), (SAHA et al., 2020). No entanto, não se identificou nos
trabalhos analisados a utilização de dados de mídias sociais.

A seguir é realizada a sumarização dos Trabalhos Analisados na área de Eventos
Extremos Sociais e Naturais com as informações de título do trabalho, dados de
entrada, técnicas e ferramentas e resultados alcançados. Nas Tabelas 2.5, 2.6 e 2.6,
apresentam-se os resumos das referências sobre eventos extremos sociais com o tema
predição de conflitos armados e nas Tabelas 2.7 e 2.8, apresentam-se os resumos das
referências sobre eventos extremos naturais com o tema seca, queimadas e desma-
tamento.

Tabela 2.5 - Sumário das referências analisadas sobre predição de conflitos armados.

Trabalho Dados Técnica e Resultado
Utilizados Ferramentas

“Using Decision “Sudanese Árvores de Variáveis de
Tree to Predict armed Decisão ameaças: tensão
Armed Conflicts in Sudan” forces HQ” força, estação

e arma
(ABBAS et al., 2015)

“Comparing Random “Civil Random Random
Forest with Onset Forest Forest teve
Logistic Regression Data” Regressão: um melhor
for Predicting Logistic resultado na
Class-Imbalanced predição de
Civil War conflitos do que a
Onset Data” Regressão Linear
(MUCHLINSKI et al., 2016)

“Predicting armed Artigos Análise Predições
conflict:Time sobre conflitos de possíveis
to adjust armados cenários
our expectations?”
(CEDERMAN; WEIDMANN, 2017)

“ViEWS: A political Dados da Modelo Sistema de
violence UCDP e Linear, alerta
early-warning system ACLED Simulação precoce
system ” Dinâmica sobre violência

Random política
Forest

(HEGRE et al., 2018)
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Tabela 2.6 - Sumário das referências analisadas sobre predição de conflitos armados.

Trabalho Dados Técnica e Resultado
Utilizados Ferramentas

“Improving Armed Dados da “Random Seleção
conflict prediction UCDP e Forest Automática de
using machine ACLED Scikit variáveis
learning Learning” do VIEWS
VIEWS+”

(HELLE et al., 2018)

“Trends and Trabalhos Análise Tendências
fluctuations in relacionados a estatística de tempo e
the severity of conflitos tamanho das
interstate wars” armados guerras
(CLAUSET, 2018)

“Machine Learning Artigos sobre Análise Identificar
Artificial Intelligence conflitos de textos diferentes
and the Use of Force armados pontos de
by States” tomada de

decisão que
surgem no
uso da força
pelos estados

(DEEKS et al., 2019)

“Modeling and Descrição do “AutoML Seleção
Forecasting problema e “Human-GuidedML da melhor
Armed Conflict: a ser aplicação de
AutoML with analisado aprendizado
Human-Guided de máquina
Machine Learning” para o

problema
descrito

(D’ORAZIO et al., 2019)

“Modeling social Base de dados Cascata Homogênea Algoritmos
and geopolitical de UPSALA Multiplicativa P-Model e
disasters as UCDP séries endógenas e automato
extreme events: exógenas celular
a case study para
considering the caracterizar
of international conflitos
armed”
(ROSA et al., 2019)
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Tabela 2.7 - Sumário das referências analisadas sobre predição de fenômenos naturais.

Trabalho Dados Técnica e Resultado
Utilizados Ferramentas

“The Global Conflict Base de dados de “ten-fold Validação do
Risk Index: A UPSALA cross-validation” GCRI para
quantitative variáveis eventos de
tool for policy sobre modelos conflitos
support on de regimes e paz
conflict políticos com 86% de
prevention” precisão

para ambos
(HALKIA et al., 2020)

“Rainfall Dados do Rede Neural Melhores
Prediction Instituto “feedforward” resultados na
for Manaus, Nacional de previsão com
Amazonas with Meteorologia a rede de
Artificial INMET 2 camadas e
Neural 10 neurônios
Networks”
(LIMA; GUEDES, 2015)

“Predicting Imagens de Estatística Painel com
Amazon fires Satélites e qui-quadrado e variáveis
for policy dados sócio pseudo-R2̂ previsoras
making” econômicos
(MORELLO et al., 2016)

“Integrating Imagens Revisão dos Predição da
remotely sensed do dados do probabilidade
fires for MODIS REDD+ e de desmatamento
predicting análise de 81%
deforestation estatística
for REDD” das imagens

do MODIS
(ARMENTERAS et al., 2017)

“Deforestation Imagens de Rede Neural Previsão da
Prediction Satélites MLP área desmatada
Using Neural
Networks and
Satellite Imagery
in a Spatial
Information System”
(AHMADI, 2018)
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Tabela 2.8 - Sumário das referências analisadas sobre predição de fenômenos naturais.

Trabalho Dados Técnica e Resultado
Utilizados Ferramentas

“Deforestation dados Séries temporais e Apresenta que
Prediction da URL Redes neurais a LSTM teve
Using Time Series rainforests. LSTM um melhor
and LSTM” mongabay. desempenho na

com/amazon predição do que
as séries temporais

(GAO, 2019)

“Predicting the Índices Acoplamento de Modelos com
deforestation derivados de regressão precisão:
probability using imagens logística BLR (AUC=0.874),
the binary logistic Landsat binária (BLR), RF (AUC=0.886)
regression, floresta e RTF-REPTree
random forest, aleatória (RF), (AUC=0.919)
ensemble rotational conjunto de
forest, REPTree: floresta
A case study at rotacional e
the Gumani árvores de
River Basin, India poda com erro
India” reduzido
(SAHA et al., 2020) (RTF-REPTree)
“Predicting the Índices Acoplamento de Modelos com
deforestation derivados de regressão precisão:
probability using imagens logística BLR (AUC=0.874),
the binary logistic Landsat binária (BLR), RF (AUC=0.886)
regression, floresta e RTF-REPTree
random forest, aleatória (RF), (AUC=0.919)
ensemble rotational conjunto de
forest, REPTree: floresta
A case study at rotacional e
the Gumani árvores de
River Basin, India poda com erro
India” reduzido
(SAHA et al., 2020) (RTF-REPTree)
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3 FUNDAMENTAÇÃO TEÓRICA

O advento da internet proporcionou a circulação de uma imensa quantidade de
informações públicas, por meio das mídias sociais, relacionadas aos mais diversos
assuntos (CASTELLS, 2003), tais como economia, política, saúde, segurança, fenô-
menos naturais, etc. Esse excesso de informação sobre assuntos específicos despertou
o interesse de estudiosos de diversas áreas de conhecimento que observaram a impor-
tância dessas informações como fonte de conhecimento sobre o passado, o presente e
a previsão do futuro dos assuntos abordados (GABER et al., 2015). Assim, a utilização
de técnicas que permitam a análise e entendimento dessas informações se demonstra
de grande interesse para a sociedade(CEDERMAN; WEIDMANN, 2017). Dessa forma,
nesta seção apresentam-se as técnicas utilizadas no desenvolvimento da tese para
gerar um analisador e preditor de eventos extremos utilizando dados de mídias so-
ciais. Os conceitos apresentados são de mídia social, Processamento da Linguagem
Natural, análise de sentimento, aprendizado de máquina e aprendizado profundo.
Nas próximas seções apresentam-se com mais detalhes essas técnicas e conceitos.

3.1 Mídia social

O conceito de mídia social surgiu em meados dos anos de 1979 com a criação do
sistema de publicação de mensagens “online”, denominado “Usenet”, por Tom Trus-
cott e Jim Ellis da Universidade de Duke na Carolina do Norte, Estados Unidos. Por
muitos anos, o conceito foi utilizado para designar qualquer meio de comunicação
como revista, jornais e rádios. Esses meios se caracterizam por realizar a comunica-
ção de mão única, na qual existe pouca interação com usuário. Com o surgimento
das redes sociais, “blogs”, “wikis” e sites de compartilhamento, o conceito de mí-
dia social foi ampliado para abranger os aplicativos de interação com o usuário.
Atualmente, a mídia social é caracterizada como um conjunto de aplicativos que
se baseiam na Internet e que se fundamentam nas bases ideológicas e tecnológicas
da Web 2.0 permitindo a criação e troca de conteúdo gerado pelo usuário (MOYER;

KAPLAN, 2020).

Na tese, o conceito de mídia social é utilizado para designar os meios de circulação de
informação de mão única: jornais e revistas. Os meios de comunicação com interação
do usuário são denominados redes sociais, “blogs”, “wikis” e sites de compartilha-
mento. As mídias sociais utilizadas nesta tese são as de grande circulação mundial
((REUTERS, 2019), (CNN, 2020), (GUARDIAN, 2020), etc) para eventos sociais ex-
tremos, como conflitos armados e de circulação nacional ((GLOBO, 2006), (BUTLER,
1999), etc) para eventos naturais extremos, como desmatamento.
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3.2 Ciência de dados

A Ciência de Dados é o estudo disciplinado de dados e informações inerentes ao
negócio e todas as inferências que podem envolver um determinado assunto. É uma
ciência que estuda a informação, seu processo de captura, transformação, geração
e, posteriormente, análise dos dados. A ciência dos dados envolve várias disciplinas:
computação, estatística, matemática e conhecimento de negócios (ZAFARANI et al.,
2014).

A ciência de dados é usada nesta tese aplicando o conceito de mineração de mídia
social. Esse conceito é uma disciplina emergente que realiza o processo de represen-
tação, análise e extração de padrões acionáveis de dados de mídia social (ZAFARANI

et al., 2014).

Nesta tese a descoberta de padrões nos dados coletados nas mídias sociais são iden-
tificados por meio do processo denominado Descoberta de Conhecimento em Base
de dados ou KDD da sigla em inglês de “Knowledge Discovery in Databases (KDD)”.
As fases básicas desse processo são mostradas na Figura 3.1.

Figura 3.1 - As fases do processo de descoberta de conhecimento (KDD) aplicadas na
tese.

Fonte:Zafarani et al. (2014).

Na Seção 4.2, apresenta-se como o KDD foi aplicado na metodologia da tese.
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3.3 Processamento da linguagem natural

O Processamento da Linguagem Natural ou NLP, sigla de (“Natural Language Pro-
cess”), é uma subárea da inteligência artificial e possibilita o desenvolvimento de
sistemas que permitem a interação entre computador e homem (JACKSON; MOU-

LINIER, 2002) utilizando a linguagem natural humana seja por texto ou por fala
(OLIVEIRA, 1990). A NLP pode ser dividida nos seguintes estágios apresentados na
Figura 3.2 que serão detalhados a seguir.

Figura 3.2 - Estágios da NLP.

Fonte: Adaptado de Jackson e Moulinier (2002).

• Tokenização: A tokenização é muito bem caracterizada nas linguagens
artificiais como as linguagens de programação, pois não possuem muitas
ambiguidades. No entanto, na linguagem natural um mesmo caractere pode
ter vários significados dependendo do seu contexto. Dessa forma, o uso
da tokenização na análise da linguagem natural pode ser subdividida nas
seguintes abordagens (JACKSON; MOULINIER, 2002):

a) linguagens delimitadas por espaços: nessa categoria de lingua-
gem, como as línguas europeias, os limites de palavras são indicados
pela inserção de espaços em branco. No entanto, não necessariamente
os símbolos entre os espaços são os “tokens” necessários para o proces-
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samento seguinte. Isso ocorre devido à natureza ambígua dos sistemas
de escrita quanto ao intervalo de convenções de tokenização existentes.

b) linguagens não-segmentadas: nessa categoria de linguagem, como
chinês e tailandês, as palavras são escritas sucessivamente sem indi-
cação de limites de palavras. Por isso, nesse caso a tokenização das
linguagens não-segmentadas requer informações lexicais e morfológi-
cas adicionais.

Assim, a tokenização para ser efetiva precisa ser processada com os
estágios de análise léxica e análise sintática.

• Análise Léxica: A análise léxica realiza análise de texto ao nível da
palavra. Uma tarefa básica da análise léxica é relacionar variantes mor-
fológicas com sua respectiva palavra-chave. Essas palavras se encontram
em um dicionário de palavras-chaves agrupadas com a sua informação
semântica e sintática. No caso da análise da linguagem natural, a análise
léxica desmembra as palavras de uma sentença em seus componentes
gramaticais (substantivo, adjetivo, pronome, etc) (JACKSON; MOULINIER,
2002).

• Análise Sintática: A análise sintática é a tarefa de reconhecer uma
frase e atribuir-lhe uma estrutura sintática. Essas estruturas sintáticas
são atribuídas pela Gramática Livre de Contexto (CFG). A aplicação da
CFG por algoritmos específicos gera uma representação em uma estrutura
de árvore. Essas árvores analisam um importante estágio intermediário de
representação para a análise semântica (JACKSON; MOULINIER, 2002).

• Análise Semântica: Na análise semântica as representações dos signi-
ficados intermediários são compostas por expressões linguísticas. Essas
representações de significados são atribuídas às frases com base no
conhecimento adquirido com as fases léxica e gramatical. Assim, essa
categoria de análise é utilizada no entendimento do significado de uma
sentença. Também é muito utilizada para a eliminação de ambiguidades
(JACKSON; MOULINIER, 2002).
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• Análise Pragmática: A análise pragmática é a última etapa da análise
da linguagem natural. Nessa fase, o significado é elaborado com base no
conhecimento contextual e a forma lógica é mapeada para o idioma final de
representação do assunto abordado. Essa análise também é utilizada para
validar a análise semântica. Nessa análise considera-se que as palavras
podem se associar por significados (água, nadar) ou de proximidade de
assunto (água, poço) (JACKSON; MOULINIER, 2002).

3.4 Análise de sentimento

A área de Análise de Sentimento refere-se às tarefas de análise, identificação e classi-
ficação de toda informação que se caracterize de forma emocional, subjetiva ou gera-
dora de opinião, seja a informação no formato de texto, imagem ou som (CUADRADO;

GóMEZ-NAVARRO, 2011). Para a realização dessas tarefas de caracterização de sen-
timento normalmente utiliza-se as técnicas de Processamento da Linguagem Natu-
ral, estatísticas e/ou métodos de aprendizado de máquina. Segundo (CUADRADO;

GóMEZ-NAVARRO, 2011), essas tarefas podem ser divididas da seguinte maneira.

a) Classificação da Subjetividade: Nesse tipo de classificação aborda-se a
identificação de partes dos textos que demonstre um sentimento de subje-
tividade.

b) Classificação de polaridade: Essa classificação determina que os frag-
mentos de textos sejam classificados em sentimentos positivos ou negativos.

c) Classificação de Intensidade: Nessa classificação trabalha-se com a in-
tensidade emocional expressa no texto. Essa abordagem costuma ser di-
vidido nas classes: fortemente positivos, positivos, fortemente negativos,
negativos ou neutros.

d) Análise de sentimento com base em tópicos ou recursos: Esse mo-
delo de análise se baseia na verificação de características existentes relaci-
onadas a sentimentos sobre o assunto abordado.

e) Mineração de Opinião: Essa abordagem está relacionada com a recu-
peração de informação de uma consulta. Assim, permite-se consultar um
tópico específico e classificá-lo em determinada categoria.

Nos últimos anos, a análise de sentimento está sendo aplicada em diferentes formas
de expressão de emoções/sentimentos além das formas textuais, utilizando principal-
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mente informações das redes sociais. Na literatura atual da área, pode-se encontrar
trabalhos que identificam sentimentos por sons (ABBURI et al., 2016), utilizando
“emoticons” das redes sociais (BALABANTARAY et al., 2012) e imagens (ZHANG et

al., 2015). Além disso, a análise de sentimento também está sendo utilizada nos
mais diversos setores da sociedade. Nos últimos anos um setor que está voltando
sua atenção para o estudo dos sentimentos da população é o governo. Em vários
países estão sendo estudados os sentimentos da população em relação às políticas e
programas lançados pelas diferentes áreas dos seus governos (municipal, estadual e
federal) (ARUNACHALAM; SARKAR, 2013) (ZAVATTARO et al., 2015). No trabalho de
(CEPIK, 2003) ressalta-se que uma forma de controle das atividades de inteligência é
o conhecimento da opinião pública formada pela mídia. No Brasil algumas pesquisas
na área envolvendo a visão da sociedade em relação a programas e políticas desenvol-
vidas já estão sendo realizadas. Uma dessas pesquisas é o trabalho de (ANTUNES et

al., 2014) que analisa as “hashtags” das redes sociais para avaliar a adesão da popu-
lação, por estado, à campanha de combate ao mosquito “aedes aegypti” transmissor
do vírus da dengue entre outras doenças. Em relação aos conflitos sociais extremos,
ainda não existe uma aplicação abrangente da análise de sentimento com aprendi-
zado de máquina. O trabalho de (MUELLER; RAUH, 2020) apresenta a análise das
mídias sociais como uma forma de previsão e prevenção de conflitos sociais em países
pacíficos, utilizando técnicas Estatísticas, de Processamento da Linguagem Natural
para a análise de sentimento e “Random Forest” para a previsão dos conflitos. Para
a área de eventos extremos naturais, ainda não se identificou trabalhos utilizando o
conjunto: mídias sociais, análise de sentimento e aprendizado de máquina.

3.5 Aprendizado de máquina

A área de Aprendizado de Máquina estuda os algoritmos computacionais que pos-
sibilitam a aprendizagem e sua consequente melhora por repetição de experiências.
Dentro da área de Aprendizado de Máquina existem diversas aplicações que englo-
bam desde Mineração de dados para a descoberta de regras gerais em um grande
volume de dados até sistemas que aprendem de forma automática as necessidades
do usuário (MITCHELL, 1997). O aprendizado pode ser subdividido nos seguintes
paradigmas, segundo (POZZI et al., 2016) e (HAYKIN, 2008).

a) Aprendizado Supervisionado: neste paradigma os dados iniciais são
rotulados com a verdade a ser alcançada para realização do ensinamento
ou treinamento do modelo. Assim, no treinamento parte dos dados de
entrada são comparados com os rótulos e corrigidos quando as saídas di-
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ferem da verdade considerada. O modelo mais comum de desenvolvimento
do aprendizado supervisionado é a aprendizagem por correção de erros.
Essa técnica de aprendizado permite realizar os ajustes dos pesos visando
a minimização do erro. Além dos problemas de regressão e classificação,
o aprendizado supervisionado também aborda os problemas relacionados
com o aprendizado profundo (BROWNLEE, 2019) (HAYKIN, 2008).

b) Aprendizado Não-Supervisionado: no paradigma não-supervisionado
considera-se as características existentes nos dados de entrada, possi-
bilitando a extração e a generalização de regras. Tal modelo pode se
basear tanto em processos matemáticos que reduzem a redundância
dos dados quanto pela organização dos dados por similaridade. Essa
abordagem utiliza a aprendizagem competitiva, na qual os neurônios
de saídas competem entre si para serem mais ativos. Como problemas
nos quais o modelo é aplicável estão agrupamento de dados, redução de
dimensionalidade e o aprendizado profundo (BROWNLEE, 2019) (HAYKIN,
2008).

c) Aprendizado Semi-supervisionado: Na categoria de aprendizado
semi-supervisionado é construído um modelo híbrido no qual se utiliza
o aprendizado supervisionado e o não-supervisionado. As características
dos dois modelos de aprendizado são aplicadas nos dados de entrada do
semi-supervisionado, que utiliza dados com rótulos e dados não rotulados
em seus dados de entrada (BROWNLEE, 2019) (POZZI et al., 2016). O
aprendizado semi-supervisionado também pode ser usado para agrupa-
mento de dados. Nesse caso, a supervisão é fornecida pelo especialista
via “constraints must-link” e “cannot-link”. Ou seja, informa-se, a priori,
alguns pares de exemplos que devem estar num mesmo grupo (“cluster”)
e pares que não devem ser agrupados (“cannot-link”) (CHAPELLE et al.,
2006). Essa categoria de aprendizado também é comumente utilizada
em problemas de classificação, clusterização, regressão e aprendizado
profundo.

d) Aprendizado por Reforço: No Aprendizado por Reforço a relação dos
dados de entrada e saída (resultado) realiza-se com uma interação contí-
nua com o ambiente. Dessa forma, o modelo aprende por reforço atrasado
que representa a observação de uma sequência temporal de estímulos resul-
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tando na geração do sinal de reforço heurístico. A cada iteração o algoritmo
recebe um sinal de recompensa que indica a boa precisão da decisão to-
mada ou uma punição caso contrário. Uma aplicação comum desse modelo
de aprendizado é a robótica. (MICROSOFT CORPORATION, 2017) (HAY-

KIN, 2008). As duas características mais importantes da aprendizagem por
reforço são: tentativa, erro e recompensa atrasada. Esse modelo de apren-
dizado possui como elementos o agente e o ambiente e como subelementos
principais, os quatro itens listados a seguir (SUTTON; BARTO, 2012):

– Política: define o comportamento do agente em um determinado mo-
mento.

– Função de recompensa: define a meta de um problema no modelo
de aprendizagem por reforço.

– Função de valor: especifica quais ações foram boas ao longo da
execução do modelo.

– Modelo do Ambiente: reproduz o comportamento do ambiente.

Nesta tese, estar-se-á aprofundando no estudo e aplicação das técnicas de apren-
dizado profundo e “LSTM - Long short-term memory”. Nas próximas seções essas
técnicas serão detalhadas.

3.5.1 Aprendizado profundo

O Aprendizado Profundo é uma subárea da inteligência artificial que possibilita a
criação de modelos de rede neural com grandes dimensões que podem ser ensinados
a tomarem decisões com alta precisão baseados nas características dos dados (GO-

ODFELLOW et al., 2016). Para a construção desses modelos pode-se utilizar diversas
arquiteturas de redes. Na tese, utiliza-se uma rede neural recursiva conhecida como
LSTM. O uso do aprendizado profundo remonta da década de 1960 e desde en-
tão uma abundância de pesquisas, em diversas áreas do conhecimento, estão sendo
desenvolvidas utilizando esse método. Nos últimos anos, a melhoria no desempe-
nho de processamento dos computadores possibilitou o aumento da utilização e a
melhoria na precisão dos resultados dos cálculos utilizando aprendizado profundo.
Assim, verifica-se que uma importante característica do modelo é o processamento
de grandes volumes de dados (INSS CONFERENCE ON BIG DATA, 2015). O aprendi-
zado profundo abrange diversas áreas de pesquisa dentre elas: modelagem gráfica,
otimização, reconhecimento de padrões, processamento de sinais e Processamento
da Linguagem Natural(DENG; YU, 2013) (SCHMIDHUBER, 2015).
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3.5.2 “Long short-term memory” - LSTM

As redes “Long Short-Term Memory” são um modelo de rede neural recorrente
capaz de aprender dependência de ordem em problemas de predição de sequência
(BROWNLEE, 2017). A LSTM consiste em uma célula (“cell”), um portão de entrada
(“input gate”), um portão de saída (“output gate”) e um portão de esquecimento
(“forget gate”). A célula lembra valores de intervalos de tempo arbitrários e os três
portões regulam o fluxo de informações dentro e fora da célula. Os portões controlam
as interações entre as células de memória vizinhas e a própria célula de memória. O
portão de entrada adiciona informações úteis ao estado atual da célula. Por outro
lado, o portão de saída extraí informações úteis do estado atual da célula para passar
para a próxima célula. Além disso, o portão de esquecimento excluir informações
que não contribuem para o estado atual da célula. (BAO et al., 2017). A Figura 3.3
apresenta um exemplo dessa arquitetura de rede.

Figura 3.3 - Ilustração de uma célula de memória LSTM.

Fonte: Bao et al. (2017).

Nesta tese, a rede neural LSTM é utilizada para realizar a predição dos eventos
extremos sociais e naturais. Esse processo é realizado a partir de uma série temporal
de ameaça gerada por intermédio das notícias coletadas nas mídias sociais e proces-
sadas pela técnica de análise de sentimento para a extração da emoção de ameaça.
Essa série temporal de ameaça é processada pelo algoritmo “P-Model” para gerar a
série endógena de ameaça. Esses dados endógenos de ameaças são processados pela
rede neural LSTM para se realizar a predição da variação de ameaça representada
pela série temporal endógena.

A utilização do aprendizado profundo com a rede neural LSTM foi realizado na
tese por intermédio da API (“Application Programming Interface”) de aprendizado
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profundo “Keras TensorFlow”. Na Seção 3.5.2.1 é apresentada as principais carac-
terísticas dessa API.

3.5.2.1 API de aprendizado profundo “Keras TensorFlow”

A “Keras” é uma API “open source” que trabalha com redes neurais de alto nível e
foi escrita na linguagem de programação “Python”. O seu propósito é a habilitação de
experimentação rápida, ou seja, tem o foco no resultado no menor tempo possível. As
principais características de aprendizado profundo dessa API são (CHOLLET, 2015):

• Permite prototipagem fácil e rápida (pela facilidade de utilização, modu-
laridade e extensibilidade).

• Suporta redes convolutivas e redes recorrentes, bem como combinações das
duas categorias de rede.

• Funciona perfeitamente em processamento com CPU e com GPU.

A “Keras” se baseia nos seguintes princípios guiadores (CHOLLET, 2015):

• Facilidade de uso: segue as melhores práticas para reduzir a carga cog-
nitiva: fornece APIs consistentes e simples, minimiza o número de ações
do usuário necessárias para casos de uso comum e fornece “feedback” claro
e rápido sobre o erro do usuário.

• Modularidade: na “Keras” as camadas neurais, funções de custo, oti-
mizadores, esquemas de inicialização, funções de ativação, esquemas de
regularização são todos módulos autônomos que você pode combinar para
criar novos modelos.

• Fácil extensibilidade: novos módulos são simples de se adicionar (como
novas classes e funções) e os módulos existentes fornecem exemplos amplos.

• Trabalha com a “Python”: não há arquivos de configuração de modelos
separados em um formato declarativo. Os modelos são descritos no código
“Python”, que é compacto, fácil de depurar e permite a extensibilidade.

As estruturas de dados principais da “Keras” são uma forma de organizar as camadas
(“layers”) e um modelo (“models”). O modelo mais simples é o modelo sequencial,
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que é representado por uma pilha linear de camadas. Para arquiteturas mais com-
plexas, existe API funcional, que permite a construção de gráficos arbitrários de
camadas. A biblioteca “Keras” também contém implementações de redes neurais
de uso comum como pré-processamento (“pre-processing”) (CHOLLET, 2015). Cada
uma dessas implementações serão detalhadas nas próximas seções.

a) Camadas (“Layers”) As camadas da API “Keras” permite adicionar
funcionalidades aos modelos criados. A “Keras” disponibiliza doze “layers”.
Na Tabela 3.1 apresenta-se alguns desses “layers” (CHOLLET, 2015).

Tabela 3.1 - “Layers” disponíveis na API “Keras”

“Layers” Função
“Core” “Layers” permite criar modelos de redes neurais

“Convolutional” “Layers” gera uma rede neural convolutiva 1D
ou 2D

“Recurrent” “Layers” gera uma rede neural recorrente
“Writing your own Keras” “Layers” possibilita ao usuário elaborar “Layers”

que atendam funcionalidades especificas
com treinamento com pesos

b) Modelos (“Models”) A API “Keras” disponibiliza dois modelos: o mo-
delo sequencial e a classe “Model”, usada com a API funcional. Esses dois
modelos possuem as seguintes características.

• Modelo Sequencial: consiste em uma pilha linear de “layers”. Tal
modelo é criado por meio da passagem de uma lista de instâncias de
“layers” para o seu construtor.

• “Model” - API funcional: utilizado na definição de modelos com-
plexos, com modelos de várias saídas, gráficos acíclicos direcionados
ou modelos com camadas compartilhadas.

Na tese, está se aprofundando os estudos do Modelo Sequencial para a
construção da rede neural “LSTM”. Os “Models” possuem as seguintes
sintaxes:

model = Model(inputs, outputs)

Para cada tipo de dados o “Model” pode receber os seguintes parâmetros:
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• “model.layers”: lista das camadas que compõe o gráfico do modelo.

• “model.inputs”: lista de tensores de entrada.

• “model.outputs”: lista de tensores de saída.

c) Pré-processamento (“Preprocessing”) As funções de pré-
processamento da “Keras” permitem manipular os dados de entrada
para uma melhor utilização nos modelos. A API oferece três tipos de
implementação de pré-processamento, como apresentado a seguir:

• “Sequence Preprocessing”: transforma a lista de dados em
“Numpy Array” ou tuplas.

• “Text Preprocessing”: realiza a tokenização, separação em pala-
vras ou indexização de um texto.

• “Image Preprocessing”: gera lotes de dados das imagens lidas.

Na tese, realizou-se a análise do “Core Layer”, “model Sequential” e “Text
Preprocessing” utilizando-se dados de mídias sociais como jornais e revistas
(REUTERS, 2019), (BUTLER, 1999), (GUARDIAN, 2020), (FOLHA, 1996), etc.

d) Funções de métricas e perdas

A API “Keras” disponibiliza um conjunto de funções de métricas e perdas
para realizar o julgamento do desempenho do modelo utilizado e o cálculo
da quantidade de otimização durante o treinamento, respectivamente. As
funções de métricas e suas classes da API são subdivididas em:

• Métricas de precisão: “Accuracy”, “BinaryAccuracy”, “Categori-
calAccuracy”, “TopKCategoricalAccuracy” e “SparseTopKCategorica-
lAccuracy”.

• Métricas probabilísticas: “BinaryCrossentropy”, “Categorical-
Crossentropy”, “SparseCategoricalCrossentropy”, “KLDivergence” e
“Poisson”.

• Métricas de regressão: “MeanSquaredError”, “RootMeanSqua-
redError”, “MeanAbsoluteError”, “MeanAbsolutePercentageError”,
“MeanSquaredLogarithmicError”, “CosineSimilarity” e “LogCoshEr-
ror”.

• Métricas de classificação baseadas em verdadeiros / falsos po-
sitivos e negativos: “AUC”, “Precisio”, “Recall”, “TruePositives”,
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“TrueNegatives”, “FalsePositives”, “FalseNegatives”, “PrecisionAtRe-
call”, “SensitivityAtSpecificity” e “SpecificityAtSensitivity”.

• Métricas de segmentação de imagem: “MeanIoU”.

• Métricas de dobradiça para classificação de “margem má-
xima”: “Hinge”, “SquaredHinge” e “CategoricalHinge”.

Já as funções de perdas da API são subdivididas em:

• Perdas Probabilísticas: “BinaryCrossentropy”, “Catego-
ricalCrossentropy”, “SparseCategoricalCrossentropy”, “Pois-
son”, “binary_crossentropy”, “categorical_crossentropy”,
“sparse_categorical_crossentropy”, “poisson”, “KLDivergence” e
“kl_divergence”.

• Perdas de Regressão: “MeanSquaredError”, “MeanAbsolu-
teError”, “MeanAbsolutePercentageError”, “MeanSquaredLo-
garithmicError”, “CosineSimilarity”, “mean_squared_error”,
“mean_absolute_error”, “mean_absolute_percentage_error”,
“mean_squared_logarithmic_error”, “cosine_similarity”, “Huber
class”, “huber function”, “LogCosh class” e “log_cosh function”.

• Perdas de Dobradiça para Classificação de “margem má-
xima”: “Hinge class”, “SquaredHinge”, “CategoricalHinge”, “hinge
function”, “squared_hinge” e “categorical_hinge”.

e) Função de Otimização

As funções de otimização ou os otimizadores da “Keras” são responsáveis
por definir como os pesos das redes neurais são atualizados. A “Keras” dis-
ponibiliza os seguintes otimizadores: “SGD”, “RMSprop”, “Adam”, “Ada-
delta”, “Adagrad”, “Adamax”, “Nadam” e “Ftrl”.

As funções de métricas, perdas e otimização são aplicadas na API “Keras” por meio
do comando “compile”, que possue a seguinte sintaxe.

model.compile(optimizer=’adam’, loss=’mse’,
metrics=[tf.keras.metrics.RootMeanSquaredError()])
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Na tese, utiliza-se a métrica de regressão com a classe “RootMeanSquaredError”,
a função de perda de regressão com a classe “MeanSquaredError” e o otimizador
“Adam”. Essas classes e funções foram selecionadas devido a necessidade de extração
de caracterísiticas pela rede neural utilizada dos dados coletados das mídias sociais.
A função de “Loss” apresenta a informação de quão bom os rótulos de classe preditos
concordam com os rótulos de verdade considerada para o treinamento. Assim, quanto
maior o nível de concordância entre esses dois conjuntos de rótulos, menor será
a perda e maior será a precisão da predição para os dados de treinamento. Já a
informação de “Val_loss” apresenta a mesma informação para os dados de validação
(CHOLLET, 2015). A métrica RMSE ou Raiz Quadrada do Erro Quadrático apresenta
a informação da diferença entre o valor que foi previsto pelo modelo criado e o
valor real que foi observado (CHOLLET, 2015). O otimizador “Adam” é um método
gradiente estocástico de descida que apresenta uma boa resposta para uma grande
quantidade de dados (CHOLLET, 2015).

3.6 Série temporal

As informações coletadas das mídias sociais são processadas pela técnica de análise
de sentimento para a identificação da emoção e grau de ameaça para cada notícia
analisada de cada assunto abordado. Posteriormente, esses graus de ameaças de
cada grupo de notícias são processados pelo algoritmo “P-Model” e transformados
em uma série temporal de ameaça com características endógenas. Posteriormente,
essa série é utilizada para a realização da predição da variação de ameaça dos eventos
extremos sociais e naturais. O algoritmo “P-Model” utilizado na tese, é apresentado
com mais detalhes na Seção 3.6.1.

3.6.1 Algoritmo “P-Model”

O “P-Model” foi proposto por (MENEVEAU; SREENIVASAN, 1987) como uma cascata
turbulenta não-homogênea. Esse algoritmo foi utilizado por (ROSA et al., 2019) para
criar uma cascata não-homogênea que é compatível com as flutuações observadas
nas séries temporais estocásticas. Segundo (ROSA et al., 2019), essa cascata não ho-
mogênea é compatível com a energia dissipada por eventos extremos até o momento
do seu ápice, no qual se tem a máxima dissipação de energia. A Figura 3.4 apresenta
um exemplo dessa dissipação de energia para eventos extremos referente a conflitos
armados.
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Figura 3.4 - Cascata multiplicativa para conflitos armados. (a) Hierarquia de escala para
conflitos armados; (b) Respectivo padrão de densidade de espectro de energia
esperada mostrando a transição da faixa inercial para o evento extremo que
é a resposta ao alto regime dissipativo.

Fonte: Adaptado de Rosa et al. (2019).

A cascata multiplicativa do “P-Model” é representada pelas equações 3.1 e 3.2, sendo
definidas em Halsey et al. (1987).

α = log2 p1 + (w − 1) log2 p2

log2 l1 + (w − 1) log2 l2
(3.1)

e
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f(α) = (w − 1) log2(w − 1)− w log2 w

log2 l1 + (w − 1) log2 l2
(3.2)

onde,

α - força da singularidade
pi - probabilidade de que algum evento ocorrer na i− ésima fração, para i = 1, 2
w - peso mutiplicativo dado por 1− (1− 2p)
li - i− ésima fração de um “eddy” de tamanho L, para i = 1, 2
f(α) - descreve como as singularidades são densamente distribuídas

Segundo a utilização em (ROSA et al., 2019), de forma generalizada, o “P-Model”
apresenta uma visão clássica da cascata de “eddy” antes do intervalo inercial da
turbulência totalmente desenvolvida, na qual o fluxo de energia (EK), como apre-
sentado na Figura 3.4 (a), dissipa-se no comprimento da escala β de Kolmogorov
(KEYLOCK, 2017) em “eddies” de tamanho L. Posteriormente, cada “eddy” de ta-
manho L é dividida em duas partes iguais, sendo representadas como L/2, l1 e l2.
Dessa forma, em cada etapa da cascata, o fluxo de energia é distribuído, como uma
probabilidade, desigualmente em fração de p1 e p2 = 1−p1, no qual p1 +p2 = 1. Esse
processo é iterado sobre p1 fixo até que cada “eddy” atinja a escala β de Kolmogo-
rov (KEYLOCK, 2017). Começando com uma distribuição de energia não-homogênea,
uma fração f(α) da massa multifractal é transferida de uma metade para a outra na
direção escolhida aleatoriamente. Isso é equivalente a multiplicar o campo de densi-
dade originalmente uniforme em ambos os lados por fatores. O mesmo procedimento
é repetidoM vezes, recursivamente em escalas cada vez menores, usando frações que
variam de α em segmentos de comprimento L

2n , no qual o peso multiplicativo w é
parametrizado como 1− (1− 2p), resultando a matriz discreta C(m) onde m conta
como passos de tempo. Esse procedimento do algoritmo “P-Model”, dado por Ve-
nema (BONN, 2019), pode produzir séries temporais nas quais a variância é finita se
você extrapolar seu espectro de potência para escalas infinitamente grandes (ROSA

et al., 2019).

A série temporal, C(m = t), com M = 211, representando o evento extremo tur-
bulento não homogêneo é gerada usando o algoritmo de Venema (BONN, 2019), nas
quais as entradas são: o tamanho da série temporal em número de pontos (M), o
espectro de potência PSD (βPSD), e o valor de p, sendo a distribuição fracionária de
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energia em cascata semelhante à turbulência não homogênea (ROSA et al., 2019). O
processo dissipativo homogêneo próximo ao equilíbrio termodinâmico é recuperado
quando (βPSD, p) = (−5/3, 0.5). Os desvios da cascata homogênea são agravados por
mudanças abruptas na frequência e magnitude do conflito social. Essas alterações
são chamadas de eventos extremos (XE) e sua causa pode ser devida a fatores mais
internos do que externos. Quando o nível de conflito aumenta significativamente
devido a interações internas, o evento extremo é denominado endógeno (XEendo).
Quando a transferência de energia externa ou dissipação abrupta é a principal causa
de XE, é chamado de evento extremo exógeno (XEexo). No domínio da lei de po-
tência, eventos do tipo XEendo e XEexo pertencem a diferentes classes de univer-
salidade (ROSA et al., 2019). Os processos endógenos e exógenos típicos, combinando
o algoritmo “P-Model” e SDGA (“Sornette-Deschtres-Gilbert-Ageo”) (SORNETTE,
2006), são obtidos para (βPSD ≈ −0.4, p = 0.25) e (βPSD ≈ −0.7, p = 0.25), respec-
tivamente. A Figura 3.5 mostra a série temporal XE para diferentes combinações de
p e βPSD. A energia cumulativa do processo no domínio do tempo é definida como
média normalizada < C(τ) > onde τ é um intervalo de tempo da janela escolhido
ao longo do sinal. De acordo com Rosa et al. (2019), as tendência de energia cumu-
lativa típicas não são lineares, sendo logarítmicas para XEendo (Figura 3.5 (c) ) e
exponenciais para XEexo Figura (3.5 (d)).
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Figura 3.5 - Exemplo de duas séries temporais típicas timuladas a partir do algoritmo “P-
Model” fixando p = 0.25 e variando o valor de β. (a) Um padrão XEendo
de β = −0.39. (b) Um padrão XEexo de β = −0.72. Os respectivos PSDs
são mostrados usando imagens menores incorporadas. As Figuras (c) e (d)
mostram a respectiva energia cumulativa que expressa os padrões funcionais
típicos para endogenia (log) e exogenia (exponencial).

Fonte: Adaptado de Rosa et al. (2019).

Na tese, o “P-Model” é utilizado como um gerador de séries temporais endógenas,
considerando os valores de entrada: M = 214, p = −0.60 e β, denominado “slope” e
calculado utilizando o conceito de DFA (“Detrended Fluctuation Analysis”), sendo
apresentado na Seção 3.6.1.1.

3.6.1.1 “Detrended fluctuation analysis” - DFA

O método de DFA foi projetado por (C.-K.PENG et al., 1994) para investigar a correla-
ção de longo alcance em séries não-estacionárias (MORARIU et al., 2007). O espectro
via DFA tem sido utilizado para o estudo e caracterização de processos turbulentos
em fluidos neutros (VELHO et al., 2001) (RAMOS et al., 2004) e plasmas (NEELAKSHI et

al., 2019). No algoritmo “P-model”, o índice espectral β, via PSD (“Power-Sppectral
Density”) está associado ao índice espectral α obtido via DFA. O índice α pode ser
obtido analiticamente a partir do índice β, o que permite a comparação de desempe-
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nho entre ambos (VERONESE et al., 2011). O DFA, segundo (HARVARD, 2019), pode
ser aplicado considerando os seguintes passos.

• a série temporal, com N amostras, a ser analisada, é inicialmente integrada

• a série temporal integrada é dividida em caixas de igual comprimento, n

• em cada caixa de comprimento n, uma linha de quadrados mínimos é
ajustada aos dados (representando a tendência nessa caixa)

• a coordenada y dos segmentos de linha reta é denotada por yn(k)

• diminuí-se a série temporal integrada, y(k), subtraindo a tendência local,
yn(k), em cada caixa

• calcula-se a flutuação da raiz quadrada média desta série temporal inte-
grada e sem tendência utilizando a Equação 3.3

F (n) =

√√√√ 1
N

N∑
k=1

[y(k)− yn(k)]2 (3.3)

Esse cálculo é repetido em todas as escalas de tempo (tamanhos de caixa) para
caracterizar a relação entre F (n), a flutuação média, em função do tamanho da
caixa. Normalmente, F (n) aumentará com o tamanho da caixa n. Uma relação linear
em um gráfico log-log indica a presença de escala de lei de potência (fractal). Sob
tais condições, as flutuações podem ser caracterizadas por um expoente de escala, a
inclinação da linha que relaciona log(F (n)) a log(n) (HARVARD, 2019).

Na tese, o cálculo de DFA é realizado utilizando a função “DFA()” da biblioteca
“nops” da linguagem de programação “Python 3.7”. A entrada da função é a série
de ameaça, gerada pela aplicação da técnica de análise de sentimento nos dados
coletados das mídias sociais. O valor calculado é utilizado como entrada do algoritmo
“P-Model”, para a geração da série endógena de ameaça, como apresentada na Seção
4.4.

3.6.2 Média aritmética

Na tese, a média aritmética é aplicada para verificação das séries temporais endó-
genas na Seção 5.3.1.1 e aplicada por meio da função “mean” da biblioteca “scipy”

45



encontradas na linguagem Python 3.7. A média aritmética utilizada pela função
“mean” é representada pela Equação 3.4.

X̄ =
∑ Xi

n
(3.4)

onde,

n− tamanho do conjunto de dados
Xi− iésimo valor de X

3.6.3 Variância

Na tese, a variância também foi utilizada para a verificação das séries temporais
endógenas na Seção 5.3.1.1 e aplicada por meio da função “variance” da biblioteca
“statistics” encontradas na linguagem Python 3.7. A variância utilizada pela função
“variance” é representado pela Equação 3.5.

v =
∑ (Xi − X̄)2

n− 1 (3.5)

onde,

n− tamanho do conjunto de dados
Xi− iésimo valor de X
X̄− média dos valores de X

3.6.4 Desvio padrão

O desvio padrão, s, utilizado na Equação 3.7 de “Skewness” é representado pela
Equação 3.6.

s =
√
v (3.6)

onde,
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v− é a variância do conjunto de dados.

3.6.5 Assimetria

A assimetria é uma medida da simetria de uma distribuição. A assimetria também é
definido como a medida relativa em duas caudas (“tails). Dessa forma, quanto mais
o valor de assimetria’ se aproxima de zero mais se considera o conjunto da dados
simétrico (WHEELER, 2011). A assimetria é representado pela Equação 3.7.

a3 =
∑ (Xi − X̄)3

ns3 (3.7)

onde,

n− tamanho do conjunto de dados
Xi− iésimo valor de X
X̄− média dos valores de X
s− desvio padrão do conjunto de dados

O parâmetro de assimetria também é referenciado como terceiro momento central
padronizado para o modelo de probabilidade, justificando o expoente 3 do somatório.
De acordo com Groeneveld (1991), a assimetria pode ser classificada em:

• a3 > 0 - a calda da distribuição aponta para a direita e o centro de massa
da distribuição se localiza à esquerda.

• a3 < 0 - a calda da distribuição é deslocada para a esquerda e o centro de
massa da distribuição de localiza à direita.

• a3 = 0 - distribuição é aproximadamente simétrica (na terceira potência
do desvio em relação à média).

A Figura 3.6 apresenta um exemplo do posicionamento da calda para cada classifi-
cação de assimetria.

Na tese, a assimetria é aplicada para verificação da variação de ameaça nas séries
temporais endógenas na Seção 5.3.1.1. Considera-se que a assimetria negativa possa
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Figura 3.6 - Exemplo de assimetria negativa, neutra e positiva

Fonte: Adaptado de UNIVERSITY OF SOUTH ALABAMA (2014).

representar um possível aumento nas hipóteses de ocorrerem algum evento extremo
devido à característica da distribuição de cauda à esquerda, que está presente nos
dados das séries temporais. A assimetria é aplicada por meio da função “skew” da
biblioteca “scipy” encontradas na linguagem Python 3.7.

3.6.6 Curtose

O parâmetro de estatística curtose é definido como uma medida que combina os
pesos das caudas (“tails) em relação ao restante da distribuição (WHEELER, 2011).
O curtose pode ser definido pela Equação 3.8 (WHEELER, 2011).

a4 =
∑ (Xi − X̄)4

ns4 (3.8)

onde,

n− tamanho do conjunto de dados
Xi− iésimo valor de X
X̄− média dos valores de X
s− desvio padrão do conjunto de dados

O parâmetro de curtose também é referenciado como quarto momento central pa-
dronizado para o modelo de probabilidade, justificando o expoente 4 do somatório.
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Segundo (BROWN, 2020), uma distribuição normal, tem uma curtose igual a 3 e o
excesso de curtoses é igual a−3. Assim, (HAYES; JAMES, 2021) apresenta a seguinte
classificação para o excesso de curtose.

• Uma distribuição normal tem curtoses exatamente 3 (excesso de curtose
exatamente 0).

• Uma distribuição com curtose ≈ 3 (excesso ≈ 0) é denominada de meso-
cúrtica.

• Uma distribuição com curtose’ < 3 (excesso < 0) é denominada de pla-
ticúrtica. Tal distribuição possui caldas mais curtas e finas e, frequente-
mente, seu pico central é mais baixo e mais largo, comparados com uma
distribuição normal.

• Uma distribuição com curtose > 3 (excesso > 0) é denominada de lepto-
cúrtica e possui caldas mais longas e mais grossas, e frequentemente seu
pico central é mais alto e mais nítido, comparados com uma distribuição
normal, resultando em uma maior oportunidade de eventos positivos ou
negativos extremos.

A Figura 3.7 apresenta um exemplo dessas distribuições da curtoses para a verifica-
ção do posicionamento dos picos e das caldas.

Figura 3.7 - Exemplo das distribuições leptocúrtica, platicúrtica e mesocúrtica.

Fonte: Adaptado de Vieira (2018).

Na tese, utilizam-se os conceitos de curtose leptocúrtica como parâmetro de verifi-
cação das séries temporais endógenas de ameaças devido às características de seus
picos elevados e de suas caldas representarem uma probabilidade maior de ocorrên-
cia de um evento extremo considerando a variação de ameaças encontrada nos dados
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das séries temporais, como apresentado Seção 5.3.1.1. A curtose é aplicada por meio
da função “kurtosis” da biblioteca “scipy” encontradas na linguagem Python 3.7.

3.6.7 “Dynamic time warping“ - DTW

Nesta tese utiliza-se o algoritmo “Dynamic time warping”para comparar o resultado
de predição de parte da série temporal endógena com a parte original da série en-
dógena, apresentado na Seção 5.3 de resultados da tese. O DTW é utilizado para o
cálculo da dissimilaridade entre duas séries temporais de mesma dimensão (GIUSTI;

BATISTA, 2013) ou seja na tese o valor de DTW representa o grau de diferença entre
as duas partes de séries. Na tese, o DTW foi utilizado por meio do pacote “tsle-
arn.metrics.dtw” (TAVENARD et al., 2020) na linguagem “Python 3.7”. A fórmula
que representa o cálculo do DTW pode ser visualizada na Equação 3.9

DTW (x, y) =
√ ∑

(i,jεπ)
(Xi − Yj)2 (3.9)

onde,

X e Y− representam as séries a serem comparadas
i e j− representam as posições i,j em uma matriz de cada elemento das séries
π− representa o conjunto de caminhos entre as séries

Nesta seção, apresentaram-se conceitos fundamentais de todas as técnicas utilizadas
no desenvolvimento da tese. A aplicação dessas técnicas é descrita e detalhada na
Seção 4, que apresenta a Metodologia de desenvolvimento da tese.
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4 METODOLOGIA

A grande popularização da internet a partir do fim do século XX fez com que uma
imensa quantidade de informações fossem divulgadas e compartilhadas pela soci-
edade na “World Wide Web”. Em consequência a isso, viu-se uma migração em
massa das mídias sociais em papel impresso para a tela dos computadores, “tablets”
e “smartphones”. Essa migração da forma de divulgação da informação aconteceu
para os dados em formato de textos passados e presentes, gerando uma fonte ilimi-
tada de dados com informações das mais diversas áreas (CASTELLS, 2003). O acesso
público e fácil a essa quantidade de conhecimento armazenada, despertou o interesse
de variadas áreas de organização da sociedade, que perceberam a importância e o
ganho em se analisar e entender de forma rápida e precisa esses dados (CEDERMAN;

WEIDMANN, 2017). Um desses domínios de conhecimento que merece a atenção para
um estudo mais detalhado para uma melhor identificação das suas causas e preven-
ção de consequências são os eventos extremos. Os eventos extremos fazem parte
da evolução da sociedade e podem designar eventos sociais, políticos e naturais de
forma endógena ou exógena (ROSA et al., 2019). Assim, nesta tese considera-se como
dados de análise as notícias de mídias sociais, como revista e jornais, relacionadas a
eventos extremos sociais endógenos, como os conflitos armados e eventos extremos
naturais endógenos como o desmatamento.

Na tese, realizou-se a análise de notícias utilizando os conceitos de análise de sen-
timento que, com técnicas de séries temporais e aprendizado de máquina, gerou-se
um preditor de eventos extremos endógenos. Para a realização desse processo inici-
almente coleta-se notícias que apresentem indícios de ameaças referentes aos eventos
extremos analisados e que essa ameaça possa levar a uma sequência de eventos meno-
res até se ter como consequência um evento extremo endógeno. A Figura 4.1 ilustra
o processo descrito.

Figura 4.1 - Reflexão para a coleta das notícias das mídias sociais.

A metodologia desenvolvida, na tese, para realizar a predição de eventos extremos
endógenos, com aplicação em eventos sociais e eventos naturais, pode ser visualizada
na Figura 4.2
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Figura 4.2 - Metodologia desenvolvida para a tese.

4.1 Mídias sociais

No desenvolvimento da tese, consideraram-se notícias de mídias sociais relaciona-
das com eventos sociais e naturais extremos como dados de entrada. Os modelos
de eventos selecionados para a pesquisa foram conflitos armados e desmatamento,
respectivamente, devido à importância das suas consequências para a vida da soci-
edade.

Para os dados de eventos sociais extremos consideram-se notícias coletadas de mí-
dias sociais de grande circulação mundial, como (REUTERS, 2019), (CNN, 2020),
(GUARDIAN, 2020), etc e relacionadas a alguma forma de ameaças ou ofensas ver-
bais trocadas entre chefes de estados de países que possam sugerir o surgimento de
um conflito armado. Como estudo de caso, coletaram-se notícias sobre os conflitos
da Síria e USA no período de 1 de janeiro de 2016 até 5 de abril de 2017. A data final
coincide com o dia que antecede o lançamento dos mísseis “Tomahawk”, considera-
dos de médio alcance e invisíveis a radares, por dois navios norte-americanos no Mar
Mediterrâneo para a base aérea do regime de Bashar Al-Assad (UOL, 2017). Esses
dados foram coletados de forma empírica manual por busca na internet e nas mídias
sociais citadas considerando a data do período analisado do conflito. Ainda com a
intenção de se aprofundar na análise dos conflitos armados, realiza-se continuamente
a coleta de notícias das mídias sociais relacionadas a alguma ameaça entre chefes
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de estados que possam levar a um conflito armado entre Irã e USA e também um
conflito de ordem mundial relacionado com os países, China, Índia, Paquistão, Reino
Unido, Japão, USA, Coreia do Norte, Coreia do Sul, Taiwan e Indonésia. A ideia da
análise dos conflitos armados, considerando a reflexão apresentada na Figura 4.1, é
caracterizada como apresentado na Tabela 4.1.

Tabela 4.1 - Caracterização dos termos ameaça, evento e evento extremo para os eventos
extremos sociais.

Termo Caracterização
ameaça alguma forma de ofensa verbal
evento ataque ocasionado pela ameaça

evento extremo conflito armado gerado pela ofensa verbal e pelo ataque

Para ambas as coletas relacionadas aos conflitos armados, consideraram-se referentes
ao tema como as apresentadas na Tabela 4.2.

Tabela 4.2 - Amostra de algumas palavras sobre conflitos armados usadas na busca de
notícias de forma manual e pelo “chatbot Newsbot”.

arms attack force
threat weapons tanks
conflict armed war

Para os dados de eventos extremos naturais, consideram-se notícias coletadas de
mídias sociais de grande circulação nacional e também de mídias sociais específicas
da área ambiental, como (FOLHA, 1996), (GLOBO, 2006), (BUTLER, 1999), (LIMA,
1994), etc. Essas notícias foram coletadas, de forma empírica manual, desde janeiro
de 2015 até outubro de 2020 e estavam relacionadas com a ocorrência de seca, quei-
madas e desmatamentos na região da floresta Amazônica. Nesse contexto, a ideia,
considerando a reflexão apresentada na Figura 4.1, é caracterizada como apresentado
na Tabela 4.3.

53



Tabela 4.3 - Caracterização dos termos ameaça, evento e evento extremo para os eventos
extremos naturais.

Termo Caracterização
ameaça menção a possibilidade de seca
evento queimada ocasionada pela ameaça

evento extremo desmatamento gerado pela ameaça e pelo ataque

A coleta de notícias, referentes ao evento extremo natural, considerou palavras re-
lacionadas ao tema, como as apresentadas na Tabela 4.4.

Tabela 4.4 - Amostra de algumas palavras sobre ocorrência de seca, queimadas e desmata-
mento usadas na busca de notícias de forma manual e pelo “chatbot Newsbot”.

seca queimada baixa
pluviosidade pouca chuva
desmatamento amazonia queima

As notícias coletadas foram armazenadas em um arquivo “.csv” com as informações
de data, URL, Grau de Similaridade de Ameaça (GSA). Na Seção 4.2, apresentam-se
como os dados coletados nas mídias sociais foram organizados no arquivo “.csv”.

4.2 Ciência de dados

A aplicação dos conceitos de ciência de dados na tese, iniciou-se com a seleção de
dados e a definição do dado alvo ou definição dos temas dos eventos extremos apre-
sentados na Seção 4.1, considerando o processo de KDD apresentado na Figura 3.1.
O pré-processamento dos dados, iniciou-se com o armazenamento das notícias cole-
tadas realizado por meio do desenvolvimento de uma estrutura de tabela que possui
como colunas Data, URL e o Grau de Similaridade de Ameaça (GSA). Os dados
Data e URL foram preenchidos com o processo de coleta nas mídias sociais. O dado
Grau de Similaridade de Ameaça foi calculado na etapa de análise de sentimento da
metodologia apresentada na Figura 4.2.

Assim, para cada tema analisado, realizou-se a coleta de pelo menos 1 notícias por
mês de cada ano do período considerado na análise. Na etapa de transformação dos
dados do processo de KDD, as notícias foram organizadas em ordem crescente de
data, ou seja, considerando dia, mês e ano, com a notícia mais antiga no topo da
tabela. Essa tabela é armazenada em arquivo “.csv” e ilustrada pelas Tabelas 4.5 e

54



4.6.

Tabela 4.5 - Exemplo da organização das notícias sobre eventos extremos sociais armaze-
nadas no arquivo “.csv”.

Data URL
06/03/17 cnn.com/trump-travel-ban
07/03/17 cnn.com/save-the-children
09/03/17 cnn.com/jon-huntsman
10/03/17 cnn.com/russia-turk
10/03/17 cnn.com/syria-aleppo

Tabela 4.6 - Exemplo da organização das notícias sobre eventos extremos naturais (ocor-
rência de seca, queimadas e desmatamentos na Amazônia) armazenadas no
arquivo “.csv”.

Data URL
02/03/17 https://jornal.usp.br/desmatamentochuvasamazonia/
13/03/17 https://www.dw.com/amazoniaciclodesmatamentoseca/
18/03/17 http://crisalida.eco.br/efeitossecaperdaamazonia/
20/03/17 https://www.pirelli.com/mudancaclimatica/
29/03/17 https://www.ecodebate.com.br/amazoniasubstituidagramineas/

As próximas etapas do KDD, mineração de dados, interpretação ou avaliação, foram
desenvolvidas, aplicando-se os conceitos de processamento da linguagem natural e
análise de sentimento. A aplicação desses conceitos é detalhada na Seção 4.3.

4.3 Análise de sentimento

Depois da criação do arquivo “.csv” com as notícias coletados e organizadas, inicia-
se o processo de tratamento e análise dessas notícias. A informação de URL contida
no arquivo “.csv” é utilizada para realizar a leitura em tempo real de cada notícia.
Como essa leitura é realizada via “Web” utilizando a biblioteca “BS4” da linguagem
de programação “Python 3.7”, tem-se acesso a um arquivo “.html (Hypertext Markup
Language)”, no qual é realizado somente a leitura das informações contidas dentro
das “tags” de parágrafos < p >< /p >. O resultado desse processo é um texto
contendo as informações da notícia a ser analisada.

O tratamento das informações, contidas no texto, é realizado utilizando os conceitos
do processamento da linguagem natural por meio da utilização da etapa de toke-
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nização, descrita na Seção 3.3. Nessa etapa, realiza-se a eliminação de símbolos e
caracteres que não tenham representação de sentido para análise, como !, ?, $, &, etc.
A tokenização foi aplicada utilizando as APIs “NLTK (Natural Language toolKit)”
(BIRD et al., 2009) na Linguagem “Python” e “Embedded” do “Keras Tensorflow”
(CHOLLET, 2015). A NLTK é uma plataforma de código aberto, que permite a cri-
ação de programas “Python” para se trabalhar com dados de linguagem humana.
A plataforma tem uma interface fácil de usar, com a biblioteca de processamento
de texto definida para classificação, tokenização, derivação, marcação, raciocínio se-
mântico, análise e bibliotecas relacionadas ao processamento da linguagem natural
(BIRD et al., 2009). A “Keras” é uma API de código aberto, que funciona com re-
des neurais de alto nível, escrita em “Python” e permite desenvolver aplicativos em
conjunto com a “TensorFlow API” (uma plataforma de aprendizado de máquina de
código aberto de ponta a ponta) (GOOGLE, 2015). Seu objetivo é permitir uma expe-
rimentação rápida, ou seja, focar no resultado no menor tempo possível (CHOLLET,
2015).

Depois da tokenização das informações, inicia-se a fase de análise das notícias
aplicando-se os conceitos de análise de sentimento por meio da biblioteca “SpaCy
(Industrial-Strength Natural Language)”. A “SpaCy” é uma biblioteca de código
aberto gratuita para processamento da linguagem natural avançada em ”Python“.
A “SpaCy” foi projetada especificamente para uso em produção e ajuda a criar apli-
cativos que processam e entendem grandes volumes de texto. Ela pode ser usada
para construir sistemas de extração de informações ou de compreensão de linguagem
natural, ou para pré-processar texto para aprendizado profundo. Na tese utiliza-se a
análise de sentimento com base em tópicos ou recursos para a extração de informação
das notícias selecionadas. Nesse processo de extração de informação, inicialmente,
define-se um texto base, no qual se define o conceito da emoção da ameaça que gos-
taria de se identificar nos textos analisados. Assim, considera-se que essa definição
representa 100% essa emoção de ameaças. Esse texto base é definido de forma em-
pírica, considerando o conhecimento das pessoas da tese sobre o assunto abordado.
A seguir são apresentados trechos dos textos bases para o conflito armado ente a
Síria e USA na língua inglesa e sobre secas, queimadas e desmatamento na língua
portuguesa. Os textos bases completos, utilizados na fase de experimentação da tese,
são apresentados nas Seções B.0.1 e B.0.2.

Trecho do texto base para o tema conflitos armados entre a Síria e USA

The jihadist organisation Jabhat al-Nusra (aka the al-Nusra Front),
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involved in Síria civil war since 2012, announced in a video that
it is formally detaching itself from al-Qaeda. The move, which had
been negotiated for well over a year, was confirmed on July 28. In
the video, Nusra leader Abu Mohammad al-Joulani said the detachment
was in the necessity of the continuity of the jihad of al-Sham
[Síria]. Renamed as Jabhat Fatah al-Sham (the Front for the
Conquest of Síria), Nusra will try to bring other rebel factions
into a unified body, which al-Joulani says will represent the
masses of the people, liberating their lands, giving victory to
their faith, and upholding their testimony of faith. Some
US-based observers quickly reacted with suspicion and derision.
Thomas Joscelyn in the Long War Journal dismissed the statement
as propaganda with no substance: Even if Joulani did say that
his group had really split from al-Qaeda (which he didnt),
there is no good reason to believe him.White House spokesman
Josh Earnest commented: There continues to be increasing concern
about Nusra Fronts growing capacity for external operations that
could threaten both the United States and Europe. Earnests State
Department counterpart John Kirby was more dismissive: They are
still considered a foreign terrorist organisation. We judge a
group by what they do, not by what they call themselves. These
reactions were all too predictable. They were also misguided,
and the thinking behind them is damaging.

Trecho do texto base para o evento extremo natural - ocorrência de
secas, queimadas e desmatamento

A temporada de incêndios de 2020 na floresta amazônica pode ser muito
mais rigorosa do que em 2019 e um dos motivos dessa piora são as
mesmas condições climáticas que intensificam a temporada de furacões
no hemisfério norte segundo pesquisadores Em agosto passado uma
série de grandes incêndios provocados pelo homem na Amazônia lançou
nuvens de fumaça sobre a cidade de São Paulo transformando o dia em
noite e gerou protestos internacionais Mas embora esses incêndios
tenham sido incomuns e alarmantes a situação poderia ter sido ainda
pior se a Amazônia estivesse em época de estiagem Mas neste ano
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infelizmente condições mais secas do que a média são exatamente o
que está previsto para o sul da Amazônia e um dos motivos é o
aumento extraordinário de calor no Atlântico Tropical Norte a
milhares de quilômetros de distância Esse calor oceânico também
fez com que a temporada de furacões no Atlântico batesse recordes
logo de início um prenúncio das previsões para uma temporada
extraordinariamente tumultuada Algumas pesquisas sugerem existir
uma relação causal entre os próprios furacões e os piores anos de
incêndios na Amazônia embora isso seja assunto de maior debate.

Depois do texto base gerado, identifica-se a porcentagem de similaridade da nova
notícia processando-a com o texto base por meio da biblioteca “SpaCy”. O resultado
desse processo é o grau de similaridade de ameaça (GSA) que cada notícia representa
em relação ao evento extremo analisado. Esse grau de ameaça é calculado e arma-
zenado para cada notícia acessada e armazenado no campo GSA do arquivo “.csv”.
O valor de GSA é apresentado com 14 casas decimais para uma melhor precisão do
resultado. O processo descrito é ilustrado na Figura 4.3.

Figura 4.3 - Aplicação da análise de sentimento para o cálculo do grau de similaridade de
ameaça.

A seguir, apresenta-se um pseudocódigo do processo de cálculo do GSA, que mostra
aplicação das bibliotecas mencionadas no desenvolvimento da metologia da tese.
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Pseudocodigo Cálculo_GSA():
/*Leitura dos dados de URL do arquivo .csv file*/
data_url = read_csv_file()

/*Loop para a leitura de cada notícia com URL no arquivo .csv*/
Para i até tamanho(data_url):

/*Acesso a URL da notícia*/
open_html_file = request.get(data_url[i])

/*Leitura do conteúdo do arquivo .html com a API BS4*/
html_file = BS4(open_html_file.content)

/*Seleção dos dados entre a tag <p><p/>*/
text = found_all(’<p><p/>’)

/*Eliminação dos caracteres sem significado utilizando
o processo de tokenização*/
data = NLTK_tokenização(text)

/*Leitura do texto base de notícias */
news_base = read_news_base()

/*Eliminação dos carcteres sem significado utilizando
o processo de tokenização*/
news_base_data = NLTK_tokenização(news_base)

/*Transforma o texto em um vetor de palavras */
nbd_nlp = nlp(news_base_data)
data_nlp = nlp(data)

/*Compara os vetores de palavras para o cálculo da
similaridade entre os textos*/
GSA = nbd_nlp.similarity(data_nlp)

/*Armazena o valor de GSA no arquivo .csv*/
write_csv_file(GSA)
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Fim Para
Fim Pseudocodigo

As Tabelas 4.7 e 4.8, a seguir, apresentam exemplos das notícias coletadas com o
valor do grau de similaridade de ameaça (GSA) para cada notícia.

Tabela 4.7 - Notícias sobre o conflito entre a Síria e USA com valor GSA, que representa
o grau de ameaça.

Data URL GSA
06/03/17 cnn.com/trump-travel-ban 0,92
07/03/17 cnn.com/save-the-children 0,73
09/03/17 cnn.com/jon-huntsman 0,83
10/03/17 cnn.com/russia-turk 0,78
10/03/17 cnn.com/syria-aleppo 0,87

Tabela 4.8 - Notícias sobre a ocorrência de seca, queimadas e desmatamentos na Amazônia
com valor GSA que representa o grau de ameaça.

Data URL GSA
02/03/17 jornal.usp.br/desmatamentochuvasamazonia/ 0,91
13/03/17 dw.com/amazoniaciclodesmatamentoseca/ 0,85
18/03/17 crisalida.eco.br/efeitossecaperdaamazonia/ 0,89
20/03/17 pirelli.com/mudancaclimatica/ 0,89
29/03/17 ecodebate.com.br/amazoniasubstituidagramineas/ 0,91

4.4 Série temporal

O grau de similaridade de ameaça, descrito na Seção 4.3, é calculado e armazenado
para cada notícia coletada durante o período de análise. Esses valores de GSA,
organizados em ordem crescente de data, formam a série temporal utilizada na tese.
A Tabela 4.9 apresenta um trecho da série temporal de ameaças, gerada na tese,
para o conflito armado entre a Síria e USA e a Tabela 4.10 apresenta um trecho
da série temporal de ameaças gerada na tese, com os dados de ocorrência de seca,
queimadas e desmatamentos para o ano de 2017.
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Tabela 4.9 - Exemplo da série temporal de ameaças para o conflito entre a Síria e USA.

Data GSA
06/03/17 0,92
07/03/17 0,73
09/03/17 0,83
10/03/17 0,78
10/03/17 0,87

Tabela 4.10 - Exemplo da série temporal de ameaças dos dados de ocorrência de seca,
queimadas e desmatamentos no ano de 2017.

Data GSA
02/03/17 0,91
13/03/17 0,85
18/03/17 0,89
20/03/17 0,89
29/03/17 0,91

O processo de cálculo da série temporal gerou como resultado, além da série tem-
poral, um portfólio de ameaças que contém as informações de data, URL, grau de
ameaça para cada modelo de evento analisado. A intenção do portfólio é gerar uma
fonte de informação pública para a análise dos eventos extremos estudados e uma
iniciativa para a construção de portfólios de ameaças para outros temas de interesse
da sociedade. Os portfólios de ameaças de eventos extremos sociais e naturais são
apresentados na Seção 5.1.

4.5 Série temporal endógena

De acordo com Sornette (2006), os eventos extremos sociais e naturais são consi-
derados como sistemas endógenos devido suas características de auto-organização.
Dessa forma, utiliza-se na tese o algoritmo “P-Model”, para gerar as séries tempo-
rais com características endógenas. Essas séries endógenas são geradas a partir da
série temporal de ameaças de eventos extremos sociais e naturais, sendo obtida pela
utilização da técnica de análise de sentimento. Como apresentado na Seção 3.6.1, o
“P-Model” permite gerar séries temporais tanto endógenas quanto exógenas e uti-
liza três parâmetros de entrada: a quantidade de elementos da série temporal, p que
representa a categoria de série conforme o valor passado e o valor de β (“slope”), que
na tese é obtido pelo cálculo do DFA da série temporal de ameaça gerada na Seção
4.4. Para o cálculo do DFA, utilizou-se a biblioteca “nolds” da “Python” 3.7 e para

61



a aplicação do “P-Model” empregou-se o algoritmo também na linguagem “Python”.
A seguir apresentam-se, na Figura 4.4 uma esquematização desse processo e poste-
riormente o pseudocódigo que demonstra como foram aplicadas as bibliotecas e o
algoritmo “P-Model”, no desenvolvimento da metodologia.

Figura 4.4 - Esquematização do processo para gerar a série endógena de ameaças utili-
zando o algoritmo “P-Model”.

Pseudocodigo Serie_Endogena():
/*Declaração variáveis de entrada do pmodel*/
var slope: decimal
var p: decimal
var dados_serie: string
var dados_pmodel: string
var tamanho_serie: inteiro

/*Lendo dados da série temporal de ameaça do
arquivo .csv*/
dados_serie = decimal(read_csv_file())

/*Calculando o valor do slope por meio do DFA
da série temporal de ameaça*/

62



slope = dfa(dados_serie)

/*Definição do parâmetro p para série temporal
endógena*/
p = 0,60

/*Gerando a série temporal endógena utilizando
o algoritmo P-Model*/
dados_pmodel = PModel(tamanho_serie, p, slope)

/*Armazenando a série endógena em um arquivo
.txt*/
write_file(dados_pmodel)

Fim Pseudocodigo

A utilização do “P-Model” gerou o segundo resultado da tese como apresentado na
metodologia da Figura 4.2. Esse resultado refere-se a validação do algoritmo “P-
Model” na criação de séries temporais endógenas para os eventos extremos. Esse
resultado é apresentado na Seção 5.2.

4.6 Arquitetura de apresendizado profundo com rede neural LSTM

A técnica de aprendizado profundo, caracteriza-se por ter bom desempenho na extra-
ção de características de grandes volumes de dados (EMMERT-STREIB et al., 2018).
Assim, as séries temporais endógenas geradas pelo algoritmo “P-Model” possuem
16384 pontos e são utilizadas para dar origem ao modelo de predição dos eventos
extremos. Para a elaboração desse modelo, utiliza-se a API de aprendizado profundo
“Keras” (CHOLLET, 2015) na linguagem “Python 3.7”. Na aplicação da técnica de
aprendizado profundo, utiliza-se uma estrutura de rede neural que possibilita uma
boa eficiência na extração e aprendizagem automática de dados de sequência uni-
dimensional (BROWNLEE, 2017) (BARINO; SANTOS, 2021). A rede LSTM, utilizada
nessa estrutura, é uma arquitetura de rede neural artificial recorrente (RNN), que
também pode ser usada no campo da aprendizagem profunda e diferentemente das
redes neurais padrões, possui conexões de “feedback” (BROWNLEE, 2017). A seguir
é apresentado o pseudocódigo da estrutura da rede, que obteve o melhor resultado
na fase de experimentação da tese.
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model = Sequential()
model.add(TimeDistributed(Conv1D(filters=64, kernel_size=1,
activation=’relu’), input_shape=(None, n_steps, n_features)))
model.add(TimeDistributed(MaxPooling1D(pool_size=2)))
model.add(TimeDistributed(Flatten()))
model.add(LSTM(1000, activation=’relu’))
model.add(Dense(1))
model.compile(optimizer=Adam(learning_rate=0.001, beta_1=0.9,
beta_2=0.999, epsilon=1e-03, amsgrad=False), loss=’mse’,
metrics=[RootMeanSquaredError()])

A representação de cada camada da arquitetura de rede neural construída com a
API de aprendizado profundo “Keras”, é apresentada na Figura 4.5.

Figura 4.5 - Representação das camadas da arquitetura de aprendizado profundo e rede
neural utilizada na tese.
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Os gráficos de perda e RMSE foram gerados para os dados de treinamento e vali-
dação para a comprovação da generalização do modelo de aprendizado de máquina,
apresentado na Figura 4.5. Na Figura 4.6, apresenta-se o gráfico de perda e na Figura
4.7, apresenta-se o gráfico de RMSE para os dados de treinamento e de validação,
da predição realizada para a série temporal endógena de ameaças do conflito entre
a Síria e USA, considerado o principal caso de estudo da tese.

Figura 4.6 - Variação da perda para os dados de treinamento e validação da predição do
conflito entre a Síria e USA.

Figura 4.7 - Variação do RMSE para os dados de treinamento e validação da predição do
conflito entre a Síria e USA.
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Observa-se das informações apresentadas nos gráficos de perda e RMSE, que os
valores de treinamento e validação estão se aproximando, com pequenas variações
nos valores, ao longo que as épocas continuam. Verifica-se que, entre as épocas 70 e
500, essa aproximação é um pouco mais intensa do que para as épocas a partir de
500. Isso sugere que o modelo está se ajustando bem e consequentemente, terá uma
boa resposta para a predição.

Essa arquitetura utilizando a rede LSTM foi aplicada para realizar a predição dos
eventos extremos sociais e naturais analisados com as técnicas de análise de senti-
mento e “P-Model”. Com essa predição, obtém-se o terceiro resultado da tese, como
apresentado na metodologia da Figura 4.2. Os detalhes desse terceiro resultado são
apresentados na Seção 5.3.
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5 ANÁLISE E RESULTADOS

A área de análise de sentimento está em grande ascensão nos últimos anos
(MÄNTYLÄ et al., 2018) devido a grande popularização das mídias e redes sociais.
Apesar do seu grande crescimento, ainda se considera uma área com grande poten-
cial de estudo e aplicação nas mais diversas áreas da sociedade (HOLLANDER et al.,
2016). Dessa forma, uma das áreas que ainda podem se beneficiar das análises da
técnica de análise de sentimento é a de eventos extremos naturais e sociais (DAVIS,
2019)(DAHAL et al., 2019). Neste capítulo, são apresentados os resultados alcança-
dos com a aplicação da metodologia desenvolvida na tese e apresentada na Seção
4. Durante o desenvolvimento da tese, obtiveram-se três importantes resultados: o
portfólio de ameaças, que utiliza as técnicas de análise de sentimento, a validação
do “P-Model”, que utiliza as informações do portfólio de ameaças e a predição dos
eventos extremos naturais e sociais abordados. Nas Seções 5.1, 5.2 e 5.3, detalham-se
esses resultados alcançados na tese.

5.1 Resultado 1: portifólio de ameaças

O portfólio de ameaças foi elaborado com a iniciativa inovadora de gerar uma
fonte de informação pública sobre os eventos extremos coletadas das mídias soci-
ais. Como a informação da mídia social é seu endereço na internet, os dados das
notícias não sofrem nenhuma intervenção humana e permanecem no seu estado ori-
ginal. Somando-se a informação do URL, tem-se a data e o grau de ameaça de cada
notícia. Essa forma de organização difere das fontes de dados relacionados ao tema
((UPPSALA CONFLICT DATA PROGRAM - UCDP, 1980) (RALEIGH, 2010) (INSTITUTO

BRASILEIRO DE GEOGRAFIA E ESTATÍSTICA - IBGE, 2019)), que apresentam as in-
formações após serem processadas. Para cada modelo de evento extremo estudado
se elaborou um portfólio de ameaças, com as informações padronizadas, como são
apresentados nas Seções 5.1.1 e 5.1.2.

5.1.1 Eventos extremos sociais - conflitos armados

Assim, para o evento extremo social com abordagem em conflitos armados se obteve
três portfólios: conflito entre a Síria e USA, conflito do Irã e USA e um possível
conflito global apresentados nas Seções 5.1.1.1, 5.1.1.2 e 5.1.1.3, respectivamente.

5.1.1.1 Conflito armado entre a Síria e USA

O portfólio do conflito entre a Síria e USA possui 47 notícias, com as datas no período
de janeiro de 2016 e abril de 2017 como já mencionado, que contenham em seu texto
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alguma ação e/ou coação referentes à soberania de um dos dois países. A Figura 5.1
apresenta o portfólio com informações de Data, URL e Grau de Similaridade com
Ameaça.

Figura 5.1 - Visão geral do portfólio de ameaças para o conflito armado entre a Síria e
USA no período de janeiro de 2016 e abril de 2017.

5.1.1.2 Conflito armado entre Irã e USA

O portfólio do conflito entre Irã e USA possui 58 notícias, com as datas no período
de janeiro de 2019 e de janeiro de 2020, que contenham em seu texto alguma ação
e/ou coação referentes à soberania de um dos dois países. A Figura 5.2 apresenta o
portfólio com informações de Data, URL e Grau de Similaridade com Ameaça.
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Figura 5.2 - Visão geral do portfólio de ameaças para o conflito armado entre Irã e USA
no período de janeiro de 2019 e janeiro de 2020.

5.1.1.3 Conflito armado global

O portfólio do conflito armado global possui 46 notícias, com as datas no período de
julho de 2020 e dezembro de 2020. O conflito armado Global está relacionado com
um grupo de eventos que estão acontecendo no Mar da China e no Mar do Japão.
Esses eventos estão relacionados com o processo de fortalecimento militar da China
e a ameça que isto representa para Taiwan, Coreia do Sul, Japão, Filipinas, Malásia
e Indonésia. Além do envolvimento da Índia, EUA e o Reino Unido. É preciso notar
que a rota comercial marítima mais cobiçada do mundo passa exatamente por estes
dois Mares. Com o exercício militar chinês todos os países da região se sentem
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ameaçados. A Figura 5.3 apresenta o portfólio com informações de Data, URL e
Grau de Similaridade com Ameaça.

Figura 5.3 - Visão geral do portfólio de ameaças para o conflito armado global no período
de julho de 2020 e dezembro de 2020.

5.1.2 Eventos extremos naturais - ocorrência de seca, queimadas e des-
matamentos

Para o portfólio de eventos naturais sobre a ocorrência de seca, queimadas e desmata-
mentos na região da floresta Amazônica coletaram-se notícias de janeiro a dezembro
de 2015 a 2020 que contenham informações sobre a ocorrência de seca, queimadas e
desmatamentos nessa região. Os portfólios de cada ano são apresentados nas Seções
5.1.2.1, 5.1.2.2, 5.1.2.3, 5.1.2.4, 5.1.2.5 e 5.1.2.6, respectivamente.
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5.1.2.1 Ocorrência de seca, queimadas e desmatamentos para o ano de
2015

O portfólio de ameaça de ocorrência de seca, queimadas e desmatamentos para o de
2015 possui 32 notícias, com as datas no período de janeiro de 2015 e dezembro de
2015. A Figura 5.4 apresenta o portfólio com informações de Data, URL e Grau de
Similaridade com Ameaça.

Figura 5.4 - Visão geral do portfólio de ameaças para a ocorrência de seca, queimadas e
desmatamentos na região da floresta Amazônica para o ano de 2015.

5.1.2.2 Ocorrência de seca, queimadas e desmatamentos para o ano de
2016

O portfólio de ameaça de ocorrência de seca, queimadas e desmatamentos para o de
2016 possui 43 notícias, com as datas no período de janeiro de 2016 e dezembro de
2016. A Figura 5.5 apresenta o portfólio com informações de Data, URL e Grau de
Similaridade com Ameaça.
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Figura 5.5 - Visão geral do portfólio de ameaças para a ocorrência de seca, queimadas e
desmatamentos na região da floresta Amazônica para o ano de 2016.

5.1.2.3 Ocorrência de seca, queimadas e desmatamentos para o ano de
2017

O portfólio de ameaça de ocorrência de seca, queimadas e desmatamentos para o ano
de 2017 possui 41 notícias, com as datas no período de janeiro de 2017 e dezembro
de 2017. A Figura 5.6 apresenta o portfólio com informações de Data, URL e Grau
de Similaridade com Ameaça.
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Figura 5.6 - Visão geral do portfólio de ameaças para a ocorrência de seca, queimadas e
desmatamentos na região da floresta Amazônica para o ano de 2017.

5.1.2.4 Ocorrência de seca, queimadas e desmatamentos para o ano de
2018

O portfólio de ameaça de ocorrência de seca, queimadas e desmatamentos para o ano
de 2018 possui 44 notícias, com as datas no período de janeiro de 2018 e dezembro
de 2018. A Figura 5.7 apresenta o portfólio com informações de Data, URL e Grau
de Similaridade com Ameaça.
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Figura 5.7 - Visão geral do portfólio de ameaças para a ocorrência de seca, queimadas e
desmatamentos na região da floresta Amazônica para o ano de 2018.

5.1.2.5 Ocorrência de seca, queimadas e desmatamentos para o ano de
2019

O portfólio de ameaça de ocorrência de seca, queimadas e desmatamentos para o ano
de 2019 possui 50 notícias, com as datas no período de janeiro de 2019 e dezembro
de 2019. A Figura 5.8 apresenta o portfólio com informações de Data, URL e Grau
de Similaridade com Ameaça.
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Figura 5.8 - Visão geral do portfólio de ameaças para a ocorrência de seca, queimadas e
desmatamentos na região da floresta Amazônica para o ano de 2019.

5.1.2.6 Ocorrência de seca, queimadas e desmatamentos para o ano de
2020

O portfólio de ameaça de ocorrência de seca, queimadas e desmatamentos par o ano
de 2020 possui 43 notícias, com as datas no período de janeiro de 2020 e dezembro
de 2020. A Figura 5.8 apresenta o portfólio com informações de Data, URL e Grau
com Similaridade com Ameaça.
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Figura 5.9 - Visão geral do portfólio de ameaças para a ocorrência de seca, queimadas e
desmatamentos na região da floresta Amazônica para o ano de 2020.

As informações contidas nos portfólios de ameaças dos conflitos armados e de ocor-
rência de seca, queimadas e desmatamentos são utilizados como entrada da função
de “DFA” para o cálculo do valor de “slope”(β). Esse valor de “slope” é utilizado
como uma das entradas do algoritmo “P-Model” para a geração das séries temporais
endógenas de ameaças. A utilização das informações dos portfólios com o algoritmo
“P-Model” permitiu tanto realizar a validação do algoritmo como também apresen-
tar uma das aplicações possíveis dos portfólios gerados. Essa validação do algoritmo
é apresentada na Seção 5.2.

5.2 Resultado 2: validação “P-Model”

O algoritmo “P-Model” utilizado na tese foi apresentado por (BONN, 2019) e aplicado
na análise de eventos extremos e na geração de séries temporais endógenas e exógenas
por (ROSA et al., 2019). Esse algoritmo apesar de apresentar uma boa resposta para a
aplicação de eventos extremos, ainda não passou por uma validação por dados fora do
domínio de testes desse fim. Assim, os dados gerados pelos portfólios de ameaças têm
como primeira aplicação a validação do algoritmo “P-Model” como gerador de séries
temporais endógenas para eventos extremos. Para essa validação, consideraram-se as
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séries temporais geradas pelos portfólios de ameaça para os conflitos armados entre
a Síria e USA, Irã e USA e um possível conflito Global. Os testes consideram séries
com 20 elementos devido à representatividade que essa quantidade de elementos
demonstrou terna visualização dos dados. Para cada série de conflito considerou
o cálculo dos valores de DFA, apresentado na Seção 3.6.1.1 e de autocorrelação
(HYNDMAN; ATHANASOPOULOS, 2018). Esses cálculos foram realizados utilizando a
biblioteca “statsmodels” da linguagem Python 3.7. Posteriormente, gerou-se no “P-
Model” uma série endógena, com p = 0, 6, de 2048 elementos, quantidade selecionada
para se ter o maior número representativo de subséries, para cada um dos valores de
β (“slope”), valores de espectro de potência, do conjunto valores: −0, 3, −0, 4, −0, 5,
−0, 8, −1, 0, −1, 34 e −2, 0. Esses valores de espectro de potência foram selecionados
devido as suas características de não estacionaridade, como apresentado em Davis
et al. (1997).

Para a série endógena do “P-Model” não se considerou os picos das séries ou valores
maiores que 2, 0, devido ao ruído que esses valores geram nas séries. Assim, foi
verificado para cada teste realizado que os valores de pico estavam entre 2, 0 e 5, 0 e
esses valores foram desconsiderados, resultando em uma série de 1796 pontos. Essa
série do foi convolucionada em séries de 20 pontos. Isso se deu da seguinte forma: a
primeira série, consiste nos primeiros vintes pontos da série original, a segunda série,
é formada considerando 20 pontos a partir do segundo elemento da série original, a
terceira série, é formada considerando 20 pontos a partir do terceiro elemento da série
original, e assim sucessivamente. Esse processo gerou 1796 novas séries, e para cada
série foi gerado o valor de DFA e autocorrelação em comparação aos valores de DFA e
autocorrelação das séries dos conflitos da Síria, Irã e do conflito Global. Os valores de
DFA e Autocorrelação das séries dos conflitos foram comparados, em seus respectivos
gráficos, com cada série gerada pelo processo de convolução da série endógena do
“P-Model”. No gráfico de DFA, no eixo X representa a disposição espacial dos valores
DFA apresentados no eixo y. No gráfico de autocorrelação, no eixo x encontra-se o
número de elementos das séries e no eixo y o valor da autocorrelação. A Tabela 5.1
apresenta os valores do cálculo do DFA para cada uma das séries de 20 pontos dos
conflitos armados considerados.
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Tabela 5.1 - Valores de DFA para as séries dos conflitos armados entre a Síria e USA, Irã
e USA e Global.

Conflito Armado DFA
Síria e USA 1,341020221418548
Irã e USA 1,2541438671395748
Global 1,2309744047538853

As Tabelas 5.2, 5.3 e 5.4, apresentam os valores de β ou “slope”, o DFA dos conflitos
e os gráficos de DFA e autocorrelação para as séries analisadas.

Tabela 5.2 - Comparação dos valores de DFA e autocorrelação das séries geradas pelo
algoritmo “P-Model” com as séries dos conflitos armados entre a Síria e USA,
Irã e USA e Global para os valores de β = {−0, 3;−0, 4}.

β Gráfico DFA Gráfico Autocorrelação

-0,3

-0,4
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Tabela 5.3 - Comparação dos valores de DFA e autocorrelação das séries geradas pelo
algoritmo “P-Model” com as séries dos conflitos armados entre a Síria e USA,
Irã e USA e Global para os valores de β = {−0, 5;−0, 8;−1, 0}.

β Gráfico DFA Gráfico Autocorrelação

-0,5

-0,8

-1,0
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Tabela 5.4 - Comparação dos valores de DFA e autocorrelação das séries geradas pelo
algoritmo “P-Model” com as séries dos conflitos armados entre a Síria e USA,
Irã e USA e Global para β = {−1, 34;−2, 0}.

β Gráfico DFA Gráfico Autocorrelação

-1,34

-2,0

A análise de todos os gráficos de DFA e autocorrelação apresenta que os valores
de DFA e autocorrelação dos conflitos armados, sempre se mantêm na área gerada
pelos valores de DFA e autocorrelação das 1796 séries criadas pela convolução da
série gerada pelo “P-Model”. Dessa forma, como se considerou um range significativo
de espectro de potência na validação, pode-se concluir que o “P-Model” apresenta-se
como um gerador de séries temporais endógenas para qualquer valor de β ou espectro
de potência. O portfólio de ameaças com o “P-Model” validado são utilizados para
gerarem os dados de entrada do modelo de aprendizado profundo que utiliza rede
neural LSTM para a predição dos eventos extremos analisados. Esse resultado é
apresentado na Seção 5.3.
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5.3 Resultado 3: predição dos eventos extremos sociais e naturais

O objetivo principal da tese é realizar a predição dos eventos extremos sociais e
naturais, utilizando as informações dos portfólios de ameaças. A predição dos eventos
extremos sociais e naturais foi dividida em duas fases: na primeira fase realizou-se a
predição de uma fração da série temporal endógena para verificar o funcionamento
da metodologia desenvolvida; na segunda fase realizou-se a predição do futuro dos
eventos extremos para realizar uma aplicação da metodologia. Dessa forma, nesta
seção, apresenta-se uma análise da predição para os dados dos conflitos armados
entre a Síria e USA, Irã e USA e conflito Global para os eventos extremos sociais.
Para os eventos extremos naturais, apresenta-se uma análise dos dados de ocorrência
de seca, queimadas e desmatamentos para os anos de 2015, 2016, 2017, 2018, 2019
e 2020. Apresenta-se, nas Seções 5.3.1 e 5.3.2, a série temporal de ameaça, a série
temporal endógena, a predição de uma fração de 20% da série temporal endógena,
gerando dados para comparação com os dados restantes da série e a predição do
futuro dessa série, que gera novos dados de variação de ameaça. A fração de 20%
foi selecionada com base na divisão dos dados de treinamento, validação e testes de
60%, 20%, 20%, sugerida em (HAYKIN, 2008). Essa análise foi realizada para os três
casos de estudo de conflito armado e para cada ano de ocorrência de seca, queimadas
e desmatamento abordados, respectivamente.

5.3.1 Série temporal, série temporal endógena e predição dos eventos
extremos sociais

Na predição dos eventos extremos sociais utilizam-se os dados contidos nos portfólios
de ameaça para os conflitos armados. A série temporal de ameaça gerada pelo pro-
cessamento do portifólio, é aplicada no cálculo do fator “slope” ou β, sendo uma das
entradas do algoritmo “P-Model”. Tal algoritmo gera como saída uma série tempo-
ral endógena de ameaças com 16384 elementos. O número de elementos da série foi
definido considerando a fase de experimentação da tese, na qual se obteve a melhor
representação da série temporal endógena para o valor selecionado. Os outros valo-
res testados foram 1024, 2048, 4096 e 8192, que são apresentados na Seção C.1. A
predição foi realizada em duas fases e ambas as fases utilizaram-se a arquitetura de
aprendizado profundo com rede neural LSTM, como apresentado nas Seções 5.3.1.1
e 5.3.1.2.
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5.3.1.1 Primeira fase de predição

Na primeira fase, realizou-se a predição de uma fração de 3276 pontos da série
temporal endógena, gerada pelo “P-Model”, para verificar o funcionamento da me-
todologia. A seguir são apresentados, para cada conflito abordado, a série temporal
de ameaça, a série temporal endógena, com uma análise, utilizando os parâmetros
de Média, Variância, Curtose e Assimetria, para a verificação da representação de
variação de ameaça da série endógena e a predição da fração dessa série.

a) Conflito armado entre a Síria e USA
A utilização do portfólio de ameaça do conflito armado entre a Síria e USA,
apresentado na Seção 5.1.1.1, permitiu que se gerasse uma série temporal
de ameaça com 47 elementos, como apresentado na Figura 5.10. Essa série
temporal de ameaça apresenta a variação do grau de similaridade com
ameaça (GSA), sendo calculado pela aplicação da técnica de análise de
sentimento nas notícias coletadas das mídias sociais, como apresentada na
Seção 4.3. Assim, são consideradas somente as notícias de ameaça entre
os chefes dos países envolvidos, sendo coletadas no período entre janeiro
de 2016 e abril de 2017, e que antecedem o evento considerado extremo,
devido às suas consequências para a vida humana, referente ao lançamento
dos mísseis “Tomahawk” ocorrido em 05/04/2017.

Figura 5.10 - Série temporal de ameaça de eventos extremos sociais referentes ao conflito
armado entre a Síria e USA.
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Os dados da série temporal de ameaça foram utilizados no processo de
criação da série temporal endógena de ameaças por meio do algoritmo
“P-Model”, como apresentado no pseudocódigo da Seção 4.5. A Tabela
5.5 apresenta o número de elementos da série, o valor de parâmetro para
geração de série endógena e o valor de β, sendo gerado pelo cálculo do
valor de DFA.

Tabela 5.5 - Valores de entrada utilizados no algoritmo “P-Model” para a criação da série
temporal endógena do conflito armado entre a Síria e USA.

Número de Elementos da Série p “slope”(β)
16384 0,60 0,5606194965951611

Os dados da Tabela 5.5 geraram uma série endógena de ameaças apre-
sentada na Figura 5.11. Com essa série, apresentam-se os gráficos dos pa-
râmetros de média, variância, assimetria e curtose com a série temporal
de ameaça, que representa a variação da similaridade de ameaça. Essa
análise foi realizada com a intenção de verificar se a variação de ameaça,
encontrada na série temporal de ameaça (GSA), é representada pela série
endógena de ameaças e se a mesma variação de ameaça, sugere que algum
evento maior ou evento extremo possa ocorrer posteriormente ao período
de ameaça. Para o cálculo desses parâmetros, dividiu-se a série endógena
de ameaças de 16384 elementos em 8, 16 e 32 séries de 2048, 1024 e 512
elementos, respectivamente, e calcularam-se os valores de média, variância,
curtose e assimetria para cada uma das séries. Dessa análise inicial, sobre a
melhor quantidade de elementos da série, verificou-se que o cálculo com 16
séries de 1024 elementos obteve uma melhor representação da análise dos
parâmetros. As análises para as quantidades de 512 e 2048 elementos, são
apresentadas na Seção C.1 e C.2. Pela análise dos parâmetros, observam-se
os seguintes comportamentos:

• O parâmetro de Média não gerou uma representação significativa da
variação de ameaça comparando com a série temporal do Grau de
Similaridade com Ameaça (GSA).

• O parâmetro de Variância teve uma boa resposta na comparação da
variação da série do GSA, representando bem todos os picos e vales
dessa série.
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• O parâmetro de Curtose também respondeu de forma adequada a
mesma comparação. No entanto, representou de forma menos precisa
os picos e vales da série. Porém, como os valores de curtose são mai-
ores que 3, têm-se um excesso > 0 com caldas mais longas e grossas,
chamado de curtose leptocúrtica e isso pode representar uma hipótese
maior de ocorrência de algum evento maior ou evento extremo após
o período de ameaças.

• O parâmetro de Assimetria apresenta todos os vales e picos com boa
precisão. Embora os seus valores serem maiores que zero, verifica-se
que o gráfico apresenta um calda mais deslocada para esquerda, o que
também pode representar uma maior possibilidade de ocorrência de
algum evento maior ou evento extremo após o período de ameaças.

Figura 5.11 - Análise do cálculo dos parâmetros média, variância, assimetria e curtose para
a série temporal endógena do conflito armado entre a Síria e USA.

No caso do conflito armado entre a Síria e USA, verifica-se que esses resul-
tados apresentados pelos parâmetros de curtose e assimetria, mostram que
a variação de ameaça presente na série endógena, sugere o acontecimento
de um evento extremo após o período de ameaça, que como mencionado an-
teriormente, nesse caso, refere-se ao lançamento dos mísseis “Tomahawk”
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ocorrido em 05/04/2017. Esses resultados induzem ao entendimento, de
que a série endógena de ameaças, representa de forma adequada as varia-
ções de ameaça e essas variações sugerem o acontecimento de um possível
evento extremo.

Depois da criação da série temporal endógena de ameaças, realizou-se
a aplicação da arquitetura de aprendizado profundo com a rede neural
LSTM, apresentada na Seção 4.6, na predição de uma fração dessa série
temporal endógena para a aplicação da metodologia desenvolvida. A Fi-
gura 5.12 apresenta duas séries temporais endógenas: a primeira é a série
original do “P-Model” que está toda na cor preta e a segunda é a série que
apresenta a predição de 3276 pontos da série original na cor vermelha.

Figura 5.12 - Predição de uma fração da série temporal endógena de ameaças do conflito
entre a Síria e USA no período de janeiro de 2016 e abril de 2017.

Para a verificação da precisão do resultado apresentado na Figura 5.12,
gerou-se um gráfico de sobreposição dos dados preditos com os dados ori-
ginais da série em conjunto com o cálculo de DTW, que representa a distân-
cia entre duas séries ou a dissimilaridade. No gráfico da Figura 5.13, com
a sobreposição das séries, apresenta-se o valor de DTW subtraído de 100,
para se obter o valor da similaridade entre os trechos de séries analisados.
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Figura 5.13 - Sobreposição da predição da série endógena com o cálculo do valor de DTW.

A Figura 5.13 apresenta uma similaridade de cerca de 65,12%, entre as
partes das séries analisadas. Esse valor de similaridade também representa
a precisão da predição, dessa série endógena, pela arquitetura de aprendi-
zado profundo com rede LSTM desenvolvida na metodologia.

b) Conflito armado entre Irã e USA

Outra utilização para o portfólio de ameaça, foi a aplicação dos seus dados,
apresentados na Seção 5.1.1.2, na análise do conflito armado entre Irã e
USA. Esses dados, geraram uma série temporal de ameaças com 58 ele-
mentos coletados considerando o período entre janeiro de 2019 e janeiro
de 2020, como apresentado na Figura 5.14.
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Figura 5.14 - Série temporal de ameaças de eventos extremos sociais referentes ao conflito
armado entre Irã e USA.

Da mesma forma, que na análise do conflito armado entre a Síria e USA,
os dados da série temporal de ameaça para o conflito armado entre Irã e
USA, foram processados pelo algoritmo “P-Model” para a criação da série
temporal endógena de ameaças. Esse processamento utilizou os dados da
Tabela 5.6, no qual o valor de “Slope” ou β também foi calculado utilizando
o conceito de DFA.

Tabela 5.6 - Valores de entrada utilizados no algoritmo ”P-Model“ para a criação da série
temporal endógena do conflito armado entre Irã e USA.

Número de Elementos da Série p “Slope”(β)
16384 0,60 0,9132939832232201

A série endógena de ameaças, resultante do processamento dos dados da
Tabela 5.6, é apresentada na Figura 5.15 e da mesma forma, são apre-
sentados os cálculos dos valores de média, variância, curtose e assimetria,
para a verificação da variação de ameaça e representação, dessa informa-
ção de ameaça, de um possível acontecimento de evento maior ou evento
extremo. No caso do conflito armado entre Irã e USA, analisa-se como
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possível evento maior, o ataque realizado, pelo grupo jihadista, à base no
Iraque que abrigava forças americanas, ocorrido em 07/01/2020.

A análise desses parâmetros para os dados do conflito armado entre Irã e
USA, permitiu observar as seguintes características.

• O parâmetro de Média, também, não teve uma boa representação da
variação de ameaça para os dados do conflito armado entre Irã e USA.

• O parâmetro de Variância, no que lhe concerne, apresentou de forma
menos acentuada os picos e vales da série de ameaça.

• O parâmetro de Curtose, também apresentou de forma menos acen-
tuada os picos e vales da série. O valor de Curtose no final da análise
apresentou-se entre 2 e 3, ou seja, ≈3, curtose mesocúrtica. Esse re-
sultado da curtose, apresenta-se coerente com a análise, já que espera
que se ocorra após o período de ameaças analisado, um evento maior
e não um evento extremo. Considerou-se o ataque jihadista como um
evento maior, pois o mesmo não gerou tantos danos a vida humana
quanto o evento extremo considerado no conflito armado entre a Síria
e USA.

• O parâmetro de Assimetria, apresentou de uma forma um pouco mais
acentuada os picos e vales da série temporal de ameaça. Os valores de
assimetria apresenta-se sempre maior que zero. No entanto, as suas
caldas continuam com uma leve tendência para a esquerda. Assim,
da mesma forma sugere-se que algo maior que uma ameaça possa
acontecer.

Os resultados da análise dos parâmetros de média, variância, curtose e assi-
metria, demonstraram que tanto a curtose quanto a assimetria sugeriram,
novamente, que a série endógena faz uma boa representação da variação
de ameaça e de um possível acontecimento de um evento maior, para os
dados do conflito entre Irã e USA.
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Figura 5.15 - Variação do cálculo dos parâmetros média, variância, curtose e assimetria
para a série temporal endógena do conflito armado entre Irã e USA.

Após a análise da série endógena de ameaças, realizou-se, também por
meio da aplicação da arquitetura de aprendizado profundo com rede neural
LSTM, a predição de uma fração da série temporal endógena, como mais
um teste para verificar o funcionamento da metodologia desenvolvida. E de
forma padronizada, a Figura 5.16 apresenta duas séries temporais endóge-
nas: a primeira é a representação do “P-Model” para a variação de ameaça,
que está toda na cor preta e a segunda é a representação da arquitetura de
aprendizado profundo, que apresenta a predição de 3276 pontos da série
original na cor vermelha.
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Figura 5.16 - Predição de uma fração da série temporal endógena de ameaças do conflito
entre Irã e USA no período de janeiro de 2019 a janeiro de 2020.

Para a comprovação do resultado da predição da fração da série, também
se gerou um gráfico, de sobreposição dos dados preditos com os dados
originais da série em conjunto com o cálculo de DTW, sendo representado
pelo valor de similaridade. No gráfico da Figura 5.17, com a sobreposição
das séries, apresenta-se esse valor da similaridade entre os trechos de séries
analisadas.

Figura 5.17 - Sobreposição da predição da série endógena com o cálculo do valor de DTW
para o conflito entre Irã e USA.
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A Figura 5.17 mostra que a similaridade entre o trecho predito e o mesmo
trecho original é de 74,39% e esse valor também demonstra o bom resul-
tado da predição da série endógena de ameaças utilizando a arquitetura de
aprendizado profundo com a rede LSTM, desenvolvida para a metodologia.

c) Conflito armado Global
Os dados para o conflito armado global foram coletados entre o período de
julho de 2020 a dezembro de 2020, com a intenção de monitorar a variação
de ameaças entre os chefes de estado dos países, China, Índia, Paquistão,
Reino Unido, Japão, USA, Coreia do Norte, Coreia do Sul e Indonésia. Esse
monitoramento se deve a movimentação que está ocorrendo no mar do Sul
da China. Assim, o evento maior ou evento extremo considerado seria o
aumento de ameaças e/ou um ato de ataque ou conflito entre esses países.
Esses dados geraram uma série temporal de ameaça com 46 elementos,
como apresentado na Figura 5.18.

Figura 5.18 - Série temporal de ameaças de eventos extremos sociais referentes ao conflito
armado global.

Dando continuidade na verificação do funcionamento da metodologia de-
senvolvida para a predição das séries temporais endógenas, utilizaram-se
os dados dessa série temporal de ameaça para realizar o cálculo do valor
de DFA, considerado como valor de β na tese. Esse valor de DFA, com
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o número de elementos da série e do parâmetro p, são apresentados na
Tabela 5.7.

Tabela 5.7 - Valores de entrada utilizados no algoritmo “P-Model” para a criação da série
temporal endógena do conflito armado global.

Número de Elementos da Série p “Slope”(β)
16384 0,60 1,2216174784781086

O resultado do processamento dos dados apresentados na Tabela 5.7 é uma
série endógena de ameaças, apresentada na Figura 5.19. Essa série endó-
gena de ameaças representa a variação de ameaça contida na série gerada
pela aplicação da técnica de análise de sentimento nas notícias coletadas
das mídias sociais. Essa variação de ameaça, novamente foi analisada con-
siderando os parâmetros de média, variância, curtose e assimetria. Dessa
análise, observou as seguintes características.

• O parâmetro de Média, também nesse caso, não demonstrou uma
representação satisfatória dos picos e vales da variação de ameaça.

• O parâmetro de Variância conseguiu representar de maneira satisfa-
tória as varições de picos e vales da série de ameaça.

• O parâmetro de Curtose apresentou uma representação considerável
dos picos e vales. Os valores de curtose, no final da série, apresentaram-
se maiores que 3 ou excesso > 0, indicando também uma curtose
leptocúrtica. Assim, as caldas se mantiveram a esquerda e mais longas,
o que pode representar um possível acontecimento de um evento maior
ou de um evento extremo.

• O parâmetro de Assimetria, para esse caso, também apresentou uma
boa representação das variações dos picos e vales da série de ameaça.
No entanto, os seus valores mantiveram-se maiores que zero, mas suas
caldas demonstraram ter uma leve inclinação para a esquerda. Esse
conjunto de características, também pode representar uma possível
ocorrência de algum evento maior que uma ameaça.

A análise dos parâmetros de média, variância, curtose e assimetria, tam-
bém demonstraram, considerando as características de curtose e assimetria
apresentadas, que a série endógena de ameaças representa de forma ade-
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quada a variação de ameaça da série de ameaça e essa variação também
pode representar a ocorrência de algum evento maior.

Figura 5.19 - Variação do cálculo dos parâmetros média, variância, curtose e assimetria
para a série temporal endógena do conflito armado Global.

Depois da análise da série temporal endógena de ameaças, realizou-se pela
aplicação da mesma arquitetura de aprendizado profundo com rede neural
LSTM, utilizada anteriormente, a predição de uma fração da série temporal
endógena. A Figura 5.20 apresenta duas séries temporais endógenas: a
primeira é a representação do “P-Model” da série de ameaça e está toda
na cor preta e a segunda é a representação da predição, pela arquitetura de
aprendizado profundo, de 3276 pontos da série original na cor vermelha.
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Figura 5.20 - Predição de uma fração da série temporal endógena de ameaças do conflito
Global no período de julho de 2020 e dezembro de 2020.

A verificação da precisão da predição da fração da série endógena de ame-
aças, foi realizada gerando um gráfico de sobreposição dos dados preditos
com os dados originais da série em conjunto com o valor de similaridade
entre essas séries (DTW). No gráfico da Figura 5.21, com a sobreposição
das séries, apresenta-se o valor da similaridade entre os trechos de séries
analisados.

Figura 5.21 - Sobreposição da predição da série endógena com o cálculo do valor de Simi-
laridade para o conflito armado Global.
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A Figura 5.21 mostra que a sobreposição de uma fração da série apresenta
uma similaridade entre às duas representações de 74,39%. Esse resultado,
também representa, o bom funcionamento da metodologia e arquitetura
de aprendizado profundo com rede LSTM desenvolvida na tese.

5.3.1.2 Segunda fase de predição

Na segunda fase, realizou-se a predição do futuro das séries temporais de amea-
ças dos conflitos armados entre a Síria e USA, Irã e USA e Global, para realizar
uma aplicação da metodologia da tese, como apresentada nas Seções a, b e c. Essa
predição utilizou a mesma arquitetura de aprendizado profundo usada na predição
das frações das séries endógenas dos conflitos analisados. A diferença, consiste na
aplicação de uma estrutura de repetição que em cada novo conjunto de valores pre-
ditos, realimentava a rede. Esse processo se repetiu até se obter a predição de 3276
elementos ou 20% do número de dados total da série de entrada. Essa quantidade
de pontos representa um período aproximado de tempo de 3 meses.

a) Predição do futuro para o conflito armado entre a Síria e USA
A primeira aplicação realizada da metodologia da tese, foi a predição do
futuro da série temporal endógena de ameaças do conflito armado entre a
Síria e USA. Essa predição utilizou como dado de entrada da rede a série
endógena de ameaças referente a esse conflito. A Figura 5.22, mostra o
resultado, na cor vermelha, da predição do futuro de cerca de 3 meses.

Figura 5.22 - Predição do futuro da série temporal endógena de ameaças do conflito entre
a Síria e USA.

A Figura 5.22 apresenta que as variações de ameaças futuras continuam
na mesma intensidade, ao longo do período predito. Considerando que o
conflito armado entre a Síria e USA teve uma continuidade nas ameaças
(DEJEVSKY, 2017), que perdura até agora, o resultado sugere que a arqui-
tetura de aprendizado profundo fez uma boa representação do futuro desse
conflito.
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b) Predição do futuro para o conflito armado entre Irã e USA
Outra aplicação da metodologia utilizada, verifica-se na predição do futuro
da variação de ameaças do conflito armado entre Irã e USA. Da mesma
forma, utilizou-se como entrada a série temporal endógena de ameaças
desse conflito e foram preditos cerca de 3 meses de futuro para esse conflito,
representados na cor vermelha.

Figura 5.23 - Predição do futuro da série temporal endógena de ameaças do conflito entre
Irã e USA.

A análise da predição da Figura 5.23, apresenta que as ameaças continuam
entre os dois países envolvidos no conflito. Considerando que as ameaças
entre os chefes de estado desses países continuou, após o período analisado
(MARCUS, 2020), verifica-se uma boa resposta da metodologia e arquitetura
de aprendizado profundo, para a predição do futuro desse conflito.

c) Predição do futuro para o conflito armado global
Uma terceira aplicação da metodologia na área de eventos extremos so-
ciais, foi a predição do futuro dos dados do conflito armado Global. Da
mesma forma, para a realização da predição de cerca de 3 meses, utilizou-
se a série endógena de ameaças desse conflito, como entrada da rede neural
que utiliza aprendizado profundo. A Figura 5.24, mostra o resultado dessa
predição do futuro para esse conflito, representada na cor vermelha.

Figura 5.24 - Predição do futuro da série temporal endógena de ameaças do conflito entre
Global e USA.

A predição do futuro para o conflito global, apresentou uma instabilidade
na série endógena, como observado no fim do trecho em vermelho da Fi-
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gura 5.24. Essa instabilidade pode sugerir, que pelo menos o aumento das
ameças poderão ocorrer durante o período predito (REUTERS, 2021).

5.3.2 Série temporal, série temporal endógena e predição dos eventos
extremos naturais

Os dados sobre os eventos extremos naturais são utilizados com a intenção de veri-
ficar a funcionalidade e fazer uma aplicação da metodologia, com um conjunto de
dados fora do domínio de conflitos armados. Assim, pode-se verificar o desempenho
da metodologia desenvolvida em conjuntos de dados variados. Da mesma forma,
que na predição dos eventos extremos sociais, essa predição foi realizada em duas
fases: na primeira fase apresenta-se a predição de uma fração da representação do
“P-Model” da série de ameaças e na segunda fase apresenta-se a predição do fu-
turo, como uma representação da arquitetura de aprendizado profundo da série de
ameaças. Ambas as fases foram geradas para cada ano de dado de ocorrência de
seca, queimadas e desmatamentos, ou seja, foram criados 6 séries temporais para os
anos de 2015 a 2020. Esses resultados são apresentados nas Seções 5.3.2.1 e 5.3.2.2,
respectivamente.

5.3.2.1 Primeira fase de predição

A primeira fase da predição apresenta como resultado a representação da arquitetura
de aprendizado profundo com rede neural LSTM, para um trecho da série endógena
de ameaças. Esse resultado é comparado com a representação, do algoritmo “P-
Model”, do mesmo trecho da série endógena de ameaças. Esses dois processos foram
realizados para os dados de ocorrência de seca, queimadas e desmatamentos na
região da Floresta Amazônica para os anos de 2015, 2016, 2017, 2018, 2019 e 2020.

a) Ocorrência de seca, queimadas e desmatamentos para o ano de
2015
A análise dos dados de ocorrência de seca, queimadas e desmatamentos
foi realizada utilizando as informações contidas no portfólio de ameaças da
Seção 5.1.2.1. Para esses dados, gerou-se uma série temporal de ameaças
com 32 elementos com dados coletados no período de janeiro de 2015 e
dezembro de 2015, como apresentado na Figura 5.25.
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Figura 5.25 - Série temporal de ameaças de eventos extremos naturais referentes às notícias
sobre a ocorrência de seca, queimadas e desmatamentos na região da floresta
Amazônica no ano de 2015.

O processamento dos dados da série temporal de ameaças da Figura 5.25
também foi realizado pelo cálculo do valor “slope (β)”, pela função de DFA.
Esse cálculo com os valores do parâmetro p e do número de elementos da
série endógena são fornecidos como entrada do algoritmo “P-Model”. Os
valores para cada um desses parâmetros é apresentado na Tabela 5.8.

Tabela 5.8 - Valores de entrada utilizados no algoritmo “P-Model” para a criação da série
temporal endógena sobre a ocorrência de seca, queimadas e desmatamentos
na região da floresta Amazônica no ano de 2015.

Número de Elementos da Série p “Slope(β)”
16384 0,60 1,3082499264176222

O resultado do processamento do algoritmo “P-Model”, gerou uma série
temporal endógena de ameaças, representada pela série endógena origi-
nal na Figura 5.26. Nessa figura, também apresenta-se a série endógena
com predição de 3276 elementos da série temporal endógena, represen-
tada na cor vermelha. Para alcançar esse resultado, utilizou-se a mesma
arquitetura de aprendizado profundo com rede neural LSTM, apresentada
anteriormente.
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Figura 5.26 - Predição de uma fração da série temporal endógena sobre a ocorrência de
seca, queimadas e desmatamentos na região da floresta Amazônica para ano
de 2015.

A comprovação do resultado dessa predição, também foi realizada fazendo
a sobreposição dos dados preditos, que são a representação da arquitetura
de aprendizado profundo da variação de ameaças, com os dados originais da
série, que são a representação do P-Model da mesma variação de ameaça.
Essa sobreposição é apresentada em conjunto com o valor de similaridade
(semelhança) entre as representações dos trechos de série, sendo calculada
utilizando o conceito de DTW, como realizado anteriormente. Essa com-
paração é apresentada no gráfico da Figura 5.27.

Figura 5.27 - Comparação da predição do trecho da série endógena com o trecho original
pelo valor de similaridade para o ano de 2015.

A Figura 5.27 apresenta uma similaridade de cerca de 74,43%. O bom re-
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sultado da comparação dos trechos de séries, também pode ser considerado,
como uma boa resposta de precisão da predição, utilizando a arquitetura
de aprendizado profundo com rede neural LSTM, desenvolvida na meto-
dologia da tese.

b) Ocorrência de seca, queimadas e desmatamentos para o ano de
2016

O portfólio de ameaças, também, foi utilizado na análise da ocorrência de
seca, queimadas e desmatamentos para o ano de 2016. Esses dados coleta-
dos no período de janeiro de 2016 e dezembro de 2016, são apresentados
na Seção 5.1.2.2. Essas informações geraram a série temporal de ameaças,
apresentada na Figura 5.28.

Figura 5.28 - Série temporal de ameaças de eventos extremos naturais referentes às notícias
sobre ocorrência de seca, queimadas e desmatamentos na região da floresta
Amazônica no ano de 2016.

Da mesma forma, esses dados, da série temporal de ameaças, foram pro-
cessados pela função de DFA, gerando, além do valor de “slope”, as infor-
mações apresentadas na Tabela 5.9.
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Tabela 5.9 - Valores de entrada utilizados no algoritmo “P-Model” para a criação da série
temporal endógena sobre a ocorrência de seca, queimadas e desmatamentos
na região da floresta Amazônica no ano de 2016.

Número de Elementos da Série p “Slope(β)”
16384 0,60 1,3905561526142236

Igualmente, o processamento das informações da Tabela 5.9 pelo “P-
Model”, gerou a série endógena de ameaças apresentada na Figura 5.29, que
também mostra a predição de uma fração dessa série temporal endógena,
com 3276 pontos, na cor vermelha.

Figura 5.29 - Predição de uma fração da série temporal endógena sobre ocorrência de seca,
queimadas e desmatamentos na região da floresta Amazônica no ano de 2016.

De modo igual, a comprovação do resultado da predição é realizada pela
comparação dos dois trechos de série, visualmente e pelo cálculo da si-
milaridade, considerando o cálculo de DTW. No gráfico da Figura 5.30,
apresenta-se a comparação desses trechos.
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Figura 5.30 - Comparação da predição do trecho da série endógena com o trecho original
pelo valor de similaridade para o ano de 2016.

Novamente, chama-se a atenção para o bom resultado do valor da simila-
ridade de 52,64%, entre os trechos de séries, que representa a precisão da
arquitetura de aprendizado profundo utilizada na metodologia.

c) Ocorrência de seca, queimadas e desmatamentos para o ano de
2017

Os dados do portfólio de ameaças de ocorrência de seca, queimadas e des-
matamentos para o ano de 2017, apresentados na Seção 5.1.2.3, foram
processados de forma igual aos anos de 2015 e 2016, apresentados ante-
riormente. Assim, esses dados, coletados no período de janeiro de 2017 e
dezembro de 2017, geraram a série temporal de ameaças com 41 elementos,
apresentada na Figura 5.31.
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Figura 5.31 - Série temporal de ameaça de eventos extremos naturais referentes às notícias
sobre a ocorrência de seca, queimadas e desmatamentos na região da floresta
Amazônica no ano de 2017.

O tratamento dessas informações, por sua vez, geraram as informações da
Tabela 5.10.

Tabela 5.10 - Valores de entrada utilizados no algoritmo “P-Model” para a criação da série
temporal endógena sobre ocorrência de seca, queimadas e desmatamentos na
região da floresta Amazônica no ano de 2017.

Número de Elementos da Série p “Slope(β)”
16384 0,60 0,6792655564992033

Já o processamento dessas informações, pelo “P-Model”, geraram a série
temporal endógena de ameaças apresentada na Figura 5.32. Na mesma
figura, apresenta-se uma segunda série com a predição de 3276 pontos da
série original, na cor vermelha.
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Figura 5.32 - Predição de uma fração da série temporal endógena sobre a ocorrência de
seca, queimadas e desmatamentos na região da floresta Amazônica no ano
de 2017.

A comprovação do resultado apresentado pela predição, também, foi rea-
lizado pela comparação dos dois trechos de séries: o predito, que é a re-
presentação da arquitetura de aprendizado profundo, e o original, que é a
representação do “P-Model” da variação de ameaças. Essa comparação re-
sultou no gráfico de sobreposição dos dados preditos com os dados originais
em conjunto com o cálculo de DTW, representado pelo valor de similari-
dade, definido como semelhança, entre os trechos de séries. A Figura 5.33,
apresenta os resultados descritos.

Figura 5.33 - Comparação da predição do trecho da série endógena com o trecho original
pelo valor de similaridade para o ano de 2017.
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A similaridade alcançada pela análise dos dados do ano de 2017, também
geraram resultados satisfatórios de 47,26%, o que apresenta novamente
um desempenho satisfatório da metodologia e arquitetura de aprendizado
profundo desenvolvida na tese.

d) Ocorrência de seca, queimadas e desmatamentos para o ano de
2018
Da mesma forma, os dados dos portfólio de ameaças, apresentados na
Seção 5.1.2.4, referentes à ocorrência de seca, queimadas e desmatamentos
para o ano de 2018, foram utilizados para gerar uma série temporal de
ameaça com 44 elementos, como apresentada na Figura 5.34.

Figura 5.34 - Série temporal de ameaça de eventos extremos naturais referentes às notícias
sobre a ocorrência de seca, queimadas e desmatamentos na região da floresta
Amazônica no ano de 2018.

Os dados da série também foram utilizados no cálculo do valor de DFA,
representado pelo valor de “slope”, sendo apresentado na Tabela 5.11 , com
as informações de número de elementos da série e valor do parâmetro p.
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Tabela 5.11 - Valores de entrada utilizados no algoritmo “P-Model” para a criação da série
temporal endógena sobre a ocorrência de seca, queimadas e desmatamentos
na região da floresta Amazônica no ano de 2018.

Número de Elementos da Série p “Slope(β)”
16384 0,60 0,8709826305556972

O processamento dessas informações, pelo algoritmo “P-Model”, também,
resultou em uma série temporal endógena de ameaças, apresentada na Fi-
gura 5.35. Da mesma maneira, com essa série, apresenta-se uma segunda
série que mostra a predição dos 3276 pontos da série original, na cor ver-
melha.

Figura 5.35 - Predição de uma fração da série temporal endógena sobre a ocorrência de
seca, queimadas e desmatamentos na região da floresta Amazônica no ano
de 2018.

A comprovação do resultado dessa predição, foi realizado pelo cálculo da
similaridade utilizando os conceitos de DTW. Esse resultado é apresen-
tado no gráfico da Figura 5.36, com a sobreposição dos trechos de séries
analisados.
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Figura 5.36 - Comparação da predição do trecho da série endógena com o trecho original
pelo valor de similaridade para o ano de 2018.

O resultado da comparação dos trechos de séries, apresentou uma simila-
ridade bastante considerável de 66,49%, demostrando o bom resultado da
metodologia de predição desenvolvida na tese.

e) Ocorrência de seca, queimadas e desmatamentos para o ano de
2019

A análise dos dados de ocorrência de seca, queimadas e desmatamentos
para o ano de 2019, apresentados no portfólio de ameaças na Seção 5.1.2.5,
foi realizada seguindo as mesmas etapas da metodologia desenvolvida e
aplicada para alcançar os resultados apresentados na análise do ano de
2015, 2016, 2017 e 2018. Assim, a Figura 5.37, mostra a série temporal de
ameaça com 50 elementos, gerada com esses dados.
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Figura 5.37 - Série temporal de ameaça de eventos extremos naturais referentes às notícias
sobre a ocorrência de seca, queimadas e desmatamentos na região da floresta
Amazônica no ano de 2019.

O tratamento desses dados da série, também gerou os valores de “slope”,
parâmetro p e número de elementos para a geração da série endógena
de ameaças pelo algoritmo “P-Model”, sendo apresentados na Tabela da
Tabela 5.12.

Tabela 5.12 - Valores de entrada utilizados no algoritmo “P-Model” para a criação da série
temporal endógena sobre a ocorrência de seca, queimadas e desmatamentos
na região da floresta Amazônica no ano de 2019.

Número de Elementos da Série p “Slope(β)”
16384 0,60 0,6708664045390897

A série temporal endógena gerada por esse processamento do algoritmo
“P-Model”, é apresenta na Figura 5.38, com predição de 3276 pontos da
série original, apresentada na cor vermelha.
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Figura 5.38 - Predição de uma fração da série temporal endógena sobre a ocorrência de
seca, queimadas e desmatamentos na região da floresta Amazônica no ano
de 2019.

A comprovação do resultado dessa predição, também, foi realizada por
meio da comparação dos dois trechos de séries analisados, o trecho da série
original do P-Model e o trecho predito pela arquitetura de aprendizado
profundo com rede neural LSTM. Essa comparação é apresentada no grá-
fico da Figura 5.39, de forma visual e também pelo valor de similaridade,
calculado utilizando o conceito de DTW.

Figura 5.39 - Comparação da predição do trecho da série endógena com o trecho original
pelo valor de similaridade para o ano de 2019.
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Para o ano de 2019, obteve-se o valor de similaridade de 70,48%, que
continua sugerindo a boa precisão da arquitetura de rede utilizada e o
bom funcionamento da metodologia da tese.

f) Ocorrência de seca, queimadas e desmatamentos para o ano de
2020

A ocorrência de seca, queimadas e desmatamentos para o ano de 2020, foi o
último ano de dado analisado para os eventos extremos naturais. A análise
desse modelo de dados, considerou como evento maior ou evento extremo,
a continuidade da variação de ameaças. Para os anos de 2015, 2016, 2017,
2018 e 2019, essa variação é verifica pelos dados do ano sucessor. No en-
tanto, para o ano de 2020, conseguiu-se dados de fontes confiáveis, como
o portal do programa TerraBrasilis, do INPE (INSTITUTO NACIONAL DE

PESQUISAS ESPACIAIS - INPE, 2019), com informações de foco de queimadas
e desmatamentos. Essas informações de foco são apresentadas na Figura
5.40.

Figura 5.40 - Focus de queimadas x desmatamentos para o ano de 2020.

Fonte: Adaptado de INSTITUTO NACIONAL DE PESQUISAS ESPACIAIS -
INPE (2019)

A análise dos dados de 2020, seguiram as mesmas etapas consideradas
na análise dos dados de eventos extremos sociais para as informações dos
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conflitos armados. Assim, as informações contidas no portfólio de ameaças
da Seção 5.1.2.6, geraram uma série temporal de ameaça com 43 elementos,
como apresentada na Figura 5.41.

Figura 5.41 - Série temporal de ameaça de eventos extremos naturais referentes às notícias
sobre a ocorrência de seca, queimadas e desmatamentos na região da floresta
Amazônica no ano de 2020.

Da mesma forma, os dados da série temporal de ameaça foram utilizados
para a geração do fator de “slope (β)”, pelo cálculo do valor de DFA. A
Tabela 5.13 apresenta o valor de DFA, como os valores de quantidade de
elementos da série endógena a ser gerada e o parâmetro p, que define o
modelo da série a ser gerada pelo algoritmo “P-Model”.

Tabela 5.13 - Valores de entrada utilizados no algoritmo “P-Model” para a criação da série
temporal endógena sobre a ocorrência de seca, queimadas e desmatamentos
na região da floresta Amazônica no ano de 2020.

Número de Elementos da Série p “Slope(β)”
16384 0,60 0,5885749951561488

O resultado do processamento desses dados da Tabela 5.13 pelo “P-Model”,
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gerou uma série endógena de ameaças apresentada na Figura 5.42. Com
essa série apresenta-se a análise estatística com os parâmetros de média,
variância, curtose e assimetria, para verificar se a série endógena realiza
uma boa representação da variação de ameaça presente na série temporal
de ameaça. A análise desses parâmetros permitiu identificar as seguintes
características.

• O parâmetro de Média, para esses dados de 2020, também, não repre-
sentou de forma adequada os picos e vales da série de ameaças.

• O parâmetro de Variância demonstrou de maneira bem satisfatória
a variação de ameaças das séries de ameaças, apresentando de forma
definida todos os picos e vales da série.

• O parâmetro de Curtose, também apresentou de maneira satisfatória
a variação de ameaças, apresentando todos os seus picos e vales. O pa-
râmetro de curtose, no final do período analisado, apresentou valores
maiores que 3 ou excesso > 0, definindo, também, uma curtose lep-
tocúrtica. Dessa forma, observa-se que as caldas da curtose são mais
longas e gordas a esquerda. Essas características sugerem a possibi-
lidade de acontecimento de algum evento maior ou evento extremo,
posteriormente ao período analisado.

• O parâmetro de Assimetria, apresentou as variações de picos e vales
da série de ameaças. Apesar de seus valores, serem sempre maior que
zero, as suas caldas apresentam uma leve inclinação negativa para a
esquerda. Essas características, também sugerem a possibilidade de
ocorrer algum evento maior.

A análise dos parâmetros de média, variância, curtose e assimetria, apre-
sentou que os parâmetros de curtose e assimetria, tiveram uma melhor
resposta para sugerir que a série endógena estaria representando as vari-
ações de ameaças e que isso poderia sugerir algum acontecimento maior
do que as ameaças analisadas. Considerando as análises desses parâme-
tros, para todos os modelos de dados dos eventos extremos sociais e dos
eventos extremos naturais, apesar da variância apresentar em todas as aná-
lises uma boa resposta para a representação dos picos e vales das séries,
não se encontrou uma relação dos valores de variância entre os diferentes
populações ou modelos de dados analisados.
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Figura 5.42 - Variação do cálculo dos parâmetros média, variância, curtose e assimetria
para a série temporal endógena de ocorrência de seca, queimadas e desma-
tamentos do ano de 2020.

Igualmente, após a análise da série endógena, foi realizada a predição de
uma fração de 3276 elementos dessa série. A Figura 5.43 apresenta duas
séries temporais endógenas: a primeira série, é a representação original do
“P-Model” da variação de ameaças e está toda na cor preta e a segunda série
é a representação da arquitetura de aprendizado profundo, apresentada na
cor vermelha.

Figura 5.43 - Predição de uma fração da série temporal endógena sobre a ocorrência de
seca, queimadas e desmatamentos na região da floresta Amazônica no ano
de 2020.
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Para a comprovação do resultado da predição para a ocorrência de seca,
queimadas e desmatamentos do ano de 2020, gerou-se um gráfico de so-
breposição dos dados preditos com os dados originais da série em conjunto
com o cálculo de DTW, que representa a similaridade entre os dois tre-
chos de série. No gráfico da Figura 5.44, com a sobreposição das séries,
apresenta-se o valor de similaridade para os trechos de séries analisados.

Figura 5.44 - Comparação da predição do trecho da série endógena com o trecho original
pelo valor de similaridade para o ano de 2020.

A Figura 5.44, mostra uma similaridade entre os trechos de séries ana-
lisados de 66,52%. Esse valor continua demonstrando a boa resposta da
metodologia e arquitetura de aprendizado profundo para a predição dos
eventos extremos analisados.

5.3.2.2 Segunda fase de predição

A segunda fase de predição apresenta como resultado a representação de futuro,
das informações coletadas para os dados de eventos extremos naturais, gerada pela
arquitetura de aprendizado profundo. Essa representação da arquitetura de rede é
comparada com a representação do “P-Model”, das mesmas informações, conside-
rando uma quantidade de elementos preditos de 3276 pontos, que correspondem
cerca de a 3 meses de dados, dos meses sucessores. O período das coletas, dos dados
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de eventos extremos naturais, ocorreu entre janeiro e dezembro para os anos de 2015
a 2019 e de 2020, coletou-se dados de janeiro a outubro. Essa predição de futuro,
dos dados de eventos extremos naturais, também, foi realizada utilizando a mesma
arquitetura de aprendizado profundo com rede neural LSTM e com a realimentação
da rede para cada grupo de valores de saída, até se chegar ao conjunto de valores
preditos. Esses resultados são apresentados nas Seções a, b, c, d, e e f.

a) Predição do futuro para a ocorrência de seca, queimadas e des-
matamentos para o ano de 2015
A predição do futuro da série endógena de ameaças do ano de 2015, ge-
rada pelo algoritmo “P-Model” na Seção a, é apresentada na Figura 5.45,
na coloração vermelha e uma separação aproximada do intervalo de tempo
de 3 meses dos dados preditos.

Figura 5.45 - Predição do futuro da série temporal endógena de ameaças de ocorrência de
seca, queimadas e desmatamentos para o ano de 2015.

A comprovação desses resultados foi realizada utilizando a mesma quanti-
dade de elementos de 3276 do início da série endógena de ameaças do ano
de 2016, apresentada na Seção b. Da mesma forma, foi utilizado na compa-
ração desses trechos de séries, o cálculo do valor de similaridade, cálculo de
DTW, e a sobreposição dos elementos preditos com os elementos iniciais
da série do ano de 2016. Esses resultados são apresentados na Figura 5.46.
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Figura 5.46 - Sobreposição dos 3276 pontos preditos com os 3276 pontos iniciais da série
de 2016 e cálculo do valor de similaridade para esses elementos.

Observa-se, na Figura 5.46, que o resultado apresenta uma similaridade de
67,61% entre os trechos preditos das séries e que isso também demonstra
o bom desempenho da metodologia desenvolvida na tese.

b) Predição do futuro para a ocorrência de seca, queimadas e des-
matamentos para o ano de 2016
A predição do futuro para os dados de ocorrência de seca, queimadas e
desmatamentos para o ano de 2016, foi realizada seguindo o mesmo pro-
cesso utilizado para a predição dos dados do ano de 2015. Utilizaram-se
os dados da série endógena, da Seção b, para realizar a predição de 3276
elementos, apresentados na Figura 5.47, na cor vermelha.

Figura 5.47 - Predição do futuro da série temporal endógena de ameaças de ocorrência de
seca, queimadas e desmatamentos para o ano de 2016.

A comprovação do resultado da predição, também utilizou a mesma quanti-
dade de elementos do início da série endógena do ano de 2017, apresentada
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na Seção c. Identicamente, realizou-se o cálculo do valor de similaridade e
a sobreposição dos 3603 dos pontos preditos em 2016 nos pontos iniciais
da série do ano de 2017. Esses resultados são apresentados na Figura 5.48.

Figura 5.48 - Sobreposição dos 3276 pontos preditos com os 3276 pontos iniciais da série
de 2017 e cálculo do valor de similaridade para esses elementos.

A comparação da representação de futuro, da variação de ameaças, da
arquitetura de aprendizado profundo com a representação do “P-Model”
para a mesma variação de ameaças, apresentada na Figura 5.48, mostra
uma similaridade de 46,04%, o que demonstra que a metodologia teve um
acerto satisfatório na predição desses pontos futuros.

c) Predição do futuro para ocorrência de seca, queimadas e desma-
tamentos no ano de 2017
Da mesma forma, para a predição do futuro da série temporal endógena
de ameaças de ocorrência de seca, queimadas e desmatamentos no ano
de 2017, utilizou-se os mesmos dados apresentados na Seção c. A Figura
5.49, mostra o resultado da predição do futuro para 3276 elementos, na cor
vermelha.
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Figura 5.49 - Predição do futuro da série temporal endógena de ameaças de ocorrência de
seca, queimadas e desmatamentos no ano de 2017.

O futuro predito de aproximadamente 3 meses, foi comparado com a mesma
quantidade de dados do início da série endógena de ameaças do ano de 2018,
apresentada na Seção d. Além da forma visual da comparação, também se
apresenta na Figura 5.50, o valor de similaridade, calculado por meio do
conceito de DTW, entre os trechos de séries comparados.

Figura 5.50 - Sobreposição dos 3276 pontos preditos com os 3276 pontos iniciais da série
de 2018 e cálculo do valor de similaridade para esses elementos.

A Figura 5.50 apresenta uma similaridade entre as séries de 48,7%. Esse
valor também indica um desempenho satisfatório da metodologia desen-
volvida na tese.
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d) Predição do futuro para ocorrência de seca, queimadas e desma-
tamentos para o ano de 2018
A predição do futuro da série temporal endógena de ameaças de ocorrência
de seca, queimadas e desmatamentos para o ano de 2018, foi desenvolvida
utilizando as mesmas sequências de passos dos anos de 2015, 2016 e 2017.
Na análise utilizou-se os mesmos dados apresentados na Seção d, sobre a
série endógena de ameaças do ano de 2018. A Figura 5.51 mostra o resul-
tado da predição do futuro para 3276 elementos, que também representam
o valor aproximado de 3 meses de intervalo de tempo.

Figura 5.51 - Predição do futuro da série temporal endógena de ameaças de ocorrência de
seca, queimadas e desmatamentos para o ano de 2018.

O resultado da predição foi comparado com a mesma quantidade de dados
do início da série endógena de ameaças do ano de 2019. Essa comparação
foi realizada pela sobreposição dos dados preditos do ano de 2018 com os
dados do início de 2019 e também pelo cálculo do valor de similaridade,
utilizando o conceito de DTW. Esses resultados podem ser observados na
Figura 5.52.

Figura 5.52 - Sobreposição dos 3276 pontos preditos com os 3276 pontos iniciais da série
de 2019 e cálculo do valor de similaridade para esses pontos.
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Observa-se, na Figura 5.52, que o resultado de similaridade apresenta um
valor de 63,99% entre os trechos de séries analisados. Esse resultado tam-
bém mostra o bom desempenho da metodologia desenvolvida na tese.

e) Predição do futuro para a ocorrência de seca, queimadas e des-
matamentos para o ano de 2019

Da mesma forma, a predição do futuro da série temporal endógena de
ameaças de ocorrência de seca, queimadas e desmatamentos para o ano de
2019, utilizou os mesmos dados da série endógenas de ameaças apresenta-
dos na Seção e. A Figura 5.53, mostra o resultado da predição do futuro
para 3276 elementos ou 3 meses de intervalo de tempo, na cor vermelha.

Figura 5.53 - Predição do futuro da série temporal endógena de ameaças de ocorrência de
seca, queimadas e desmatamentos para o ano de 2019.

A verificação da precisão desses resultados, também foi desenvolvida fa-
zendo a comparação entre o futuro de 3 meses preditos com a represen-
tação de 3 meses do ano de 2020. Essa comparação é apresentada pelo
valor de similaridade entre os trechos de séries analisados. A comprovação
desses resultados pode ser visualizada na Figura 5.54, na qual se realizou a
sobreposição dos 3276 elementos preditos nos elementos iniciais da série do
ano de 2020 e apresenta-se a similaridade entre esses elementos das séries.
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Figura 5.54 - Sobreposição dos 3276 elementos preditos com os 3276 elementos iniciais da
série de 2020 e cálculo do valor de similaridade para esses elementos.

A similaridade alcançada com a comparação dos trechos de séries foi de
71,17%. Esse valor também demonstra o bom desempenho da metodologia
com a arquitetura de aprendizado profundo desenvolvida na tese.

f) Predição do futuro para a ocorrência de seca, queimadas e des-
matamentos para o ano de 2020

Para a finalização dos testes de aplicação dos dados dos eventos extremos
naturais na metodologia desenvolvida na tese, realizou-se a predição do
futuro da série temporal endógena de ameaças de ocorrência de seca, quei-
madas e desmatamentos para o ano de 2020. Nessa aplicação, como nas
anteriores, utilizaram-se os dados, da série temporal endógena, apresenta-
dos na Seção f. De forma padrão, a Figura 5.55, mostra o resultado dessa
predição do futuro para 3276 elementos, na cor vermelha.

Figura 5.55 - Predição do futuro da série temporal endógena de ameaças de ocorrência de
seca, queimadas e desmatamento para o ano de 2020.
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Considerando as análises dos resultados alcançados para as predições dos
anos de 2015 (Figura 5.46), 2016 (Figura 5.48), 2017 Figura (5.50), 2018
(Figura 5.52) e 2019 (Figura 5.54), observa-se que a variação de ameaças
continua nos 3 meses posteriores ao período de análise, como observado
na predição do futuro da série da Figura 5.55. Assim, sugere-se que para
os meses de novembro, dezembro de 2020 e janeiro de 2021, as ameaças
de seca, queimadas e desmatamentos devem ter continuidade. Isso se com-
prova pelo gráfico da Figura 5.40, que apresenta a quantidade de focos de
queimadas e desmatamentos para esses meses.

5.3.2.3 Resumo dos resultados das predições realizadas para os eventos
extremos sociais e eventos extremos naturais

Nesta seção, apresenta-se, na Tabela 5.14, os resultados das similaridades ou preci-
sões alcançadas com as comparações das predições realizadas para os eventos extre-
mos sociais, utilizando os dados sobre os conflitos armados entre a Síria e USA, Irã
e USA e Global. Já na Tabela 5.15, apresentam-se os resultados das similaridades
ou precisões alcançadas com as comparações das predições realizadas para os even-
tos extremos naturais, considerando os dados de ocorrência de seca, queimadas e
desmatamentos na região da floresta Amazônica, para os anos de 2015, 2016, 2017,
2018, 2019 e 2020. Ambas as predições foram realizadas para a quantidade de 3276
elementos ou para um período aproximado de 3 meses.
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Tabela 5.14 - Resultados das similaridades ou precisões alcançadas com as predições dos
dados sobre os conflitos armados entre a Síria e USA, Irã e USA e Global.

Conflito Armado Similaridade entre trechos das Séries
Síria e USA 65,12%
Irã e USA 74,39%
Global 72,9%

Tabela 5.15 - Resultados das similaridades ou precisões alcançadas com as predições dos
dados sobre a ocorrência de seca, queimadas e desmatamentos para os anos
de 2015, 2016, 2017, 2018, 2019 e 2020.

Ano Similaridade Similaridade do futuro
entre os trechos das séries entre os trechos das séries

2015 74,43% 67,61%
2016 52,64% 46,04%
2017 47,26% 48,45%
2018 66,49% 63,99%
2019 70,48% 71,17%
2020 66,54% –

Os resultados apresentados nas Tabelas 5.14 e 5.15, demonstram que a metodologia,
que utiliza a técnica de aprendizado profundo com a rede neural LSTM, desenvol-
vida na tese, apresentou uma variação de precisão constante tanto para os dados de
eventos extremos sociais quanto para os dados de eventos extremos naturais. As-
sim, esses resultados sugerem que essa metodologia pode ser aplicada para qualquer
modelo de evento extremo. Também verificou-se, que as similaridades apresentadas
para as predições de futuro dos eventos extremos sociais, demonstraram-se consis-
tentes com as notícias publicadas durante os 3 meses preditos (DEJEVSKY, 2017),
(MARCUS, 2020), (REUTERS, 2021). Já as predições de futuro para os eventos ex-
tremos naturais, apresentaram uma precisão, na comparação com o respectivo ano
sucessor, variando entre 46% e 71%, o que também apresenta o bom desempenho da
metodologia desenvolvida na tese. Para os dados de eventos extremos naturais do
ano de 2020, a predição do futuro apresentou que as ameaças se manteriam. Assim,
demonstrou-se, utilizando as informações do programa TerraBrasilis, Figura 5.40,
que durante o período de três meses, posterior ao período de análise dos dados, a
quantidade de foco de queimadas e desmatamentos aumentaram. Isso novamente
demonstra o bom desempenho da metodologia desenvolvida.
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6 CONCLUSÕES

O advento das mídias e redes sociais possibilitaram que circulassem as mais diversos
categorias de informações e opiniões entre a sociedade. Um modelo de informação
que chama atenção para uma análise mais profunda são as notícias sobre os eventos
extremos sociais e naturais. Nesta tese, o evento extremo social é o conflito armado,
e o evento extremo natural é o desmatamento gerado pelas queimadas. Assim, de-
vido aos grandes problemas gerados por esses eventos, esta tese visa analisar e gerar
um modelo de previsão do futuro de ameaças de eventos extremos sociais e natu-
rais, utilizando dados das mídias sociais, técnicas de análise de sentimentos, séries
temporais com o algoritmo “P-Model” e aprendizado de máquina, com a intenção
de auxiliar na prevenção, alerta e consequente redução dos problemas gerados por
esses eventos à sociedade.

Na tese foram realizadas análises de dados coletados de mídias sociais de grande
circulação mundial e nacional e de especialidades dos temas abordados (REUTERS,
2019), (CNN, 2020), (FOLHA, 1996), (BUTLER, 1999), etc. Essas informações foram
processadas conforme a metodologia desenvolvida para a tese, como apresentado no
Capítulo 4, para a realização da predição do futuro de eventos extremos naturais e
sociais. Como resultados da aplicação dessa metodologia, gerou-se três resultados na
tese que foram: o portfólio com o grau de ameaças do evento extremo em questão, a
validação do algoritmo “P-Model” como gerador de séries temporais endógenas e a
predição do futuro dos eventos extremos sociais e naturais considerados na tese. Os
temas de eventos extremos sociais e naturais abordados na tese foram os conflitos
armados e a ocorrência de seca, queimadas e desmatamentos, respectivamente.

Para os dados de eventos extremos sociais, consideraram-se as informações contidas
nas mídias sociais sobre os conflitos armados entre Síria e USA, Irã e USA e um
conflito Global que envolve os países, China, Índia, Paquistão, Reino Unido, Ja-
pão, USA, Coreia do Norte, Coreia do Sul, Taiwan e Indonésia. Depois das notícias
serem processadas usando as técnicas de KDD, análise de sentimentos, algoritmo
“P-Model” e aprendizado profundo com rede LSTM, obteve-se como resultado da
predição de ameaças futuras desses conflitos. Desses resultados, verificou-se que os
valores de similaridades apresentadas para as predições de futuro dos eventos ex-
tremos sociais, apresentaram-se de forma a sugestionar os fatos que estavam sendo
publicados nas notícias dos períodos de 3 meses preditos (DEJEVSKY, 2017), (MAR-

CUS, 2020), (REUTERS, 2021).

Para os dados referentes a eventos extremos naturais, analisaram-se informações so-
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bre a ocorrência de seca, queimadas e desmatamentos na região da floresta Amazô-
nica para os anos de 2015, 2016, 2017, 2018, 2019 e 2020. Como resultado da análise
de ameaça futura de um possível aumento do número de ocorrência de seca, quei-
madas e desmatamentos na região considerada, obteve-se uma precisão entre 46%
e 71% para a predição de 3276 pontos para os anos sucessores dos anos de 2015,
2016, 2017, 2018, 2019 e 2020, como apresentado na Tabela 5.15. Na análise do ano
de 2020, verifica-se que a ameça de ocorrência de seca, queimadas e desmatamentos
continua constante para os 3 meses subsequentes. Isso foi comprovado, observando
os dados, apresentados na Figura 5.40, do programa TerraBrasilis do INPE.

Para a verificação das séries endógenas e do método de predição gerados, realizou-se
o cálculo dos parâmetros de média, variância, curtose, assimetria. Dessa investiga-
ção, observou-se que os parâmetros de curtose e assimetria, sugeriram que a série
endógena de ameaças estaria fazendo a representação da variação de ameaças e que
essa variação poderia indicar a ocorrência de algo maior que uma ameaça. O parâ-
metro de média não gerou informações que pudessem direcionar para alguma análise
nesse sentido. O parâmetro de variância, no que lhe concerne, apresentou nas aná-
lises de todos os portfólios de eventos extremos sociais e naturais analisados, uma
boa representação dos picos e vales das séries de ameaças. No entanto, considerando
todas as populações ou modelos de dados analisados, esse parâmetro não permitiu
gerar uma relação consistente entre essas informações.

Os resultados alcançados durante o desenvolvimento da tese foram apresentados
e/ou publicados em conferências e revistas, como citados a seguir.

• publicação do artigo “Sentiment Analysis Applied to Analyze Society’s
Emotion in Two Different Context of Social Media Data” no “journal Ibe-
roamerican Society of Artificial Intelligence (IBERAMIA)”. O artigo pu-
blicado no “journal” da IBERAMIA é apresentado na íntegra na Seção
A.1.

• submissão do artigo “Modeling and Forecasting Interstate Armed Conflicts
Assisted by Sentiment Analysis and LSTM-RNN” no “journal Frontiers in
Big Data”, seção “Machine Learning and Artificial Intelligence”.

• apresentação do pôster “Forecasting Endogenous and Exogenous Time Se-
ries generated by P-model Algorithm using the Keras Machine Learning
API” no Congresso Nacional de Matemática Aplicada e Computacional -
CNMAC 2019.

126



• apresentação do pôster “A Social Media Portfolio of Threats in the Context
of Armed Conflicts” no Simpósio de Aplicações Operacionais em Áreas de
Defesa - SIGE 2019.

Como trabalhos futuros sugerem-se,

• ampliar a análise e comparação dos dados de focos de queimadas e desma-
tamentos apresentados para os eventos extremos naturais para os outros
anos analisados.

• expandir as análises realizadas para eventos extremos exógenos.

• aplicar os conceitos de ciência cidadã para a melhoria do texto base de
análise das ameaças.

• aperfeiçoar a aplicação de análise de sentimento, considerando informa-
ções de emoções mais específicas das notícias como sarcasmos, ironia e a
utilização de dados de imagens.
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ANEXO A - APLICAÇÕES DE ANÁLISE DE SENTIMENTO

A.1 Sentiment analysis applied to analyze society’s emotion in two
different context of social media data

Abstract
In the last few decades, the growth in the use of the Internet has generated a substantial
increase in the circulation of information on social media. Due to the high interest of se-
veral areas of society in the analysis of these data, a study of better techniques for the
manipulation and understanding of this type of data is of great importance so that this
enormous volume of information can be interpreted quickly and accurately. Based on this
context, this study shows two approaches of sentiment analysis to verify the emotion of the
population in different context. The first approach analyses the positive and negative sen-
timent about 2018 presidential elections in Brazil considering data from the Twitter social
network. The second approach performs analysis of data from social media to identify th-
reats sentiment level of armed conflicts considering data off the conflict between Syria and
the USA in 2017. To achieve this goal, machine learning techniques such as auto-encoder
and deep learning will be considered in conjunction with NLP text analysis techniques.
The results obtained show the effectiveness of the approaches used in the classification of
sentiment within the domains used according to the methodology developed for this work.

Keywords: Machine Learning, Deep Learning, Auto-encoder, Natural Language Proces-
sing, Sentiment Analysis, Social Media

A.1.1 Introduction

The evolution of the Internet has enabled the advent of social media as one of
the main means of circulation of personal, political and dissemination information.
As the consequence, the amount of information generated daily in these means of
communication gradually increases annually. This excessive amount of information
has drawn the attention from different areas of knowledge who have realized the
importance of using this information in a suitable way to verify the opinions and
sentiment of the population in a certain subject. In this way, the need to use modern
techniques, as machine learning and sentiment analysis, is identified to assist in
the precise verification of specific information among these huge volumes of data
(DHAWAN; ZANINI, 2014), (KUMARI, 2016), (SIVARAJAH et al., 2020).

In accordance with this need, this paper presents two approach of applying sentiment
analysis to verify the opinion of the population on two main themes: the presidential
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elections in Brazil in 2018 considering data from social networks and an analysis of
social media data for the identification of threats of armed conflicts considering data
on social media about the conflict between Syria and the USA in 2017. Emphasizing
that sentiment analysis is a machine learning area that allows the identification of
human emotions in texts, images, sounds, etc. considering a given domain (AYLIEN,
2016).

For the analysis of the election for president of Brazil, data were collected in Por-
tuguese from the social network Twitter candidates Bolsonaro and Haddad. For the
analysis of tweets, a vocabulary was built with words related to the choice of the
topic. Each vocabulary word was polarized at 0 (negative word) and 1 (positive
word) considering the theme of the election as a domain of analysis. In the analysis
of the armed conflict, from the news collected, the one that best represented the idea
of threats among government officials in the countries of the analyzed conflict was
selected and which served as a basis for calculating the similarity with the others
analyzed news. Syrian conflict data was collected on social networks around the
world and in English, such as Reuters (REUTERS, 2019), CNN (CNN, 2020), The
Guardian (GUARDIAN, 2020), etc.

The analysis performed on the data collected on the social network Twitter genera-
ted as results the identification of the percentage of positive and negative messages
(tweets) for each candidate analyzed. This analysis allowed to identify which can-
didate was more favorable to win the elections. The analysis of information from
social media, on the other hand, allowed to identify the percentage or level of threat
among those involved in the conflict. This result can be used to identify how these
threats favored the start of the armed conflict.

To achieve the results in the work, applied sentiment analysis together with Natural
Language Processing (NLP) and machine learning techniques. For the application
of NLP, the word embedding APIs NLTK (BIRD et al., 2009), Tensorflow (GOOGLE,
2015) and SpaCy (SPACY, 2019) were used. For the application of machine learning
techniques such as Auto-encoder, Deep Auto-encoder and Deep Learning, was used
the Deep Learning Keras API (CHOLLET, 2015).

The objective of this work is to show two sentiment analysis approaches using two
different public information sources, as social networks and social media. These
approaches identify the positive/negative sentiment and threat degree emotions ex-
pressed in that information sources by the considered population.
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A.1.2 Related works

This section presents the state of the art of some of the main work related to the
emotion analysis in social network and social media. There is no intention in this
work to make a detailed bibliographic review of the published articles.

In 2015, the article A Multilingual Approach for Sentiment Analysis, (REIS et al.,
2015), presented a comparison between different sentiment analysis tools using nine
different languages: Portuguese, French, Spanish, Italian, Turkish, Russian, Arabic,
Dutch, German and English. The database was initially in English and than was
translated into the other languages using the Python Goslate API for translation.
The sentiment analysis tools used in the comparison were: Linguistic Inquiry and
Word Count (LIWC), SentiStrength, SentiWordNet, SenticNet, SASA - SailAil Sen-
timent Analyze, Happiness Index, PANAS-t - Positive Affect Negative Affect Scale,
NRC Emotion Lexicon, NRC Hashtag Sentiment Lexicon, Sentiment140 Lexicon,
OpinionLexicon, VADER - Valence Aware Dictionary for sEntiment Reasoning and
Emoticons. In the analysis it was found that the best accuracy of the tools was for
the English language.

In 2016, (GHOSH et al., 2016) published a work entitled A novel deep learning archi-
tecture for sentiment classification that proposed a hybrid deep learning architecture
with a two-layer Boltzmann Restricted Machine (RBM) and a Probabilistic Neural
Network (PNN) for the classification of sentiments.
In the first stage, RBM performs the dimensionality reduction. In the next step, the
PNN performs the classification of sentiments. The work tested five different sets of
data and compared the results with current works. The proposed method showed
the best precision of 93.3 %, 92.7 %, 93.1 %, 94.9 % and 93.2 % for the Movies,
Books, DVD, Electronics and Utensils approaches kitchen, respectively.

In 2017, (SAGHA et al., 2017) published the article Stacked Denoising Auto-encoders
for Sentiment Analysis: A review in which different types, topologies and learning
methods that use Auto-encoders in the analysis of sentiment in texts multi-domain
and multilingual. The main subjects approach in the article are presented as follows:

• overview of the state of the art of Sentiment Analysis, highlighting the ap-
plication Auto-encoders (AEs), Denoising Auto-encoder (DAs) and Stac-
ked Denoising Auto-encoders (SDAs).
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• use of marginalized SDAs (mSDAs) and their variants, such as: Heteroge-
neous Hybrid Transfer Learning (HHTL) and Stacked Instance Denoising
Auto-encoders.

• comparison between the models presented.

The author concludes that SDAs can be further deepened and that cross-cultural
analysis is an area to be further explored in sentiment analysis.

In 2018, (ALI et al., 2018) show a study that analyzes the different approaches that
Eastern and Arab media apply to crisis events. In the work, the messages published
on Twitter about the November 2015 terrorist attack in Beirut and Paris were used
as a case study. In the analysis, 2390 tweets were used with the sentiment of sym-
pathy classified for the training of a regression model of a deep convolutional neural
network. This model was also used to predict the sentiment of sympathy for the
upcoming crisis events. Three forms of analysis were used: bias coverage, which ve-
rifies if there was any difference in the coverage or volume of news in both countries;
the News media sympathy bias that analyzes how the degree of sympathy of the
messages could affect the population and information propagation that verified if
the sentiment of positive sympathy spread in the messages. As a result, it was found
that both countries had similar coverage, 79% accuracy in predicting the sentiment
of sympathy was also achieved, and it was observed that the retweets were impartial
in terms of whether a tweet was sympathetic or not.

In 2019, (HAO et al., 2019) show a study which present on how the avoidance of Hong
Kong residents’ actions in relation to tourism and how these actions are affected by
socioeconomic factors. This analysis was carried out using 72,755 newspaper news
from 2003 to 2015. In order to carry out the analysis, a sentiment analysis framework
was developed in the work in news published in the media in Chinese language. This
framework uses SVM and NB techniques to classify news. The prediction results of
this analysis are: for the SVM (Support Vector Machine) classifier (accuracy =
0.913; F-measure = 0.914); for the classifier NB (Naive Bayes) (accuracy = 0.839,
F-measure = 0.840).

In 2020, (GARVEY; MASKAL, 2020) presents a study on how the negative influence of
the news published in the news media influences the perception of society in relation
to the understanding of the use of Artificial Intelligence in society, specifically in the
area of health. The work uses quantitative and qualitative approaches to analyze
news published on AI in the period from 1956 to 2018. For this purpose, the Google
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Sentiment analysis tool, the Cloud Natural Language API, was used. As a result,
the work concluded that the data analyzed failed to support the theory that the
negative sentiment of the media about AI had any influence on its use.

A.1.3 Theoretical foundation

This section shows briefly the theory used in developing this work. The section
A.1.3.1 explains how Natural Language Processing (NLP) applies to this work. The
section A.1.3.2 presents the sentiment analysis technique related to this work. The
section A.1.3.3 shows some important definition of machine learning, related to this
work, with the techniques: MultiLayer Perceptron, Auto-encoder and Deep Auto-
encoder.

A.1.3.1 Natural language processing - NLP

Natural Language Processing or NLP is a sub-area of artificial intelligence and ena-
bles the development of systems that allow computer-human iteration using human
natural language whether by text or by speech. ems that allow computer-human
iteration using human natural language whether. The NLP can be divided into the
following stages (JACKSON; MOULINIER, 2002) which are detailed below.

• Tokenization is very well characterized in artificial languages as program-
ming languages, since they do not have much ambiguity. However, in na-
tural language the same character may have several meanings depending
on its context. In this way, the tokenization was used considering the ap-
proach Languages Delimited by Spaces - like the European languages,
word boundaries are only indicated by the insertion of blank spaces. Howe-
ver, the symbols between the spaces are not necessarily the tokens needed
for the next processing. This is due to the ambiguous nature of writing
systems as to the range of tokenization conventions that exist.

• Lexical Analysis performs text analysis at the level of the word. A basic
task of logical analysis is to relate morphological variants to their respective
keywords. These words are found in a keyword dictionary grouped together
with their semantic and syntactic information. In the case of the analysis
of natural language, logical analysis dismantles the words of a sentence in
its grammatical components (noun, adjective, pronoun, etc.).

• Syntactic Analysis is the task of recognizing a sentence and assigning it a
syntactic structure. These syntactic structures are attributed by Context
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Free Grammar (CFG). The application of CFG by means of specific algo-
rithms generates a representation in a tree structure. These trees analyze
an important intermediate state of representation for semantic analysis.

• Semantic Analysis is the representation of intermediate meanings. They are
only composed of linguistic expressions. These representations of meanings
are only attributed to phrases based on the knowledge acquired with the
logical and grammatical phases. Thus, this type of analysis is used in the
understanding of the meaning of a sentence. It is also widely used for
elimination of ambiguities.

• Pragmatic Analysis is the last stage of the analysis of natural language. In
this phase, the meaning is elaborated on the basis of contextual knowledge
and logical form and is mapped to the final language of representation of
the subject matter. This type of analysis is also used to validate the seman-
tic analysis. In this analysis it is considered that words can be associated
by meanings (water, swimming) or subject proximity (water, well).

In this work, the tokenization stage was used to eliminate unwanted characters from
social media news and Twitter messages (tweets), along with the machine learning
techniques present in the NLTK (BIRD et al., 2009) and Tensorflow (GOOGLE, 2015)
APIs. NLTK is an open source platform for creating Python pro-grams to work with
human language data. The platform has an easy to use interface with the word pro-
cessing library defined for classification, tokenization, derivation, markup, semantic
reasoning and analysis, and libraries related to Natural Language Processing (NLP)
(BIRD et al., 2009).

A.1.3.2 Sentiment analysis

The Sentiment Analysis area refers to the tasks of analysis, identification and clas-
sification of all information that is characterized in an emotional way, a subjec-
tive way, or an opinion generating information, be it information in text, image
or sound format (CUADRADO; GóMEZ-NAVARRO, 2011). For the accomplishment of
these characterization tasks, it is usually used the Natural Language Processes statis-
tics and/or machine learning methods. According to (CUADRADO; GóMEZ-NAVARRO,
2011), these tasks are usually divided as follow.

• Subjectivity Classification: deals with the identification of parts of the texts
that have a sense of subjectivity.
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• Polarity Classification: determines that fragments of texts are classified as
positive or negative sentiments.

• Intensity Classification: works with the emotional intensity expressed in
the text. This type of approach is usually divided into classes: strongly
positive, positive, neutral, negative or strongly negative sentiments.

• Sentimental Analysis Based on Topics or Features: is the verification of
existing features related to sentiments about the subject matter.

• Opinion Mining: is related to the retrieval of information from a query.
Thus, it allows to consult a specific topic and to classify it in a certain
category.

In recent years, Sentiment Analysis has been applied in different ways of expressing
sentiments in alternative textual forms, mainly through information from social
networks. In the current literature of the area, there are works that identify senti-
ments through sounds, using emoticons from social networks (BALABANTARAY et al.,
2012), and images (ZHANG et al., 2015). In addition, Sentiment Analysis is also being
used in the most diverse sectors of society. In the last few years, the network and
the social media sector has turned its attention to the study of the sentiments of the
population and the government. In many countries, the sentiments of the population
are being studied in relation to the policies and programs launched by the different
areas of their governments (municipal (county), state and federal) (ARUNACHALAM;

SARKAR, 2013) (ZAVATTARO et al., 2015).

In the work of (CEPIK, 2003) it is emphasized that a way of controlling intelligence
activities is the knowledge of the public opinion. In Brazil, research is already being
carried out in the area involving the view of society in relation to the public programs
and government policies. One of these surveys is the work (ANTUNES et al., 2014)
that analyzes the hashtags of social networks to assess the population’s adherence,
by state, to the campaign of the Aedes Aegypti mosquitoes that transmits the dengue
virus among other diseases.

This work uses the sentiment analysis Polarity Classification to analyze election and
sentiment analysis based on topics or features to analyze armed conflict data.
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A.1.3.3 Machine learning

The Machine Learning deals with the computational algorithms that allow learning
and, consequently, its improvement through the repetition of experiments. Within
the Machine Learning there are several applications ranging from Data Mining that
allows the discovery of general rules in a large volume of data, to systems that
automatically learn the needs of one user (HAYKIN, 2008).

a) MLP - MultiLayer perceptron

In the Multilayer Perceptron network each unit performs a weighted sum
of their inputs and transmit that level of activation through a transfer
function to produce an output. The network therefore has a simple inter-
pretation as an input-output model, with weights and biases as free model
parameters. Such networks can model functions of arbitrary complexity
with the number of layers and the number of units in each layer deter-
mining the complexity of the function (MITCHELL, 1997) (HAYKIN, 2008).
The learning of the MLP network is performed using the backpropagation
algorithm. This algorithm is based on two basic steps.

• Propagation, in this step an input pattern is presented and its result
is propagated, layer by layer. The synaptic weights are fixed and at
the end a set of network output is released.

• Backpropagation, in this step the network output is compared to the
output that is desired to calculate the error correction parameter. The
weights are adjusted according to the result of the error correction
parameter calculation. This adjustment is applied, layer by layer -
from the output layer to the input layer (HAYKIN, 2008).

The figure A.1 shows an example of a computational model for the MLP
network.

The MLP neural network was applied in this research to classify the posi-
tives and negatives sentiments in tweets about running candidates to the
2018 Brazilian presidential election.

b) Deep learning

Deep Learning consists of a feed forward neural network that has a large
depth related to the number of layers between the input of the network
and its output. Feed forward neural networks aim to map a function
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Figura A.1 - MultiLayer Perceptron Representation.

Source:Adapted of Haykin (2008).

y = f(x, θ) and learn the value of the parameter that represents the
best fitting of the function (GOODFELLOW et al., 2016). In the Deep
Learning model the first layers are used in an unsupervised way, and
later values in the next layers are used as initial values for supervised
learning. Several knowledge areas that are using Deep Learning, Natural
Language Processing (NLP) are making a significant increase in its
use. The use of Deep Learning in the NLP area made a great optimi-
zation of information processing possible, as can be seen in (AYLIEN, 2016).

In this work, the Deep Learning is used by SpaCY API to calculate simi-
larity levels in news about armed conflict.

c) Auto-encoder Auto-encoder is a learning algorithm that uses a neural
network to represent the dimensionality reduction of its input in its output.
According to (GOODFELLOW et al., 2016), this algorithm internally has a
hidden layer z that describes the code used to represent data entry. Self-
encryption consists of two parts.

• The Encoder function is defined by z = f(x) and compresses the input
into a latent space representation.

• The Decoder function is defined by r = g(h) and which reconstructs
the output of this representation.
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The Figure A.2 shows an example of the neural network structure Auto-
encoder.

Figura A.2 - Structure of Auto-encoder neural network.

Source: Adapted of Le (2015).

The auto-encoder is typically used for dimensional reduction or feature
learning (HINTON; SALAKHUTDINOV, 2006). For training one can use both
the Feed-forward neural networks and the Backpropagation (HAYKIN,
2008). According to (GOODFELLOW et al., 2016) there are various types
of Auto-encoder.

• Sparse Auto-encoder, it has a training criterion involving a scattered
penalty (h) on the code z layer. In which we have, L(x, g(f(x))) + h,
where g(h) is the decoder output and h = f(x) is the encoder output.
Sparse Auto-encoder is typically used for sorting tasks (LE, 2015).

• Denoising Auto-encoder, it receives corrupted data as input and is
trained to reproduce the original data and not corrupted as a result.
This Auto-encoder minimizes the equation L(x, g(f(x))), where x re-
presents a copy of data that has been corrupted by some form of
noise. Denoising Auto-encoder is commonly used for the retrieval of
information with noise (LE, 2015).

• Convolutional Auto-encoder, it differs from conventional Auto-
encoders, since their weights are shared between places at the en-
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trance, preserving the spatial location. The reconstruction is therefore
due to a linear combination of small parts of the data based on the
initial code. Convolutional Auto-encoder is typically used for image
pattern recognition (LE, 2015).

• Deep Auto-encoder, it is an algorithm consisting of an input layer,
multiple layers of encoding and multiple layers of decoding. It can
be pre-trained as a stack of single-layer Auto-encoders. It is com-
monly used for the dimensionality reduction. The Figure A.3 presents
a example of the Deep Auto-encoder structure.

The Figure A.3 presents a example of the Deep Auto-encoder structure.

Figura A.3 - Structure of Deep Auto-encoder neural network.

Source: Adapted of Le (2015).

The Auto-encoder and the its variation Deep Auto-encoder were used in
this work to detect features in tweets. These features are applied in the
MLP neural network to classification of positive and negative sentiments
about candidates to the Brazilian presidential elections.
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A.1.4 Methodology

The methodology applied in this work was divided in two phases. The first phase,
showed in the Figure A.4, was developed to analyze the Brazilian president 2018
election to identify positives and negatives sentiments of the population. The second
phase, showed in Figure A.5, was to analyze data reference to Syrian and the USA
armed conflict to identify threats degree about this conflict in the public media news.
These methodologies are detailed in the next sections.

A.1.4.1 Phase 1: Methodology applied to analyze the brazilian president
2018 election

The methodology developed for analyzing the Brazilian president 2018 election data,
was collected from Twitter. It consists of the following steps: collect from tweets
(Twitter messages) about Bolsonaro and Haddad candidates, during the period from
June to September, 2018. Pre-process these tweets to eliminate characters and sym-
bols without meanings. Then, processing of the resulting data applying the MLP
network, Auto-encoder - MLP and Deep Auto-encoder - MLP. These processing re-
sult in the percentage of positive and negative sentiment found in tweets published
about each candidates. Figure A.4 presents the scheme of this methodology.

Figura A.4 - Methodology for analyzing the data collected from Twitter about Brazil’s
presidential election in 2018.

a) Tweets The data used in this work were collected from the Twitter social
network. Twitter has an API that allows you to easily and freely collect the
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tweets (TWITTER, 2017). To validate the developed methodology in this
work, 35, 000 tweets were collected for each presidential candidate who
participated in the second round of the Brazilian election in the period of
June to September, 2018.

An example of the tweets referring to candidate Bolsonaro used in this
work is shown as follows.

#Brasil #BolsonaroPresidente
Agora e a hs pra varrer essa quadrilha do poder,
nem fome
#goBolsonarogo #Bolsonaro @jairbolsonaro #BrasilDecide
Doria mostrando seu apoio a #BolsonaroPresidente
falou por todos nos!
#Bolsonaro17 #ELESIM
#eleicoes2018
#BrasilAcimaDeTudo #DeusAcimaDeTodo
Quem estiver ao lado de Lula sera derrotado.
#PTNuncaMais
#PTNAO
#ForaPT
CORRUPTO - SAFADO - PRESO

An example of the tweets referring to candidate Haddad used in this work
is shown as follows.

#HaddadPresidente
#Haddad13
#eleicoes2018 #elenao
TUDO, MENOS O BOLSONARO!!!!!!
Vamos divulgar as PROPOSTAS do Haddad.
#AgoraEHaddad
So #Haddad13 pode nos livrar de
tao mitologica tragedia
Professores contam por que querem Haddad
presidente do Brasil
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Rejeição das mulheres:
Haddad 49\% x 41\% Bolsonaro.

b) Pre-Processing The tweets were collected in the Portuguese language.
To pre-process this text this phase was divided in two steps, as follows.

• Tokenization, in which one eliminates characters that have no meaning
in the text, such as α, #, http,:, ?, !.

• Word Embedding, in which one generates the vector embedded words
that contains each word of the set collected tweets. In this vector
each word is presented in the form of an integer, which represents the
number of times a word is repeated in the set of analyzed tweets.
To generate embedding words vector, one uses the Embedding Ten-
sorflow API function, which comes from an open source library for
machine learning for a wide variety of tasks (GOOGLE, 2015), rather
than using ready-made techniques such Word2vec, Sense2vec, etc.
Such choice was made with the intention to obtain the representation
of the word set in the form that were collected without modifications
in its meaning. After Embedding words, the values in the vector were
normalized considering the maximum value existing in this vector.

c) Processing In this phase one uses machine learning techniques MLP,
Auto-encoder and Deep Auto-encoder. Also, one uses 1 − gram method
to classify sentiment in each word of tweets. The 1 − gram method that
considers one word to do the analysis of the sentiment involved in the
classification. A Portuguese vocabulary of 1000 words labelled in positive
sentiment equal one and negative sentiment equal zero, showed a sample
in Table A.1, generated by a work team and related with election, it was
also used to verify if the sentiment in all the analyzed tweets were posi-
tive or negative for a given presidential candidate. In this vocabulary the
most used slang in social networks (PADILHA, 2020) were considered, and
information about emoticons were not considered. The next sections show
details about the use of this learning techniques.

d) The MLP In this work, the Keras API was used to generated the multi-
layer perceptron neural network to obtain the classification of the collec-
ted tweets. Keras is an open source API that works with high-level neural
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Tabela A.1 - Sample of Vocabulary with Words Classified in Sentiment Positive or Nega-
tive.

Word Sentiment
abraçar 1
acabou 0
aceita 1
briga 0

brincadeira 0
bugada 0
fracasso 0
fraudes 0
furto 0

oportunistas 0
oposição 0
opressão 0
organizar 1
orgulho 1
sancionar 1
sangrou 0
sapão 1
saúde 1

segurança 1
votos 1
zelar 1
zoar 0

networks, written in Python and allows to develop applications together
with the TensorFlow API (an end-to-end open source machine learning
platform) (GOOGLE, 2015). It allows a quick experimentation, that is, to
focus on the result in the shortest possible time (CHOLLET, 2015). This
data set was divided in training, validation and test, considering the per-
centage of 60%, 20%, and 20%, respectively. As truth of the MLP the
Portuguese vocabulary of 1000 words specific of the election domain was
used. So each tweet is processed and its words are classified in positive or
negative words considering the vocabulary created for this work. After, the
twitter is classified according with how many positive or negative words
were found in the message. The architecture of the MLP is presented in
Table A.2.
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Tabela A.2 - The Architecture of MLP Neural Network applied in the work.

Activation Function sigmoid
Epochs 100

Learning Rate 0.0001
Hidden Layers 2

Hidden Layers Neuron Numbers 3

e) The Auto-encoder - MLP

The Keras API again was used to constructed one auto-encoder to dimen-
sionality reduce the collected tweets vector. The result of the auto-encoder
application was a word vector with similar features. The word vector was
applied in the MLP to classify the sentiment towards a given candidate.
The MLP Network is the same one used in the classification with the ori-
ginal data. The architecture of the Auto-encoder is presented in Table A.3.

Tabela A.3 - The Architecture of Auto-encoder - MLP Neural Network applied in the work

Activation Function encoder=RELU
decoder=sigmoid

Epochs 100
Learning Rate 0.0001
Hidden Layers 1
Hidden Layers encoder=3000

Neuron Numbers decoder=35000

f) The Deep Auto-encoder - MLP

The Keras API was used to constructed one deep auto-encoder to dimen-
sionality reduce the collected tweets vector. The intention of using deep
auto-encoder was to present how the increase of layers in the auto-enconder
can improve its performance. The result of the deep auto-encoder appli-
cation was a word vector with similar features. The word vector also was
applied in the MLP to classify the sentiment towards a given candidate.
The MLP Network is also the same one used in the classification with the
original data. The architecture of the deep auto-encoder is presented in
Table A.4.
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Tabela A.4 - The Architecture of Deep Auto-encoder - MLP Neural Network applied in
the work

Activation Function encoder=RELU
decoder=sigmoid

Epochs 100
Learning Rate 0.0001
Hidden Layers encoder = 3

decoder = 3
Hidden Layers encoder=3000,1000,500

Neuron Numbers decoder=1000,3000,35000

A.1.4.2 Phase 2: Methodology applied to analyze the armed conflict
social media data

The methodology developed for analyzing the armed conflict Social Media data col-
lected consists of the following steps: collect news about armed conflict between
Syrian and the USA from media news, pre-processing of the news to eliminate
characters and symbols without meanings, processing of these data with the MLP
network, Auto-encoder and Deep Auto-encoder techniques and and result degree of
threats found in public media news exchanged between rulers of Syria and the USA.
Figure A.5 presents the scheme of this methodology.

Figura A.5 - Methodology flow chart of the phases sequence followed for the development
of the project.

a) Social Media Data collection with News Robot The social media
are responsible for publishing the events that occur daily in the world.
Indeed, news are published of Heads of States referring to each other in an
aggressive manner. Many of these verbal aggression may often culminate
in some form of conflict. In this work, data is collected from the most
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relevant official social media in the world supported by news agencies (e.g.
Reuters) in the English language. It is stored in a .csv file, generated for this
work, considering the information of date and the internet access address
(URL). For the speed-up of the collection process, news trackers are freely
available, such as the News-bot (NEWSBOT, 2019). It is considered to search
for words related to the subject such as threats, conflicts, weapons, death,
among others.The robot collected 40 news related to the domain of threat
of armed conflict. All those related to the conflict between Syria and the
USA in the period from January 2016 to April 2017. Thus, each url of news
stored in the .csv file are read, and pre-process to calculate the threats
level. The threat level is a value between 0 and 1, and corresponds to the
similarity percent of the text with base news. Table A.5 show one sample
of .csv file structure of collected news in social media.

Tabela A.5 - Sample of .csv file structure with Date and URL of the Collected News.

Date URL
01/03/16 reuters.com/article/us-mideast-crisis-syria-israel..
14/03/16 theguardian.com/world/2016/mar/14/syria-chemical-weapons ..
11/08/16 nytimes.com/2016/08/12/world/middleeast/syria-chlorine..
11/08/16 amnesty.org/en/latest/news/2016/08/syria-fresh-chemical..
25/08/16 csis.org/analysis/unpacking-syrias-chemical-weapons-problem..
13/09/16 bellingcat.com/news/mena/2016/09/13/chemical-attacks-syria..
16/09/16 foreignpolicy.com/2016/09/16/chemical-weapons-watchdog..
13/03/17 time.com/4699178/us-troop-increase-syria-raqqa-isis..
15/03/17 theguardian.com/world/2017/mar/15/syria-conflict-study..
05/04/17 politifact.com/truth-o-meter/article/2017/apr/05/revisiting..

b) The Base news selection In this work, a text file is generated from the
news collected from social media by the chat bot. It is used to calculate
the similarity. This domain is a base news selected by the News-bot robot,
considering words that make some kind of reference to armed conflicts.
Some of the words, like arms, attack, force, threat, weapons, tanks and
conflict were presented as a reference for the robot news search. This text
contains terms that express the emotion of threat among the leaders of the
countries and was constructed using some of the collected news. Following
part of the text used in the Syria and the USA armed conflict work is
shown.
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Even though Moscow is in fact targeting Syria opposition and
rebels killing thousands of civilians and destroying
infrastructure such as hospitals, water plants, bakeries,
and schools it can justify hitting areas where Nusra is
present because the groups forces cannot be separated from
other rebel factions. The US Secretary of State John Kerry,
at that time, pursued a joint command and control centre to
co-ordinate US and Russian aerial operations.
Instead of working with long-established groups inside
Syria, the US military and CIA have tried a series of
programmers of vetting,training and equipping moderate
fighters outside the country, all of which have failed.
Meanwhile, the US blocked any assistance to anti-Assad
factions in southern Syria, and detached from the critical
battlefront in the north-west, where Russia and the Assad
regime have laid siege to opposition-held areas of Aleppo
city. The power of the blended rebel forces was made clear
when a rebel offensive turned the tide in the battle
for Aleppo. The US could belatedly recognise the folly of
its artificial labels and establish lines of co-operation
with the groups inside Syria.

c) The Pre-processing In the pre-processing phase of data collection from
social media on Syria/US armed conflict, the tokenization technique was
applied to eliminate characters that have no meaning for the text, such as
accent and punctuation characters (α, #, http,: ,?,!,.). The tokenization
process is applied to the base text and social media news using NLTK
(BIRD et al., 2009) API.

d) The Sentiment analysis application

After the creation of the .csv file with the news collected and organized,
the process of sentiment analysis the news begins. The URL information
contained in the .csv file is used to read each news item in real time. As
this reading is done via Web using the BS4 library of the Python 3.7 pro-
gramming language, one access a .html (Hypertext Markup Language) file,
which contains the news information within the < p >< /p > paragraphs
tags. The result of this process is a text containing the news information
to be analyzed.
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The treatment of the information contained in the text is processed using
the concepts of Natural Language Processing using the tokenization step
described in Section A.1.3.1 for the elimination of symbols and characters
that have no meaning representation for the text. After the tokenization of
the information, the news analysis phase begins by applying the concepts
of Sentiment Analysis through the library SpaCy (Industrial-Strength Na-
tural Language). SpaCy is a free open source library for advanced Natural
Language Processing in Python. SpaCy was designed specifically for use
in production and helps create applications that process and understand
large volumes of text. It can be used to build information extraction or
natural language understanding systems, or to pre-process text for Deep
Learning.

The project uses Sentiment Analysis based on topics or resources for ex-
tracting information from selected news. In this process of extracting infor-
mation, a basic text was initially defined, which is considered to represent
100% of threats to be verified. This basic text is defined empirically, con-
sidering the knowledge of the people on the subject addressed. After the
base news selection, an analysis is made of the percentage of similarity of
the new data news to be analyzed within the base news using the SpaCy
library. The result of this process is the degree of threat that each news
item has in relation to the extreme event analyzed. This degree of threat
is calculated and stored for each news item accessed and stored in the Si-
milarity (%) field of the .csv file. The described process is illustrated in
Figure A.6.

The results this methodology’s application are shown in the Section
A.1.5.2.

A.1.5 Results

The results of the analysis of Twitter data for the 2018 presidential election are
presented in the section A.1.5.1. The results of the analysis of social media data on
armed conflicts are presented in the section A.1.5.2

A.1.5.1 Data analysis results of the twitter for the 2018 presidential
election

The results obtained in this work about the analysis of the unbalanced Twitter
data were related to the application of MLP machine learning techniques, Auto-
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Figura A.6 - Methodology to Application of Sentiment Analysis for Calculating the Level
of Threat.

encoder and Deep Auto-encoder in the same database of the candidates Bolsonaro
and Haddad, from the second round of the 2018 Brazilian presidential elections.
The combination of these analysis made it possible to compare such techniques and
confirm the population’s sentiment in relation to the candidates in the election.
The results of this comparison are presented separately by candidates and groups
of techniques.

In Table A.6 the results of the processing of collected data for the candidate Bol-
sonaro are shown. It is observed that the percentage of positive sentiment, which
represents the number of words expressing positive information, in the text about
the candidate Bolsonaro is always greater than the negative sentiment for the three
techniques analyzed. It is also verified that the technique of Auto-encoder combined
with MLP has presented a better classification of the positive sentiment.

The Table A.7 presents the results of the processing of the data collected for the
Haddad candidate. It is observed that the percentage of negative sentiment, which
represents the number of words expressing negative information, is always greater
than the positive sentiment for the three techniques analyzed. It is also verified that
the technique of Auto-encoder combined with MLP was also the one that presented
a better classification of the negative sentiment.

The results of the Table A.6 demonstrate that the candidate Bolsonaro has a higher
percentage of positive than negative sentiments in the analysis using the three ma-
chine learning techniques: MLP (50,199% positive and 49,801% negative), Auto-
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Tabela A.6 - Comparison of the results of the application of machine learning techniques
MLP, Auto-encoder-MLP and Deep Auto-encoder-MLP of the candidate Bol-
sonaro data.

BOLSONARO
Machine Learning Sentiment Positive Sentiment Negative

Techniques (%) (%)
MLP 50.199 49.801

Representation
Auto-encoder-MLP 53.339 46.661
Representation

Deep Auto-encoder-MLP 51.394 48.606
Representation

Tabela A.7 - Comparison of the results of the application of machine learning techniques
MLP, Auto-encoder-MLP and Deep Auto-encoder-MLP of the candidate
Haddad data.

HADDAD
Machine Learning Sentiment Positive Sentiment Negative

Techniques (%) (%)
MLP 46.614 53.386

Representation
Auto-encoder-MLP 44.622 55.378
Representation

Deep Auto-encoder-MLP 45.618 54.382
Representation

econder-MLP (53,339% positive and 46,661% negative) and Deep Auto-encoder-
MLP (51,394% positive and 48,606% negative). The result of the Table A.7 de-
monstrate that the candidate Haddad has a higher concentration of negative than
positive sentiments in the analysis using the three machine learning techniques: MLP
(46,614% positive and 53,386% negative), Auto-encoder-MLP (44,622% positive and
55,378% negative) and Deep Auto-encoder-MLP (45,618% positive and 54,382% ne-
gative). Thus, it is noteworthy that the results presented are consistent with the true
result of the election, which had the candidate Bolsonaro as winner. In the actual
analysis the sentiments of sarcasm and irony in the text were not considered. In the
results, it was observed that the increase number of words in the vocabulary can
be better for the classification of tweets either in positive or in negative. To verify
the results obtained in the classification, the accuracy was calculated for data trai-
ning of each neural network model used in this work. These results are presented in
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Table A.8. It is observed that the Deep Auto-encoder-MLP technique had a better
accuracy in the classification of the information with the value of 78.5 %. While
the Auto-encoder-MLP techniques had 74.3 % and MLP had 59.2 % for unbalanced
data inside of the presented context.

Tabela A.8 - Showing of the accuracy results of the application of machine learning tech-
niques MLP, Auto-encoder-MLP and Deep Auto-encoder-MLP.

Machine Learning ACCURACY
Techniques

MLP 0.592 (59.2%)
Representation

Auto-encoder-MLP 0.743 (74.3%)
Representation

Deep Auto-encoder-MLP 0.785 (78.5%)
Representation

A.1.5.2 Data analysis results of the social media about armed conflict

This section presents the results obtained by analyzing the news from social media
according to the methodology presented in the section A.1.4.2. The news were col-
lected from January 2016 to April 2017. The end date of the collection refers to the
eve of the launch of the 59 Tomahawk missiles by the USA with destination to Syria.
The launch day was not considered in the analysis to give an idea of the degree of
threat that preceded the attack.

The Table A.9 presents the results with values greater than or equal to 90% of the
similarity. The Date column shows the publication of the news date, the URL column
contains the information of which social media the news was published in and the
column Similarity(%) shows the similarity’s percentage of the news analyzed with
the base news with high level of threat.

It was analysed 40 news about threat between Syrian and the USA until the launch of
Tomahawk missiles from the Mediterranean Sea to Syria. The Figure A.7 presents
the time evolution of the news threats during the analysed period. The spikes in
the graphic represent the biggest values of similarity. Observe that graphic values of
threats precede the missile attack by one week, in the period between March 30, 2017
and April 5, 2017 (dashed line), were increasing until the last analysed news. That
is the signature for hostilities commence and the launching of the 59 Tomahawks.
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Tabela A.9 - Sample of Data analysis of the result of the armed conflict between Syrian
and the USA to determine the probability of threats.

Date URL Similarity (%)
01/03/16 reuters.com/us-mideast-crisis-syria-israel.. 93.30
14/03/16 theguardian.com/syria-chemical-weapons .. 90.08
11/08/16 nytimes.com/middleeast/syria-chlorine.. 92.71
11/08/16 amnesty.org/syria-fresh-chemical.. 93.82
25/08/16 csis.org/syrias-chemical-weapons... 94.62
13/09/16 bellingcat.com/chemical-attacks-syria.. 91.78
16/09/16 foreignpolicy.com/chemical-weapons-watchdog.. 94.37
13/03/17 time.com/us-troop-increase-syria-raqqa-isis.. 95.27
15/03/17 theguardian.com/syria-conflict-study.. 90.93
05/04/17 politifact.com/apr/05/revisiting.. 93.62

Figura A.7 - Time series of the threat level in the analyzed news of the conflict between
Syria and the USA.

A.1.6 Conclusion

This work shows two approaches for sentiment analysis application to help unders-
tand emotional opinions of a population. The first approach data from the second
round of the 2018 Brazilian presidential election collected from the social network
Twitter was compared with analysis produced by the machine learning techniques
MLP, Auto-encoder and Deep Auto-encoder. The concept of polarized classification
was used in this work to analyze the sentiments of the population in relation to
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the candidates Bolsonaro and Haddad. The results showed that although a direct
analysis of the texts was carried out, without considering the sarcasm and irony
commonly found in the Portuguese language, satisfactory results were obtained in
relation to the real performance of candidates in the election. The use of the 1−gram
method allowed an analysis of the context of the information used and not only of
the isolated tweets. This first approach was applied in Portuguese language to verify
presidential election results in Brazil using social network Twitter data and polari-
zation technique of NLP and obtained the accuracy of 59,2% for MLP, 74,3% for
Auto-encoder MLP and 78,5% for Deep Auto-encoder MLP.

The second approach, was applied in social media data in English language to verify
the level of threats in the armed conflict between Syrian and the USA. This analysis
use Sentimental Analysis Based on Topics or Features by choice of the one news
defined as base news. The analysis of these data used a news base to compare with
others news collected by a robot news collector and applying in spaCy NLP Python
API. The result shows that the level of threats increased in the days before the
attack of April 5, 2017 with a percent of similarity by sentiment threats between
70% and 95%.

For future work, we intend to extend the application of N − gram concepts, to use
the identification of sarcasms and irony in the Portuguese language texts, to increase
vocabulary to improve the result of classification, and to use balanced Twitter data to
better classification of information in social media. Also, it is intended to generated
a public armed conflict portfolio with content of the .csv file, to apply citizen science
to help the selection of news base, and to apply this methodology to predict future
armed conflicts.
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ANEXO B - TEXTO BASE PARA ANÁLISE DA EMOÇÃO DE AME-
AÇAS

Na aplicação da técnica de análise de sentimento, construiu-se um texto base para
a definição do conceito de ameaça que se gostaria que se encontrasse nos textos
das notícias analisadas. Para cada evento extremo abordado, foi gerado um texto
base. Assim, na Seção B.0.1, apresenta-se o texto base para cada evento extremo
social analisado, considerando os conflitos armados entre a Síria e USA, Irã e USA
e Global e na Seção B.0.2, apresenta-se um texto base para os eventos extremos
naturais, considerando a análise de ocorrência de secas, queimadas e desmatamento
para os anos de 2015, 2016, 2017, 2018, 2019 e 2020.

B.0.1 Texto base para os eventos extremos sociais

Para os eventos extremos sociais foram gerados um texto base diferente para cada
conflito armado analisado. Assim, na Seção B.0.1.1, apresenta-se o texto base do
conflito armado entre a Síria e USA. Na Seção B.0.1.2, apresenta-se o texto base
do conflito armado entre Irã e USA e na Seção B.0.1.3, apresenta-se o texto com a
definição da emoção de ameaça, para o conflito armado global.

B.0.1.1 Texto base para o conflito armado entre Síria e USA

As fighting over Syria s last rebel-held stronghold intensifies and
puts US ally Turkey in direct conflict with Russia there is a
growing chorus for the US to do something about the dire
humanitarian crisis Nearly one million people have been displaced
since December by Syrian President Bashar al Assad s offensive into
the Idlib province backed by Russian air power and Iranian-
-commanded forces Relief organizations are struggling to respond
to the overwhelming need amid freezing emperatures and a lack of
basic resources like tents But for the four million civilians
in Idlib there is no where to go as Assad s forces back them
closer to the border with Turkey which remains shut as Turkey
struggles to host nearly four million Syrian refugees already
Turkey and the Syrian forces it arms and backs have been pushing
to hold Assad s offensive at bay with direct clashes on Thursday
But while the Trump administration has condemned the offensive
and vocalized support to Turkey advocates including the
last US ambassador to Syria are urging for US intervention
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What s happening in Idlib is the worst case scenario we have
worried about in Syria since 2011 We never wanted it to come
we hoped it wouldn t come and it s here said Ambassador
Robert Ford who was forced to leave Syria amid threats from
Assad when he served as US envoy from 2011 to 2014 He
continued This is not just another problem in Syria The scale
is much greater than anything the world has seen in recent decades
More than 900000 people have fled their homes or shelters in
Idlib according to the United Nations most of whom were
previously displaced by Syria s now nine-year old civil war
Approximately 80% of the displaced are women and children
facing severe winter weather conditions like snow and freezing
temperatures The military offensive has killed hundreds of
civilians according to war monitoring groups But the freezing
temperatures have killed seven children according to the
humanitarian group Save the Children with the Associated Press
reporting at least 10 people have died We are striving to save
lives but the space for these efforts is shrinking Filippo
Grandi the high commissioner for refugees at the U N said
Thursday That s in part because aid organizations themselves have
also been forced to flee including Huzayfa al Khateeb a Syrian
radio reporter and volunteer relief worker He was forced to flee
from his home in western Ghouta outside Damascus three years ago
but in Idlib in recent days he s been forced to live in his car
while so many sleep outside or in the rubble of schools
hospitals and other buildings bombed by Assad s forces and Russia
There is no place safe in Idlib and in any place Every day
they are bombing us al Khateeb said They cant live here because
the Assad regime is bombing us Russian regime and they can t
there is no single town no single area you can live For Joumane
Mohamad and her two young children they are lucky enough to have
a house to rent But the psychological toll of the bombing has
deepened even after nine years of war have forced them to move to
10 different houses across the country I hope that you will let
the world know what sufferings what pain what frustration
and what inhuman conditions that we are living here now she said
during a briefing call with al Khateeb organized by Refugees
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International an advocacy organization We feel as if the world
has betrayed us as if the world has abandoned us Mothers are
suffering the most because of all the burdens and
responsibilities and fears they have to deal with Mohamad said
adding every morning feels as if it could be our last meeting
She said she tried to smuggle her family including her nine-year
old and her nursery-school age son across the border into
Turkey once but was scared away by gunfire Turkey has all but
shut down its border in recent months overwhelmed by the
3 6 million Syrians it already hosts according to U N data
Instead Turkey President Recep Tayyip Erdogan has threatened
to use military force to repel Assad s offensive if it isn t
halted Erdogan has armed trained and backed rebel forces
throughout Syria s civil war and entered into agreements
with Russia and Iran to create safe zones in areas including
Idlib which Assad Russia and Iran have later seized US special
envoy for Syria James Jeffrey traveled to Ankara last
Wednesday to meet with senior Turkish officials and offer US
assistance for its NATO ally Before the trip Jeffrey told
reporters in Washington the US was looking at the various
things we can do to halt the offensive including more sanctions
but hinted at no immediate action That s not enough according
to activists who rallied on Capitol Hill Thursday What s also
more outrageous is the lack of outrage that we re seeing across
the United States and in the Western world said Mouaz Moustafa
executive director of the Syrian Emergency taskforce an advocacy
group No one is talking about what s unfolding there no one is
speaking out for children some of whom have been burned to a
cinder He and Ford called on the Trump administration and
Congress to take some prompt steps to halt the offensive
including finding funds for humanitarian groups to deal with
the unprecedented need press Russian officials to halt their
support and back Turkey in what way they can President
Donald Trump once claimed credit for saving Idlib by
tweeting his opposition to a previous Assad offensive in
2018 But while he told Assad and Russia Don t do it in
December his tweet was undercut by his clear unwillingness
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to take action to stop any fighting that he does not see as
Let Syria and Assad protect the Kurds and fight Turkey for
their own land he tweeted in October I hope they all do
great we are 7000 miles away But Ford warned that whatever
comes next the crisis will spill out of Syria just as Assad
and Russia s assault on Aleppo led to mass refugee flows into
Europe that bolstered far-right politics across the continent
While the Turkish-Syrian border is closed for now al Khateeb
and Mohamad both said there are plans to storm the border
because they say it may be Syrians only option to survive
Even if it kills 1000 people the rest will save their lives
and cross the border and be in safety al Khateeb said He
added This is what people are thinking about
because there is no other chance no other choice for us

B.0.1.2 Texto base para o conflito armado entre Irã e USA

The United States Army has released a bleak assessment of its 2003
invasion of Iraq and subsequent attempts to defeat a Sunni Muslim
insurgency until a 2011 withdrawal claiming that neighboring Iran
was the only true winner of the operation the decision to attack
was a preemptive response to accusations that Iraqi President
Saddam Hussein possessed weapons of mass destruction and offered
tacit support to the AlQaeda militant group that conducted the
attacks of 2001 These charges later proved to be false and the
Army has now admitted that Husseins fall managed to empower a
mutual foe of both the Iraqi leader and the US President Donald
Trumps view that a conflict with Iran would be a short war was an
illusion and that his threat of obliteration amounted to
threatening genocide Citing a number of troubling and escalatory
indications from Iran Bolton said the US was deploying warships
to the Middle East to send a clear and unmistakable message that
it would meet any Iranian attacks on US interests with unrelenting
force He did not offer evidence of the threat from Iran which
promptly dismissed his warning as psychological warfare He also
threatened to resume highlevel uranium enrichment in 60 days if
the pacts remaining signatories ? the United Kingdom Russia
France China Germany and the European Union failed to protect
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Irans oil and banking industries from US sanctions People here
worry about a military confrontation and that means the money the
government spends on the military is very much justified because
there is a serious threat he said People understand that the
Rouhani government has been trying to reduce tensions with the US
People here worry about a military confrontation and that means
the money the government spends on the military is very much
justified because there is a serious threat he said People
understand that the Rouhani government has been trying to reduce
tensions with the US As tensions rise a group of European
thinktank leaders said the US must rejoin the nuclear deal if it
wants to achieve its stated aim of reining in Irans regional
activities and its missile programme Tensions between Iran and
the United States could force the US military to keep up a costly
deployment of troops and hardware in the Middle East for years to
come to protect oil shipping and Persian Gulf allie Scenarios in
which Iran is able to cause damage to the global oil market that
lasts years and fundamentally reshapes the environment are highly
unlikely ut given Irans demonstrated ability to hit Saudi oil
infrastructure with precision the US military could be forced to
maintain a large force in the region with air and missile defense
systems and US naval ships at the ready the report said Such a
deployment over a period of years would carry a high price tag
and derail plans by the Pentagon to shift its focus away from the
Middle East to countering China A spate of attacks on tankers and
on a key oil hub in Saudi Arabia since May already has prompted
the US to deploy an additional 14000 troops to the Middle East
with two squadrons of fighter aircraft and air and missile defense
systems sent to Saudi Arabia.

B.0.1.3 Texto base para o conflito armado global

India?s top military commander has said a tense border standoff
with Chinese forces in the western Himalayas could spark a
larger conflict, even as senior commanders from both sides met
near the front line for their eighth round of talks in recent
months. Chief of Defence Staff Bipin Rawat said the situation
was tense at the Line of Actual Control, the de facto border
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in eastern Ladakh where thousands of Indian and Chinese troops
are locked in a months-long confrontation. Indian officials
say China is assisting rebel groups that have stepped up
attacks on its border with Myanmar in recent months, opening
another front in the conflict between two nations already
engaged in a deadly standoff in the Himalayas. Armed groups in
Myanmar -- including the United Wa State Army and the Arakan
Army, which was designated a terrorist organization this year
-- are acting as Beijing?s proxies by supplying weapons and
providing hideouts to insurgent groups in India?s northeastern
states, according to Indian officials with knowledge of the
situation, who asked not to be identified due to rules for
speaking with the media. The British mission?s spokesperson
described the Indo-Pacific as ?increasingly important for
the UK, as it is at the centre of global economic growth and
a region of increasing geostrategic importance?. The UK has
arange of enduring security interests in the region?, the
spokesperson said. The findings reveal that while Indian
security analysts give serious attention to China?s nuclear
policy and capabilities, Chinese analysts maintain a
dismissive attitude about the relevance of nuclear weapons
in China-India relations. The attitude stems from a widely
held view that India?s indigenous military technologies
are significantly behind China?s and that China will
continue widening the gulf between the two countries?
conventional and nuclear capabilities. However, Chinese
analysts do not appear to fully appreciate the long-term
destabilizing implications of this growing gap. India may
feel pressure to build out its nuclear arsenal, and this
could further threaten the fragile stability between India
and Pakistan. Chinese experts tend to underestimate the
role Beijing may have in shaping New Delhi?s threat
perception and nuclear strategy. China has deployed large
numbers of troops and weapons along a disputed Himalayan
border in violation of bilateral agreements, India?s foreign
ministry has said, accusing Beijing of escalating tensions
and triggering a deadly clash last week. China has blamed
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India for the clash ? the deadliest between the two
nuclear-armed neighbours for at least five decades ? and
said Indian troops attacked Chinese officers and soldiers.
China blamed India for the violent clashes and insisted it
did not want the situation to escalate. Chinese Foreign
Ministry spokesman Zhao Lijian said on Wednesday the border
situation was ?stable and controllable?. Indian fighter
jets have roared over a flashpoint Himalayan region as
part of a show of strength even as China again accused
India of provoking the border clash earlier this month that
killed at least 20 soldiers. Chinese troops had taken
?defensive measures and determinedly counterattacked
against the Indian side?s violent actions, successfully
protecting national sovereignty and territorial integrity?,
the Chinese ministry said on its social media account.
The increased activity along the Myanmar border has sparked
concern in New Delhi that India?s military is becoming
stretched as tensions remain with China and Pakistan on
other parts of its land border, which runs for roughly
14,000 kilometers (8,700 miles). The officials said India
moved several battalions consisting of about 1,000 troops
each into the Myanmar border area after a soldier was
killed in an ambush on Oct. 21. India has accused China
of violating the border consensus reached between them
during recent peace talks. At least 20 Indian soldiers
died in clashes with Chinese troops in the region in
June. China has not said if its soldiers also died. The
two nuclear powers accused each other of crossing the
poorly demarcated border and provoking the fight. China
has denied that its troops violated the status quo.
"Chinese border troops have always strictly observed the
Line of Actual Control and have never crossed the line.
The border troops of the two countries have been in
communication over territory issues," China’s foreign
ministry spokesman Zhao Lijian said. Indian and Chinese
soldiers have engaged in skirmishes in which shots have
been fired for the first time in over four decades.
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Some 20 Indian and an unknown number of Chinese troops
]were killed in a particularly violent clash along the
border in June.

B.0.2 Texto base para os eventos extremos naturais

A temporada de incêndios de 2020 na floresta amazônica
pode ser muito mais rigorosa do que em 2019 e um dos
motivos dessa piora são as mesmas condições climáticas
que intensificam a temporada de furacões no hemisfério
norte segundo pesquisadores Em agosto passado uma
série de grandes incêndios provocados pelo homem na
Amazônia lançou nuvens de fumaça sobre a cidade de São
Paulo transformando o dia em noite e gerou protestos
internacionais Mas embora esses incêndios tenham sido
incomuns e alarmantes a situação poderia ter sido ainda
pior se a Amazônia estivesse em época de estiagem
Mas neste ano infelizmente condições mais secas do
que a média são exatamente o que está previsto para o
sul da Amazônia e um dos motivos é o aumento
extraordinário de calor no Atlântico Tropical Norte
a milhares de quilômetros de distância Esse calor
oceânico também fez com que a temporada de furacões no
Atlântico batesse recordes logo de início um prenúncio
das previsões para uma temporada extraordinariamente
tumultuada Algumas pesquisas sugerem existir uma
relação causal entre os próprios furacões e os piores
anos de incêndios na Amazônia embora isso seja assunto
de maior debate Acredito que o oceano esteja acentuando
ambos os fenômenos afirma Chris Landsea pesquisador
meteorologista do Centro Nacional de Furacões da
Administração Nacional Oceânica e Atmosférica dos
Estados Unidos Está provocando anos de furacões no
Atlântico e ao mesmo tempo aumentando a vulnerabilidade
a incêndios na Amazônia A temporada de incêndios de
2020 na floresta amazônica pode ser muito mais rigorosa
do que em 2019 e um dos motivos dessa piora são as
mesmas condições climáticas que intensificam a
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temporada de furacões no hemisfério norte segundo
pesquisadores Em agosto passado uma série de grandes
incêndios provocados pelo homem na Amazônia lançou
nuvens de fumaça sobre a cidade de São Paulo
transformando o dia em noite e gerou protestos
internacionais Mas embora esses incêndios tenham sido
incomuns e alarmantes a situação poderia ter sido ainda
pior se a Amazônia estivesse em época de estiagem Mas
neste ano infelizmente condições mais secas do que a
média são exatamente o que está previsto para o sul da
Amazônia e um dos motivos é o aumento extraordinário de
calor no Atlântico Tropical Norte a milhares de
quilômetros de distância Esse calor oceânico também fez
com que a temporada de furacões no Atlântico batesse
recordes logo de início um prenúncio das previsões
para uma temporada extraordinariamente tumultuada
Algumas pesquisas sugerem existir uma relação causal
entre os próprios furacões e os piores anos de
incêndios na Amazônia embora isso seja assunto de
maior debate Acredito que o oceano esteja acentuando
ambos os fenômenos afirma Chris Landsea pesquisador
meteorologista do Centro Nacional de Furacões da
Administração Nacional Oceânica e Atmosférica dos
Estados Unidos Está provocando anos de furacões no
Atlântico e ao mesmo tempo aumentando a
vulnerabilidade a incêndios na Amazônia Geralmente
queimadas são um recurso utilizado por produtores
rurais na Amazônia para limpar a terra para uso na
agropecuária embora muitos incêndios também sejam
ateados por invasores em florestas públicas em uma
tentativa de se apossar de novas terras Infelizmente
tudo indica que este será mais um péssimo ano para o
desmatamento escreveu por e-mail Barlow E ao
contrário de 2019 essas queimadas para limpeza de
terra provavelmente serão agravadas por um clima
mais árido do que o habitual o que significa
que podem se espalhar mais rápido tornar-se
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incontroláveis e até mesmo se alastrar para a mata
virgem Aliás essas previsões de sazonalidade
indicam que grandes extensões da Amazônia podem ser
tornar áridas com o avanço da estação seca
compreendida entre junho e novembro Um dos motivos
disso são as temperaturas oceânicas distantes ao
norte componentes essenciais que fundamentam a
previsão de incêndios desenvolvida por Morton
Segundo Yang Chen cientista de Geociências da
Universidade da Califórnia em Irvine que
desenvolveu a previsão juntamente com Morton
as temperaturas no Atlântico Tropical Norte
estão atualmente muito acima da média
Quando essa região do oceano está especialmente
quente é deslocada para o norte na Zona de
Convergência Intertropical uma massa de ar de
baixa pressão que gera tempestades intensas e
muita precipitação nos trópicos Se essa massa de
chuva se afastar mais em direção ao norte antes da
chegada da estação seca no sul da Amazônia ela
antecipará a estação seca e provocará uma estiagem
acima da média Em anos anteriores quando o Oceano
Atlântico Tropical Norte estava quente em 2005 e
2010 foram registrados recordes de estiagem na
Amazônia explica Morton E com essas estiagens
vieram os incêndios As águas quentes do Atlântico
Tropical Norte também alimentam furacões que
transferem umidade para o oeste e depois para o
norte nos ventos predominantes em vez do sul Aliás
uma pesquisa publicada por Morton e Chen em 2015 revela
que temporadas ativas de furacões no Atlântico e
temporadas intensas de incêndios na Amazônia andam lado
a lado Embora haja uma correlação de ambos os
fenômenos com o calor no Atlântico Tropical Norte eles
possuem uma correlação mais nítida entre si Morton
acredita que isso indica uma relação causal entre os
dois fenômenos Quando tempestades tropicais e furacões
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são formados captam a umidade que de outra forma
circularia em direção ao continente sul-americano e
desviam essa umidade à Costa do Golfo e costa leste dos
Estados Unidos Em outras palavras retiram a umidade
da Amazônia Chen está menos convencido de que os
furacões do Atlântico desencadeiem diretamente uma
estiagem na Amazônia embora concorde que ambos os
fenômenos compartilham a mesma causa ou seja o
excesso de calor no Atlântico Tropical Norte e seu
impacto nos padrões climáticos Landsea do Centro
Nacional de Furacões dos Estados Unidos também
não está convencido de uma relação causal direta entre
uma maior quantidade de furacões no Atlântico e a seca
amazônica Ele ressalta que furacões são fenômenos
muito transitórios Duram apenas alguns dias e
respondem apenas por um pequeno porcentual de
precipitação no Caribe Entretanto ele concorda que
há certamente uma associação entre os dois fenômenos
De qualquer modo a temporada de furacões de 2020
deve servir como alerta para a Amazônia já ocorreram
seis tempestades tropicais dignas de receber
nomes no Atlântico a essa altura um recorde para a
temporada iniciada apenas em 1o de junho E é esperada
uma intensificação na atividade de furacões à medida que
o verão avança e o calor aumenta em todo Atlântico
Tropical Nossa expectativa é que será uma temporada
bastante agitada afirma Landsea Após uma estação de
chuvas com índices bem abaixo de níveis históricos,
grandes partes da Amazônia estão mais secas que o normal,
gerando preocupações sobre um aumento ainda maior de
incêndios e desmatamento na estação seca que se aproxima.
Dados da NASA e do Instituto Nacional de Pesquisas
Espaciais (Inpe) apontam para condições climáticas
adversas: o solo está mais seco, as temperaturas estão
mais altas, e a as águas subterrâneas estão escassas. A
temporada de chuvas deste ano, que ocorreu entre
dezembro e fevereiro, está entre as 10 piores já
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registradas, com apenas 75% da chuva usual
para a estação. Dados dos satélites Grace, da NASA,
mostram que o leste da Amazônia e o Cerrado têm muito
menos águas subterrâneas armazenadas do que o normal.
Dados dos aquíferos são usados para ajudar a prever
secas globalmente. Imagem cortesia da NASA e do Centro
Nacional dos Estados Unidos para Mitigação de Secas.
No ano passado, desmatamento e incêndios florestais na
Amazônia atingiram os níveis mais altos em uma década.
Mas as chamas foram contidas pela umidade natural da
floresta após diversos meses de chuvas intensas.
Este ano, a floresta pode não ter a mesma sorte. ?É
muito preocupante. Pode ser que haja mais ocorrências
de incêndios do que vimos no ano passado, e mais cedo?,
diz Daniel Nepstad, ecologista florestal e presidente
do Earth Innovation Institute que estudou resistência
florestal a secas, à Mongabay. Desde que chegou à
Presidência, em janeiro de 2019, Jair Bolsonaro tem
reduzindo proteções ambientais e tentado mudar a
legislação do país para abrir terras indígenas
para mineração e outras atividades que são o principal
motor de destruição da Amazônia.
O governo também diminuiu operações de repressão a
crimes ambientais em meio à pandemia do novo
coronavírus, abrindo as portas para o aumento do
desmatamento, da mineração ilegal e da grilagem. Como
resultado, o desmatamento aumentou 51% no primeiro
trimestre, comparado com o mesmo período de 2019, de
acordo com o Inpe. A taxa de desflorestamento de
agosto de 2019 até o final de março de 2020 é quase
duas vezes maior em relação ao mesmo período no ano
anterior, segundo o Inpe. Dados mostram todo o bioma
amazônico com temperaturas mais altas do que a média de
janeiro a março de 2020. Mapa produzido pelo Centro
Nacional dos Estados Unidos para Informação Ambiental.
Especialistas alertam que um clima mais seco pode ser
letal à região, intensificando uma retração florestal
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e permitindo que áreas intocadas peguem fogo no longo
prazo. Embora as previsões climáticas para a Amazônia
sejam imprevisíveis, o que pode reverter o déficit
atual, modelos climáticos do Centro de Previsão de
Tempo e Estudos Climáticos (CPTEC) não indicam
precipitações acima da média para os próximos meses.
?Estamos entrando em um período de estiagem em que as
chuvas [geralmente] não têm intensidade suficiente
para impactar a chance de fogo e outros fatores
relacionados à estação seca?, diz o climatologista
Diego Jatobá, do CPTEC, à Mongabay. A escassez de
água no solo logo após um período de chuvas também
sinaliza problemas nos próximos meses, diz o cientista
da NASA e hidrólogo Matthew Rodell, que trabalha no
projeto de monitoramento por satélite Gravity Recovery
and Climate Experiment Follow-On (Grace-Fo).
Os dados de níveis da água acumulados abaixo da
superfície da Terra são usados para prever secas em
todo o mundo. Imagens recentes da América do Sul
feitas pelo projeto mostram grandes áreas da
Amazônia e do Cerrado na zona vermelha, o que
significa que os lençóis freáticos estão severamente
impactados. ?Se virmos uma precipitação que varia de
normal a média neste ano, então há potencial para
seca?, diz Rodell à Mongabay em uma entrevista
por telefone. ?Eu estaria preocupado?. Para Ane
Alencar, diretora de ciência do Instituto de
Pesquisa Ambiental da Amazônia (Ipam) e especialista
em incêndios florestais, um aumento em incêndios
este ano depende muito mais de decisões políticas
do que de condições climáticas, as quais ela espera
que fiquem dentro da média. ?Minha expectativa é a
pior possível em relação ao descontrole do
desmatamento e do fogo?, diz Alencar à Mongabay.
?Autocombustão não existe na Amazônia?. O El Niño,
evento climático cíclico que causa intensas secas
na Amazônia, é muito improvável de ocorrer este ano,
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acrescentou Alencar. ?Em um ano de El Niño, um
incêndio induzido vira 100. Não é isso que vamos
ver este ano?, diz. Uma nota técnica publicada pelo
Ipam esta semana também antecipa um salto
em incêndios causados pelo aumento do desmatamento
em 2019, tendo em vista que o modus operandi de
grileiros consiste em desmatar em um ano e atear
fogo no ano seguinte para transformar a floresta
em fazendas e pastos.
As condições de solos mais secos se sobrepõem a
altas taxas de desmatamento. No Pará, palco de 40%
de todo o desmatamento na Amazônia no ano passado,
incêndios precoces podem ocorrer, indicam mapas
climáticos. Em uma área em torno da cidade de
Santarém, que já tem as taxas mais altas de
desmatamento na Amazônia, incêndios e queimadas
para limpeza de terras também podem aumentar após
a recente pavimentação da rodovia BR-163, que
corta a floresta amazônica. A localização da obra
foi descrita no Twitter por Bolsonaro como ?no
coração do agronegócio?. ?Concluiu-se o
asfaltamento da BR-163 na região. Com isso,
talvez haja uma movimentação de especuladores de
terra. Por ter menos chuva, fica
mais fácil desmatar. O maquinário entra com mais
facilidade?, diz Marcos Heil Costa, um dos principais
cientistas climáticos do Brasil e pesquisador do
Painel Intergovernamental das Nações Unidas sobre
Mudanças Climáticas (IPCC). A seca gradual da
Amazônia tem preocupado cientistas há décadas, tendo
em visa a ameaça do início de um ciclo de retração
que pode levar a floresta para um caminho sem volta,
transformando-a em uma savana. Nos últimos anos,
eventos climáticos extremos, como secas e enchentes,
aumentaram e dados publicados mostram estações mais
secas cada vez mais longas e intensas. Mas números
envolvendo o período chuvoso da Amazônia são novos.
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Dados do CPTEC enviados à Mongabay mostram que
oito dos 10 períodos de chuva mais secos na região
norte registrados desde 1962 ocorreram após os anos
2000. ?Temos observado uma tendência negativa,
uma redução significativa de chuvas ao longo dos
anos?, diz Jatobá à Mongabay. Apesar disso, ainda há
esperança para reverter o cenário atual.
De acordo com Nepstad, alguns passos já estão sendo
dados por uma parte do agronegócio para estimular
agricultores a plantarem árvores. ?Agricultores
se comprometeram a plantar (árvores) em 6 milhões de
hectares nos próximos 20 anos, mas frequentemente não
têm dinheiro ou incentivos para isso.
Essa é parte da solução?, diz. Segundo ele, há
intervenções administrativas que podem impedir esse
grave cenário de retração florestal?.
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ANEXO C - ANÁLISES ESTATÍSTICAS PARA OS PARÂMETROS DE
MÉDIA, VARIÂNCIA, CURTOSE E ASSIMETRIA PARA A QUAN-
TIDADE DE 8 E 32 SÉRIES

C.1 Eventos extremos sociais - conflitos armados entre Síria e USA, Irã
e USA e Global

Nesta seção são apresentados as análises realizadas para os parâmetros de média,
variância, curtose e assimetria para os conflitos armados entre a Síria e USA, Irã
e USA e Global, considerando 32 séries de 512 elementos e 8 séries com 2048 ele-
mentos. Essas análises são apresentadas nas Figuras C.1, C.2, C.3, C.4, C.5 e C.6,
respecitvamente.

Figura C.1 - Análise dos parâmetros de média, variância, curtose e assimetria conside-
rando 32 séries com 512 elementos para o conflito armado entre a Síria e
USA.
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Figura C.2 - Análise dos parâmetros de média, variância, curtose e assimetria conside-
rando 32 séries com 512 elementos para o conflito armado entre Irã e USA.

Figura C.3 - Análise dos parâmetros de média, variância, curtose e assimetria conside-
rando 32 séries com 512 elementos para o conflito armado Global.
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Figura C.4 - Análise dos parâmetros de média, variância, curtose e assimetria conside-
rando 8 séries com 2048 elementos para o conflito armado entre a Síria e
USA.

Figura C.5 - Análise dos parâmetros de média, variância, curtose e assimetria conside-
rando 8 séries com 2048 elementos para o conflito armado entre Irã e USA.

189



Figura C.6 - Análise dos parâmetros de média, variância, curtose e assimetria conside-
rando 8 séries com 2048 elementos para o conflito armado Global.

C.2 Eventos extremos naturais - ocorrência de seca, queimadas e des-
matamentos para o ano de 2020

Nesta seção são apresentados as análises realizadas para os parâmetros de média,
variância, curtose e assimetria para a ocorrência de seca, queimadas e desmatamentos
para o ano de 2020, considerando 32 séries de 512 elementos e 8 séries com 2048
elementos. Essas análises são apresentadas nas Figuras C.7 e C.8, respectivamente.
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Figura C.7 - Análise dos parâmetros de média, variância, curtose e assimetria conside-
rando 32 séries com 512 elementos para a ocorrência de seca, queimadas e
desmatamentos para o ano de 2020.

Figura C.8 - Análise dos parâmetros de média, variância, curtose e assimetria conside-
rando 8 séries com 2048 elementos para a ocorrência de seca, queimadas e
desmatamentos para o ano de 2020.
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ANEXO C - PREDIÇÃO DOS EVENTOS EXTREMOS SOCIAIS PARA
A QUANTIDADE DE ELEMENTOS DAS SÉRIES ENDÓGENAS DE
1024, 2048, 4096 E 8192

C.1 Predição do conflito armado entre Síria e USA

Nesta seção são apresentados os testes realizados para a predição da série temporal
endógena de 1024, 2048, 4096 e 8192 elementos, para o conflito armado entre Síria
e USA. Esses resultados são apresentados nas Figuras C.1, C.2, C.3 e C.4.

Figura C.1 - Predição de parte da série temporal endógena de ameaças do conflito entre
a Síria e USA utilizando a série endógena de 1024 elementos.

Figura C.2 - Predição de parte da série temporal endógena de ameaças do conflito entre
a Síria e USA utilizando a série endógena de 2048 elementos.
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Figura C.3 - Predição de parte da série temporal endógena de ameaças do conflito entre
a Síria e USA utilizando a série endógena de 4096 elementos.

Figura C.4 - Predição de parte da série temporal endógena de ameaças do conflito entre
a Síria e USA utilizando a série endógena de 8192 elementos.
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dor para alcançar um determinado obje-
tivo. Aceitam-se tanto programas fonte
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